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Merci encore à Jean-Jacques Fuchs pour son soutien dans les moments
difficiles.

Merci aux membres présents et passés du projet TEMICS pour l’ambiance
de travail décalée.
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1.1.2 Fonction débit-distorsion . . . . . . . . . . . . . . . . . . 8

1.2 Compression d’image . . . . . . . . . . . . . . . . . . . . . . . . 10
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1.4.1 Principe général . . . . . . . . . . . . . . . . . . . . . . . . 27
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2.1 Problèmes d’optimisation . . . . . . . . . . . . . . . . . . . . . . 35

2.1.1 Mesures relachées de parcimonie . . . . . . . . . . . . . . 36
2.1.2 Equivalence et unicité des solutions de (Pp) . . . . . . . 38
2.1.3 Approximations parcimonieuses . . . . . . . . . . . . . . 39

iii



iv Table des matières

2.2 Recherche d’approximations parcimonieuses . . . . . . . . . . . 40
2.2.1 Cas particulier : base orthonormée . . . . . . . . . . . . . 40
2.2.2 Algorithmes de recherche . . . . . . . . . . . . . . . . . . 41

2.3 Dictionnaires . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 51
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3.1.1 Considérations débit-distorsion . . . . . . . . . . . . . . . 57
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3.4 Bases locales prédéfinies : les DCT directionnelles . . . . . . . . 69

3.4.1 Principe . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69
3.4.2 Implémentation . . . . . . . . . . . . . . . . . . . . . . . . 71
3.4.3 Evaluation des performances . . . . . . . . . . . . . . . . 73

3.5 Bases locales apprises : étude d’un algorithme de la littérature . 75
3.5.1 Algorithme de Sezer . . . . . . . . . . . . . . . . . . . . . 75
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3.5.3 Implémentation . . . . . . . . . . . . . . . . . . . . . . . . 81
3.5.4 Evaluation des performances . . . . . . . . . . . . . . . . 83

3.6 Vers une approche probabiliste . . . . . . . . . . . . . . . . . . . 85
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4.2.1 Définition d’un cadre probabiliste . . . . . . . . . . . . . 108
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Notations

Relations d’ordre
x ∝ y x est proportionnel à y
x , y x est défini par y
x � y x est très inférieur à y
f = O(g) f est de l’ordre de g : il existe K tel que f ≤ Kg
f ∼ g f est équivalent à g : f = O(g) et g = O( f )

Vecteurs et matrices
x Vecteur
xT Transposée du vecteur x
x̂ Un estimateur du vecteur x
X Matrice
X−1 Inverse de la matrice X
XT Transposée de la matrice X
X+ Pseudo-inverse de Moore-Penrose de la matrice X :

si X ∈ RN×M est de rang plein (cf. [85]),
X+ = (XTX)−1XT si N > M
X+ = XT(XXT)−1 si N < M

IN Matrice identité de dimension N × N

‖x‖p Norme `p de x : ‖x‖p = (∑M
i=1 |xi|p)

1
p , si 0 < p < ∞

〈x, y〉 Produit scalaire entre les vecteurs x et y

Probabilités
X Variable aléatoire
X Vecteur aléatoire
H(X) Entropie de la variable aléatoire X
I(X; Y) Information mutuelle entre les variables aléatoires

X et Y : I(X; Y) =
∫

x

∫
y p(x, y) log p(x,y)

p(x)p(y) dxdy
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x Notations

EX [ f (x)] Espérance de f (x) par rapport à la distribution de X :
EX [ f (x)] =

∫
x p(x) f (x)dx

EX|Y[ f (x)] Espérance conditionnelle de f(x) par rapport à la
distribution de X sachant Y : EX|Y[ f (x)] =

∫
x p(x|y) f (x)dx

N (m, σ) Distribution normale de moyenne m et de variance σ

Ber(p) Distribution de Bernoulli de paramètre p
δa(x) Distribution de Dirac décentrée : δa(x) = δ(x− a)
i.i.d. indépendantes et identiquement distribuées

Se dit de variables aléatoires qui ont toutes la même loi de probabilité et sont
mutuellement indépendantes.

Ensembles
X Ensemble d’éléments
N Entiers positifs
R Nombres réels



Introduction

Contexte d’étude

La compression d’image est un domaine de recherche déjà riche d’une
longue histoire. Trouvant ses racines théoriques dans la théorie de l’infor-
mation initiée par Shannon en 1948 [99], elle a depuis fait appel à de nom-
breux outils mathématiques, de plus en plus sophistiqués. La problématique
est cependant toujours d’actualité, sous-jacente des applications de sto-
ckage des données, ou de transmission à travers des canaux à bande pas-
sante limitée. Malgré les développements technologiques considérables ces
dernières années, l’être humain, insatiable, déclare indispensable ce qu’hier
il considérait superflu, et nous sommes sans cesse confrontés à de nouveaux
besoins exigeant l’accès à toujours plus d’information.

La compression d’image met en jeu différentes techniques. On peut
grossièrement les diviser en quelques grandes familles. Certaines ont pour
but de structurer la redondance présente dans l’image que l’on souhaite com-
presser. C’est le cas par exemple de la transformation, qui cherche à concentrer
l’information dans un petit nombre d’éléments en changeant de domaine, et
de la prédiction, qui calcule un estimateur de l’information courante à par-
tir d’une information passée. D’autres réduisent l’information à traiter en la
quantifiant par exemple. Enfin, un grand pan de recherche de la compression
d’image est occupé par le codage entropique, qui cherche à traduire l’informa-
tion en une séquence de symboles la plus courte possible.

Parallèlement à ce domaine de recherche, la thématique des
décompositions parcimonieuses s’est développée. Les décompositions
parcimonieuses sont attachées à la description d’un signal (exactement ou de
façon approchée) comme combinaison d’un petit nombre d’atomes choisis
dans un très grand ensemble appelé dictionnaire. A notre connaissance, le
nom de “décompositions parcimonieuses” est né à la fin des années 1990
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2 Introduction

sous la plume de Chen et Donoho [15]. Mais la notion mathématique, elle,
intéressait les scientifiques depuis quelques temps déjà. On la trouvait en
régression dans le domaine des statistiques [13, 107], ou en résolution de
problèmes inverses bien définis [39] en traitement du signal.

On peut comprendre intuitivement l’intérêt des scientifiques de la commu-
nauté de la compression d’image pour les décompositions parcimonieuses :
décrire une image avec un petit nombre d’éléments permettrait de réduire
la quantité d’information à transmettre ou stocker. Mais la mise en pratique
n’est pas si immédiate et a révélé quelques écueils. Jusqu’à présent, malgré de
nombreuses contributions prometteuses [53, 86], elle n’a pas réussi à s’impo-
ser comme alternative sérieuse aux schémas de compression plus “classiques”
qui, quoique très souvent liés à l’idée de parcimonie, ne la formalisent pas ex-
plicitement.

Dans cette thèse, nous nous sommes intéressés à l’utilisation des
décompositions parcimonieuses dans des schémas de compression
d’image, via des méthodes Bayésiennes. Les problèmes reposant sur des
décompositions parcimonieuses peuvent être en effet interprétés de façon
probabiliste relativement intuitivement et la définition d’un cadre Bayésien
permet l’utilisation d’outils probabilistes performants pour leur résolution.
Quoique envisagée très tôt (dès 1997 par Olshausen et Field [81] par exemple),
cette approche est restée peu exploitée jusqu’à récemment, où plusieurs al-
gorithmes de recherche de décompositions parcimonieuses “Bayésiens” ont
vu le jour [119, 103]. C’est dans la continuité de ces contributions (et parfois
même parallèlement !) que nos travaux se sont inscrits.

Organisation du manuscrit

Ce manuscrit est composé de cinq chapitres. Les deux premiers présentent
le contexte théorique des travaux réalisés pendant cette thèse, l’un s’attardant
sur les aspects de compression d’image, l’autre sur les décompositions parci-
monieuses. Ils sont parfaitement indépendants l’un de l’autre. Les trois der-
niers chapitres exposent les travaux proprement dits.

Ainsi, le chapitre 2 introduit les notions de parcimonie, décompositions
parcimonieuses et dictionnaires favorisant la parcimonie des décompositions.
Différents algorithmes de la littérature cherchant à résoudre des problèmes de
recherche de décompositions parcimonieuses et d’apprentissage de diction-
naires sont exposés. Dans le chapitre 1, nous présentons quelques éléments
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de la théorie de l’information utiles à la compréhension du document. Nous
étudions ensuite plus attentivement deux techniques de codage d’image en
particulier : le codage par transformation et le codage par prédiction. Ces deux
techniques de compression sont respectivement l’objet d’étude des chapitres 3
et 4. Le chapitre 3 s’intéresse plus spécifiquement aux transformations adap-
tatives. Une première partie est consacrée à l’étude d’un schéma de compres-
sion optimisant le choix de la base de transformation par une segmentation
en bintree de l’image et l’utilisation d’ensembles de bases locales. Ces bases
locales sont d’abord considérées comme prédéfinies, puis elles sont apprises
par un algorithme de la littérature. Cet algorithme nous permet alors d’intro-
duire un nouvel algorithme d’apprentissage Bayésien, favorisant la parcimo-
nie de la décomposition. Le développement de ce nouvel algorithme consti-
tue la deuxième grande partie du chapitre 3. L’aspect codage par prédiction
est abordé dans le chapitre 4. Inspiré de contributions récentes s’appuyant
sur des décompositions parcimonieuses, un nouvel algorithme de prédiction
Bayésien reposant sur un mélange de décompositions parcimonieuses est
proposé. Enfin, approfondissant l’idée de structuration de la parcimonie des
décompositions, mise en évidence dans le chapitre 3, le chapitre 5 propose
l’étude d’un modèle Bernoulli-Gaussien et s’intéresse à son utilisation dans la
dérivation d’algorithmes de décompositions parcimonieuses.

Chacun des trois chapitres de contributions a donné lieu à un ou plusieurs
papiers de conférences. Ces papiers sont répertoriés en fin de manuscrit.
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Compression d’image 1
Ce chapitre rappelle brièvement les fondamentaux de la compression

d’image. Nous présentons d’abord quelques éléments de la théorie de l’infor-
mation, puis, étudions plus attentivement deux techniques de compression
d’image en particulier : le codage par transformation (section 1.3) et le codage
par prédiction (section 1.4). Ces deux approches feront spécifiquement l’objet
de contributions, présentées dans les chapitres 3 et 4 de ce manuscrit.

1.1 Éléments de théorie de l’information

La compression d’image repose sur des concepts fondamentaux de la
théorie de l’information. Initiée par Shannon en 1948 (cf. [99]), cette théorie
introduit les notions de quantité d’information, d’entropie d’une source
et définit les bornes théoriques sur le nombre de bits nécessaires à la
représentation d’une information. S’appuyant sur cette théorie, la compres-
sion d’image cherche le meilleur moyen de réduire la taille d’une information
- l’image - tout en conservant sa qualité visuelle, i.e., à approcher au mieux les
bornes de performance posées par la théorie de l’information.

Dans la suite de cette section, nous utiliserons les notations suivantes. Le
signal source est modélisé par un vecteur aléatoire Y = [Y1, . . . , YN ]T dans
l’alphabet YN et de densité de probabilité p(y)=Pr{Y=y}, y∈YN . On note
y = [y1, . . . , yN ]T une réalisation de Y. Le résultat du codage de la source,
appelé signal reconstruit, et les variables associées sont différenciés par un ˆ .
On appelle schéma de codage une opération

s :

{
YN → ŶN ,
y 7→ ŷ = s(y),

(1.1)

5



6 Chapitre 1. Compression d’image

de l’ensemble YN vers l’ensemble ŶN .

1.1.1 Mesures de performance

Quantité d’information et qualité de reconstruction sont des notions
fondamentales de la théorie de l’information. Elles sont quantifiées par des
mesures de débit et de distorsion.

Débit binaire
Le débit binaire mesure la quantité d’information transmise ou stockée en
bits par unité de mesure.
S’il s’agit d’images fixes, l’unité de mesure considérée est le pixel. Le débit
binaire - assimilé au débit par la suite - s’exprime alors en bits par pixel
(abrégé en bpp).
Par souci de simplicité, on formalise ici le débit binaire obtenu par un schéma
de codage par symbole, noté s (cf. sous-section 1.2.2). Y est vu ici comme un
ensemble fini.
Dans le cas unidimensionnel (N = 1), le débit binaire est défini par

Ry,s = ly, (1.2)

où ly est la longueur de la séquence de bits correspondant au codage de y.
On définit également le débit binaire moyen, noté R̄Y,s, par

R̄Y,s = ∑
y∈Y

p(y)Ry,s = ∑
y∈Y

p(y)ly. (1.3)

p(y) est alors appelée probabilité d’apparition du symbole y ∈ Y .
Dans le cas multidimensionnel avec y ∈ YN réalisation de Y, les deux notions
sont respectivement définies par

Ry,s =
1
N

N

∑
i=1

Ryi ,s =
1
N

N

∑
i=1

lyi , (1.4)

et

R̄Y,s = ∑
y∈YN

p(y)Ry,s =
1
N

N

∑
i=1

∑
yi∈Y

p(yi)lyi , (1.5)

où p(yi) est la probabilité d’apparition du symbole yi ∈ Y .

Distorsion
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La distorsion mesure l’altération de la forme originale d’un signal, à mesure
que ce signal subit différentes opérations (compression, transmission, etc.).
Dans le cas unidimensionnel (N = 1), une mesure de distorsion est une
opération

d : Y × Ŷ → R+ (1.6)

du produit cartésien des ensembles Y et Ŷ , vers l’ensemble des réels positifs.
Elle est dite bornée si son maximum est fini, i.e.,

max
(y,ŷ)∈(Y ,Ŷ)

d(y, ŷ) < ∞. (1.7)

Dans la plupart des cas, l’ensemble Ŷ est le même que l’ensemble Y . Des me-
sures de distorsion communes sont alors par exemple :

� la distorsion de Hamming telle que

d(y, ŷ) =

{
0 si y = ŷ,
1 si y 6= ŷ,

(1.8)

� l’erreur quadratique telle que

d(y, ŷ) = (y− ŷ)2. (1.9)

Cette dernière mesure de distorsion est très utilisée pour des alphabets
continus. Elle est intéressante de par sa simplicité et son lien avec l’es-
timation au sens des moindres carrés. Cependant, dans les applications
de type compression d’image qui nous intéressent ici, cette mesure ne
rend pas bien compte de la distorsion perçue par l’oeil humain. Des al-
ternatives ont été proposées mais en général, elles sont hautement non
linéaires et difficiles à manipuler ([68]). On conserve donc pour le mo-
ment l’erreur quadratique comme mesure de distorsion, en remarquant
que diminuer l’erreur quadratique signifie souvent améliorer la qualité
visuelle de reconstruction. Cette mesure peut ensuite être corrigée via
l’introduction de coefficients de pondération permettant de mieux s’ap-
procher de notre sensibilité perceptuelle sans compliquer l’optimisation
mathématique.

Pour un signal source multidimensionnel y∈YN et son pendant reconstruit
ŷ∈ŶN , on définit une mesure de distorsion par

Dy,s =
1
N

N

∑
i=1

d(yi, ŷi). (1.10)
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Dy,s dépend de la réalisation y et du schéma de codage utilisé s via la
réalisation reconstruite ŷ.
La distorsion moyenne, notée D̄Y,s, est alors

D̄Y,s = E
Y,Ŷ[Dy,s], (1.11)

où E
Y,Ŷ[Dy,s] est l’espérance mathématique de Dy,s par rapport à la distribu-

tion de (Y, Ŷ). D̄Y,s dépend de la source Y et du schéma de codage utilisé s
via la source reconstruite Ŷ.

1.1.2 Fonction débit-distorsion

On distingue deux grands types de codage : les codages avec et sans perte.

Codage sans perte
Lors d’un codage sans perte, l’information reconstruite est l’exacte copie de
l’information originale ; il n’y a pas de distorsion entre l’information originale
et l’information reconstruite. On cherche alors à déterminer le schéma de
codage s? tel que

s? = argmin
s∈S

R̄Y,s, (1.12)

où S est l’ensemble des schémas de codage possibles.
Dans ce cas, la théorie de l’information affirme que le débit atteignable par un
codage sans perte est borné inférieurement par l’entropie de la source définie
par les définitions 1, 2 et le théorème 1 ci-dessous.

Définition 1 (Entropie d’une source discrète) L’entropie H(Y) d’une variable
aléatoire Y est définie par

H(Y) = − ∑
y∈Y

p(y) log2 p(y). (1.13)

H(Y) ≥ 0 avec égalité si et seulement si une réalisation y∈Y de Y se produit
avec une probabilité 1.

Définition 2 (Entropie conditionnelle d’une source discrète) Pour deux va-
riables aléatoires Y1 et Y2 à réalisations dans Y1 et Y2 respectivement, l’entropie
conditionnelle H(Y2|Y1) est définie par

H(Y2|Y1) = − ∑
y2∈Y2

∑
y1∈Y1

p(y2, y1) log2 p(y2|y1). (1.14)
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Théorème 1 (Règle de chaı̂ne) Pour un vecteur aléatoire Y = [Y1, . . . , YN ],

H(Y) = H(Y1) +
N

∑
i=2

H(Yi|Yi−1, . . . , Y1). (1.15)

Cette relation se réduit à

H(Y) =
N

∑
i=1

H(Yi), (1.16)

si et seulement si les {Yi}N
i=1 sont indépendants.

Le codage sans perte représente un enjeu important lorsqu’une recons-
truction parfaite de la source est nécessaire. Cependant, cette exigence
restreint considérablement les capacités de compression. Lorsque l’applica-
tion considérée supporte une certaine distorsion de la source reconstruite, le
codage avec perte s’avère donc plus intéressant.

Codage avec perte
Lors d’un codage avec perte, on ne retient qu’une partie de l’information
originale, jugée pertinente. Il y a donc une distorsion non nulle entre l’infor-
mation originale et l’information reconstruite. On cherche alors à déterminer
le schéma de codage s? qui minimise le débit moyen sous contrainte d’une
distorsion moyenne donnée, i.e.,

s? = argmin
s∈S

R̄Y,s soumis à D̄Y,s ≤ D̄c (1.17)

où D̄c est une distorsion cible fixée.
Cette optimisation est généralement très compliquée à résoudre. Une ap-

proche sous-optimale consiste à restreindre l’ensemble complet des schémas de
compression possibles S à un sous-ensemble Sr de schémas de compression
particuliers, par exemple constitués des mêmes types d’opérations, comme on
le verra à la section 1.5.

La limite de performance débit-distorsion atteignable par un schéma de
compression s? solution de (1.17) est donnée par une fonction débit-distorsion
R(D) (appelée OPTA pour Optimum Performance Theoretically Attainable).
Cette fonction établit la quantité d’information minimale nécessaire à la
représentation d’une source pour une distorsion donnée, ou inversement, la
distorsion minimale atteignable pour un débit donné. Elle est formalisée par
le théorème 2 et utilise la notion d’information mutuelle, définie en fonction
de l’entropie comme suit.
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Définition 3 (Information mutuelle) L’information mutuelle entre deux vecteurs
aléatoires Y et X est donnée par

I(Y; X) = H(Y)− H(Y|X). (1.18)

Théorème 2 (Théorème Débit-Distorsion) La fonction débit-distorsion d’une
source Y i.i.d. de distribution de probabilité p(y) associée à la mesure de distorsion
bornée d(y, ŷ) est telle que

R̄(D̄c) = min
Ŷ∈ŶN

D̄c

I(Y; Ŷ), (1.19)

où ŶN
D̄c

= {Ŷ|D̄Y,s ≤ D̄c} et I(Y; Ŷ) est l’information mutuelle entre Y et Ŷ.

En pratique, la fonction OPTA n’est connue dans sa forme analytique que pour
des sources simples, comme des sources gaussiennes. Au delà, le calcul s’avère
rapidement trop complexe. En outre, la définition même de la fonction exige
de caractériser la source de façon probabiliste, ce qui peut être problématique
dans le cas de sources complexes, comme les images ou les vidéos. Enfin, les
bornes définies nécessitent parfois des schémas de codage lourds pour être
atteintes.

1.2 Compression d’image

1.2.1 Principe général

Atteindre la limite de performance débit-distorsion nécessite donc de
connaı̂tre la distribution statistique de la source. Or, il n’existe pas de dis-
tribution décrivant de façon fine les signaux images. Comme nous l’avons
évoqué dans la section précédente, l’optimisation (1.17) est donc réalisée sur
un ensemble restreint de schémas de compression. Cet ensemble est défini par
un certain nombre d’hypothèses probabilistes sur le signal (explicites ou plus
souvent implicites) validées expérimentalement a posteriori.

Une hypothèse naturelle, très couramment exploitée, suppose des
dépendances statistiques entre les pixels. Ainsi beaucoup de schémas de com-
pression tendent à structurer la redondance présente dans l’image de façon à
permettre une manipulation plus aisée de l’information et in fine, un codage
moins coûteux. On cherchera par exemple à concentrer l’information dans
un petit nombre d’éléments : une image contenant des pixels de même cou-
leur pourra alors possiblement être parfaitement décrite via un unique coef-
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ficient. Deux grands types de techniques permettent de structurer la redon-
dance inter-pixel :

� le codage par transformation,

� le codage prédictif.

Elles font l’objet des deux sections suivantes 1.3 et 1.4 et des chapitres de
contributions 3 et 4.

Dans la suite de ce manuscrit, on s’intéressera exclusivement aux schémas
de compression avec perte. Par définition, et comme nous l’avons évoqué dans
la section précédente, ce type de codage repose sur l’extraction de l’information
jugée pertinente. Cette opération peut être réalisée de plusieurs façons, chacune
répondant à des hypothèses particulières sur le signal. La plus courante est ap-
pelée quantification et consiste à représenter l’information par des symboles
pris dans un ensemble fini appelé alphabet de quantification. Il existe là en-
core plusieurs types de quantification, nous abordons les plus utilisés dans la
section 1.2.3.

Une fois quantifiée, l’information peut être transcrite en une séquence de
bits. On parle alors de codage entropique binaire. Le choix d’un codage entro-
pique est fortement lié à la nature de l’information à coder. On pourra par
exemple préférer un codage par “symbole” ou en “bloc” suivant les cas. La
sous-section 1.2.2 expose quelques éléments théoriques du codage entropique.

Les trois étapes “structuration de la redondance”/“extraction de l’infor-
mation pertinente”/“codage entropique” sont réalisées à l’encodeur et per-
mettent de représenter une image en une séquence de bits (que l’on veut la
plus petite possible). Le décodeur, quant à lui, opère à l’inverse, en reconstrui-
sant l’image à partir de la séquence de bits.

Les étapes de codage entropique et de structuration de la redondance sont
en général inversibles. Ce sont des opérations “sans perte”. Ce n’est pas le cas
pour l’étape de quantification, qui ne conserve qu’une partie seulement de
l’information originale.

La figure 1.1 présente une illustration schématique de la chaı̂ne standard
complète d’encodage/décodage. De façon simplifiée, on représente ici l’étape
de structuration de la redondance par un opérateur inversible t. Un opérateur
c également inversible correspond à l’étape de codage entropique. Enfin, on
note q l’étape d’extraction de l’information réalisée à l’encodage et son pen-
dant - mais pas inverse ! - h, l’étape d’approximation de l’information réalisée
au décodage. Pour des raisons de simplicité, le signal source est vu ici comme
une variable aléatoire unidimensionnelle Y.
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Y ∈ Y
t

X ∈ X
q

X̃ ∈ X̃
c

X̃c ∈ A
c−1

X̃ ∈ X̃
h

X̂ ∈ X̂
t−1

Ŷ ∈ Ŷ

Encodage Décodage

Figure 1.1 Illustration des différentes étapes formant un schéma de compression complet

Dans la suite de cette section, nous nous référerons aux notations de la fi-
gure 1.1 pour représenter les signaux qui nous occupent à chaque étape. Nous
détaillons dans les sous-sections 1.2.2 et 1.2.3 les étapes de codage entropique
et de quantification.

1.2.2 Codage entropique

On se restreint dans un premier temps à l’étude du codage entropique
par symbole. Dans ce type de codage, chaque coefficient du vecteur source
considéré est codé séparément. Reprenant les notations de la figure 1.1, on
considère alors une source X̃, variable aléatoire à réalisations dans l’ensemble
X̃ , appelé alphabet. Cet ensemble est supposé fini, comme l’est, par exemple,
un alphabet de quantification. L’opération de codage entropique est une
opération inversible, sans perte, définie comme suit.

Définition 4 Un codage entropique de source est une opération

c :

{
X̃ → A,
x̃ 7→ x̃c = c(x̃),

(1.20)

où A est un ensemble de séquences de symboles de taille finie.

c(x̃) représente la séquence de symboles - ou mot de code - associée à la
réalisation x̃ ; lx̃ est sa longueur (i.e., le nombre de symboles utilisés dans
c(x̃)). A est appelé code. Il est dit binaire si les symboles utilisés pour former
les mots de code sont 0 et 1. Dans la suite de cette section, on considère un tel
codage. On cherche alors à minimiser le nombre de bits moyen utilisés pour
représenter les réalisations de X̃. L’opération de codage étant une opération
sans perte, cela revient à approcher le plus possible la borne sur le débit
définie par l’entropie de la source X̃ (cf. sous-section 1.1.2).

Codage à longueur fixe (FLC pour fixed length code en anglais)
Tous les éléments de l’ensemble X̃ peuvent être représentés par des mots
de codes de même longueur lx̃ = dlog2 |X̃ |e bits. Ce codage n’est optimal
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(i.e., il n’atteint l’entropie de la source) que pour des sources X̃ uniformes,
i.e., pour lesquelles tous les mots de code ont la même probabilité d’être
utilisés (appelée probabilité d’apparition). Dans tous les autres cas, il est
plus intéressant de prendre en compte les fréquences d’utilisation relative
à chaque mot de code en utilisant des codes à longueur variable. Le but est
alors d’optimiser le code A pour minimiser R̄X̃,c (défini par l’expression (1.3))
et approcher ainsi l’entropie de la source.

Code préfixe
Un code binaire est appelé code préfixe si aucun mot de code n’est préfixe
d’un autre mot de code. Cette définition est appelé condition de préfixe.
Les deux exemples suivants (empruntés à Mallat dans [68]) illustrent cette
définition.
Considérons le code qui à {x̃1, x̃2, x̃3, x̃4} associe les mots binaires

{c(x̃1) = 0, c(x̃2) = 10, c(x̃3) = 110, c(x̃4) = 101}.

Ce code ne vérifie pas la condition de préfixe et conduit à des ambiguı̈tés
de décodage. Ainsi, le message 1010 peut correspondre à c(x̃2)c(x̃2) ou à
c(x̃4)c(x̃1).
Inversement, le code

{c(x̃1) = 0, c(x̃2) = 10, c(x̃3) = 110, c(x̃4) = 111}

vérifie la condition de préfixe. Tout message codé par ce code sera décodé de
manière unique.

Le théorème de Shannon (théorème 3) définit les bornes sur le débit moyen
atteignable par un code préfixe optimal (i.e., de longueur moyenne minimale).

Théorème 3 (Shannon) Il existe un code préfixe c? tel que

H(X̃) ≤ R̄X̃,c? ≤ H(X̃) + 1. (1.21)

Codage de Huffman
Un code préfixe optimal peut être construit par un algorithme simple proposé
par Huffman dans [51]. Cet algorithme construit un arbre binaire minimisant
le nombre de bits moyen R̄X̃,c. Les correspondances entre symboles et mots
de code forment alors une table que le décodeur devra connaı̂tre pour trans-
crire les séquences binaires en symboles de X̃ (le cas échéant, il faudra la lui
transmettre).
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La figure 1.2 illustre par un exemple pratique le déroulement de l’algo-
rithme de Huffman. Une description théorique détaillée peut être trouvée
dans [20].

Considérons la séquence de symboles ’imaginaire’.

Symboles Occurrences Probabilités
i 3 0.3
m 1 0.1
a 2 0.2
g 1 0.1
n 1 0.1
r 1 0.1
e 1 0.1

L’algorithme de Huffman additionne successivement les deux probabilités les plus petites pour réaliser un
arbre binaire de façon bottom-up (i.e., des feuilles à la racine). Ici, l’algorithme atteint la racine de l’arbre
en 6 itérations :

(0) pe = 0.1, pr = 0.1, pn = 0.1, pg = 0.1, pm = 0.1, pa = 0.2, pi = 0.3

(1) pn = 0.1, pg = 0.1, pm = 0.1, pre = 0.2, pa = 0.2, pi = 0.3

(2) pm = 0.1, pre = 0.2, png = 0.2, pa = 0.2, pi = 0.3

(3) png = 0.2, pa = 0.2, pmre = 0.3, pi = 0.3

(4) pmre = 0.3, pi = 0.3, pang = 0.4

(5) pang = 0.4, pimre = 0.6

(6) pimaginaire = 1

i a

g

0.6 0.4

0.20.2

0.10.1

0.30.3

0

0

0

1

1

1

0

0

1

1

nm

er

0.10.2

0.1 0.10 1

La table de Huffman correspondante est alors :

Symboles Mot de code
i 01
m 10
a 001
g 110
n 111
r 0000
e 0001

Figure 1.2 Exemple d’utilisation de l’algorithme de Huffman

On peut montrer (cf. [20]) qu’il n’existe pas d’autres codes préfixes de lon-
gueur moyenne plus petite que celle atteinte par un code construit par l’algo-
rithme de Huffman. Cet algorithme est optimal et satisfait donc le théorème
de Shannon.

Toutes les considérations d’optimalité considérées ci-dessus sont prises
au sens du codage par symbole. Ce type de codage peut s’avérer assez peu
intéressant lorsque l’entropie de la source est faible (par exemple pour |X̃ | pe-
tit). Dans ce cas en effet, le surcoût potentiel de 1 bit posé par le théorème de
Shannon devient important.
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Une solution à ce problème est de travailler sur des “blocs” (i.e., des suites)
de plusieurs symboles. On peut alors montrer la proposition 1.

Proposition 1 Le code de Huffman ch pour un bloc de taille n requiert en moyenne
un nombre de bits par symbole qui vérifie

H(X̃) ≤ R̄X̃,ch
≤ H(X̃) +

1
n

. (1.22)

Une preuve de cette proposition est donnée dans [68]. On note que lorsque
n→ +∞, i.e., lorsque l’on traite des séquences de bits très longues, les perfor-
mances en débit atteignables par un codeur de Huffman tendent vers l’entro-
pie de la source X̃.

Cependant, l’algorithme de Huffman n’est pas idéal pour le codage
par bloc. Pour une longueur de bloc n, il nécessite le calcul des probabi-
lités de toutes les combinaisons de n symboles et une modification de la
longueur des blocs entraı̂ne un recalcul complet. Le codage arithmétique
permet d’étendre facilement la longueur des blocs sans réinitialiser les calculs.

Codage arithmétique
Introduit par Rissanen en 1976 dans [92], le codage arithmétique enregistre
les symboles de façon plus structurée qu’un codage de Huffman. Le code
est construit progressivement au fur et à mesure de la prise en compte des
symboles.

Le codage arithmétique procède par partitionnement successif de l’inter-
valle [0, 1], résultant en un découpage de [0, 1] en |X̃ |n intervalles, où |X̃ | est
le nombre de symboles de X̃ et n est la longueur du bloc considéré. Chaque
intervalle caractérise alors une séquence de n symboles possible, et ce sans
ambiguı̈té.

Cette affirmation est illustrée par la figure 1.3 qui présente le codage
arithmétique de la séquence ’imaginaire’ introduite précédemment dans la
figure 1.2. On trouve une formalisation du codage arithmétique dans [68].

Lorsque la taille des blocs augmente, la longueur des intervalles de codage
diminue et leur nombre augmente. La transcription binaire des éléments choi-
sis pour représenter chaque intervalle de codage est calculée progressivement
en ajoutant des bits au fur et à mesure de l’augmentation de la séquence de
symboles codée. Witten et al. en proposent dans [114] des implémentations
efficaces. Notant [a, a + b] un intervalle de codage, b correspondra à la proba-
bilité d’apparition du bloc considéré et la séquence binaire associée aura une
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Reprenons la séquence de symboles ’imaginaire’. Dans cet exemple précis, |X̃ | = 7 et n = 10,
’imaginaire’ est une séquence possible parmi 710 possibilités.
Dans un premier temps, on associe à chaque symbole un intervalle dans l’espace des probabilités dont la
longueur dépend de sa probabilité d’apparition (donnée dans la figure 1.2) :

0 10.3 0.4 0.6 0.7 0.8 0.9

i m a g n r e

Cette table d’association devra être connue du décodeur.
L’encodage de la séquence ’imaginaire’ est ensuite construite symbole après symbole de la façon sui-
vante :

0 0.3

0.12

0.108

0.1062

0.10578

0.105744

0.1057368

0.10573428

0.1054734172

0.1057341720

0.09

0.102

0.1056

0.10560

0.105726

0.1057332

0.10573320

0.105734064

0.1057341612

i

i

m

a

g

n

a

r

e

’i’

’im’

’ima’

’imag’

’imagi’

’imagin’

’imagina’

’imaginai’

’imaginair’

’imaginaire’

0 1

i

Pour une taille de bloc égale à 10, l’intervalle [0.1057341612, 0.1057341720[ caractérise la séquence
’imaginaire’ sans ambiguı̈té. De plus, comme les intervalles ne se recoupent pas, n’importe quel élément
de [0.1057341612, 0.1057341720[ suffit à déterminer l’intervalle de codage.

Figure 1.3 Exemple d’utilisation du codage arithmétique

longueur lb telle que

−dlog2 be ≤ lb ≤ −dlog2 be+ 2. (1.23)

On peut alors vérifier qu’un code arithmétique ca permet d’atteindre un
nombre de bits moyen par symbole tel que

H(X̃) ≤ R̄X̃,ca
≤ H(X̃) +

2
n

. (1.24)

Ses performances sont donc légèrement moins bonnes que celles obtenues par
un codage de Huffman (notons que lorsque n → +∞, l’écart de performance
avec le codage de Huffman est tout à fait négligeable), mais sa relative
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simplicité et sa grande adaptativité en fait un codage très souvent utilisé.

Codage par plages de zéros
Le codage par plages de zéros - Run-Length Encoding (RLE) en anglais -
est utilisé pour des blocs constitués de symboles binaires uniquement. Ici,
ce ne sont pas les probabilités d’apparition des symboles qui servent de
base à l’encodage mais les probabilités d’apparition des suites de symboles
identiques (par exemple 000, 11, etc...).

Une fois ces probabilités d’apparition établies, l’algorithme procède
comme un codeur entropique “classique”, par exemple, comme l’algorithme
de Huffman en construisant un arbre binaire de façon bottom-up. Il suffit alors
d’indiquer au décodeur le premier symbole du bloc (par exemple 0 ou 1) - ou
de fixer une règle du premier symbole, par exemple 1, et ajouter 0 comme
“longueur” possible de suite lors de l’apprentissage de la table - avant de
transmettre le code binaire proprement dit.

Ce type de codage est très populaire. On le trouve dans le standard de
compression JPEG par exemple, utilisé pour coder les indices des coefficients
de transformée non nuls (on a alors des blocs de 0 et 1 qui se prêtent très bien
au codage par plages). Le format de compression JPEG est décrit de façon plus
approfondie dans la sous-section 1.3.3.

1.2.3 Quantification

La quantification précède le codage entropique. Son objectif est double : ex-
traire l’information jugée pertinente et faciliter le codage entropique. L’infor-
mation quantifiée doit alors pouvoir être décrite par un nombre de symboles
suffisamment petit pour atteindre de bonnes performances en débit mais aussi
suffisamment grand pour ne pas trop détériorer l’information originale.

Dans cette sous-section, nous présentons quelques méthodes de quantifi-
cation et dérivons la fonction débit-distorsion OPTA pour l’une d’entre elles.

Reprenant les notations de la figure 1.1 étendues au cas multidimen-
sionnel, on considère une source X = [X1, . . . , XN ]T , vecteur aléatoire à
réalisations dans X N . Cet ensemble peut être continu et non borné, comme
- c’est souvent le cas - l’ensemble des réels. L’opération de quantification est
une opération non inversible, définie comme suit.
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Définition 5 Une quantification est une opération

q :

{
X N → X̃ N ,
x 7→ x̃ = q(x),

(1.25)

de l’ensemble X N vers l’ensemble fini X̃ N .

Une quantification scalaire approxime chaque coefficient de x
indépendamment les uns des autres de sorte que q est constitué de N
opérations séparées. Lorsque les coefficients de x sont très interdépendants,
un quantificateur vectoriel qui quantifie ensemble les N coefficients de x
peut nettement améliorer la performance d’un quantificateur scalaire. Ce-
pendant, un quantificateur vectoriel est d’une plus grande complexité qu’un
quantificateur scalaire. Si une étape de structuration de la redondance est
utilisée en outre de la quantification, les coefficients qui en résulteront seront
par définition moins dépendants les uns des autres, et le gain apporté par le
quantificateur vectoriel ne vaudra pas le coût de calcul. Les quantificateurs
scalaires sont donc en pratique plus souvent utilisés.

Dans les schémas de codage que nous proposerons par la suite, nous
utiliserons également une quantification scalaire. Nous détaillons donc ici
plus spécifiquement ce type de quantification, mais renvoyons le lecteur
curieux au livre de Gersho et Gray [41] pour une présentation approfondie de
la quantification vectorielle.

Quantification scalaire
Puisqu’une quantification scalaire de X N vers X̃ N peut être vue comme
N opérations séparées, étudier un quantificateur scalaire de dimension N
revient à étudier N quantificateurs unidimensionnels. Dans la suite de cette
sous-section, on considère donc un quantificateur scalaire q avec N = 1 et la
variable aléatoire X à réalisations dans X .

Si X = [a, b] (avec éventuellement a = −∞, b = +∞), l’opération
de quantification revient à partitionner l’intervalle [a, b] en K intervalles
{]αk−1, αk]}1≤k≤K, puis à associer à chaque valeur x un point de quantifica-
tion x̃k tel que

∀x ∈]αk−1, αk], q(x) = x̃k. (1.26)

La longueur de chaque intervalle de quantification ]αk−1, αk] est appelée pas
de quantification et est noté ∆k , αk − αk−1.
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Quantificateur de haute résolution
Un quantificateur est dit de haute résolution si la distribution de probabilités
de la variable X, p(x), peut être vue comme constante sur chaque intervalle
de quantification ]αk−1, αk].
C’est le cas si les pas de quantification ∆k sont suffisamment petits par rapport
aux variations de p(x) pour que l’on puisse négliger ces variations sur chaque
intervalle de quantification.

La proposition suivante donne une expression de l’erreur quadratique
moyenne D̄X,q d’un quantificateur de haute résolution en fonction des pas
de quantification ∆k. Une preuve peut être trouvée dans [68].

Proposition 2 Pour un quantificateur de haute résolution, l’erreur quadratique
moyenne D̄X,q est minimisée lorsque xk = αk+αk−1

2 , soit

D̄X,q =
1

12

K

∑
k=1

Pr{X ∈]αk−1, αk]}∆2
k , (1.27)

où Pr{X ∈]αk−1, αk]} =
∫ αk

αk−1
p(x)dx.

Quantificateur scalaire uniforme
Un quantificateur scalaire uniforme est un quantificateur scalaire pour lequel
tous les pas de quantification sont identiques :

∆k = ∆ ∀k ∈ {1, . . . , K}. (1.28)

Si on considère un quantificateur scalaire uniforme de haute résolution, l’ex-
pression (1.27) devient

D̄X,q =
∆2

12
. (1.29)

La distorsion est alors indépendante de la source.

Dans la sous-section 1.2.2, nous avons vu que le codage entropique,
opération sans perte, cherche à s’approcher au mieux de l’entropie de X̃.
Précédant le codage entropique, une quantification optimale est donc une
quantification qui minimise l’entropie H(X̃) sous contrainte d’une distorsion
donnée.

Dans [42], Gish et Pierce ont établit une relation entre l’entropie H(X̃) et
l’entropie différentielle de X formalisée dans la définition 6. C’est le résultat
du théorème 4.
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Définition 6 L’entropie différentielle de la variable aléatoire X est définie par

Hd(X) = −
∫ +∞

−∞
p(x) log2 p(x)dx. (1.30)

Théorème 4 (Gish et Pierce) Si q est un quantificateur de haute résolution par
rapport à p(x), alors

H(X̃) ≥ Hd(X)− 1
2

log2(12D̄X,q). (1.31)

Il y a égalité si et seulement si q est un quantificateur uniforme.

Ce théorème montre que sous hypothèse de haute résolution, le quanti-
ficateur scalaire optimal est un quantificateur scalaire uniforme. Supposant
que le codage entropique est optimal et atteint l’entropie H(X̃), on obtient
R̄X,q = H(X̃) le débit binaire moyen atteint par le quantificateur et, en
remplaçant dans (1.31),

D̄X,q =
1

12
22Hd(X)2−2R̄X,q . (1.32)

La quantification scalaire uniforme de haute résolution est l’une des rares
opérations avec perte réalisées sur des signaux images dont on sache calcu-
ler et exprimer analytiquement la fonction débit-distorsion OPTA.

Lorsque la condition de haute résolution n’est pas satisfaite, le quanti-
ficateur scalaire uniforme n’est pas optimal. On cherche alors à construire
un quantificateur propre aux données que l’on cherche à quantifier. Dans le
cas particulier où l’on utilise un codeur entropique à longueur fixe, le débit
est directement proportionnel au nombre de points de quantification. Le
quantificateur optimal sera alors celui qui minimise la distorsion de quanti-
fication sous contrainte d’un nombre fixé de points de quantification. Lloyd
en 1957 [64] et Max en 1960 [76] ont déterminé deux conditions nécessaires
pour la construction de tels quantificateurs : la règle dite du plus proche
voisin et la condition du centroı̈de. Ces deux conditions sont à la base des
algorithmes d’apprentissage d’alphabet de quantification, dont le plus utilisé
est l’algorithme de Lloyd-Max (cf. [41]).

Quantificateur uniforme à zone morte
Un quantificateur scalaire à zone morte - dead-zone en anglais - est un quan-
tificateur scalaire où l’intervalle autour de zéro est plus large. La zone morte
- ou dead-zone -, notée T, qualifie cet intervalle, qui permet à l’ensemble des
valeurs considérées comme petites, d’être quantifiées à une seule et même
valeur zéro.
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Stricto sensus, ce type de quantificateur est non-uniforme (T 6= ∆). Toute-
fois, si tous les autres pas de quantification sont égaux, on qualifie le quanti-
ficateur de uniforme à zone morte, et si T reste de grandeur comparable aux
autres pas de quantification, on considère que l’expression (1.29) reste valide.

Ce type de quantificateur est très répandu en compression d’image. C’est
celui que nous utiliserons dans les schémas de compression que nous pro-
poserons dans la suite de ce manuscrit, en précisant la longueur de la zone
morte.

La figure 1.4 présente une illustration des quantificateur scalaire uni-
forme et quantificateur scalaire uniforme à zone morte. Sur la figure 1.4(a)
est représenté graphiquement un quantificateur scalaire uniforme de pas de
quantification ∆ tandis que la figure 1.4(b) montre un quantificateur scalaire
uniforme à zone morte T = 2∆.

x

q(x)

1
2∆

3
2∆

5
2∆

7
2∆

∆

− 7
2∆

− 5
2∆

− 3
2∆

− 1
2∆

(a)

x

q(x)

3
2∆

5
2∆

7
2∆

∆

− 7
2∆

− 5
2∆

− 3
2∆

T = 2∆

(b)

Figure 1.4 Illustration des quantificateur scalaire uniforme (a) et quantificateur scalaire uniforme à zone morte
(b, ici T = 2∆)

1.3 Codage par transformation

La transformation est l’une des deux principales méthodes utilisées pour
structurer la redondance présente dans l’image.

Dans cette section, nous présentons le principe général du codage par
transformation, et les bases théoriques sur lequel il repose. Puis nous
établissons un bref état de l’art des transformations utilisées dans la littérature,
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avant de décrire deux formats de compression basés sur le codage par trans-
formation, les standard JPEG et JPEG2000.

1.3.1 Principe général

L’idée de codage par transformation a été introduite par Kramer et Ma-
thews en 1956 (cf. [57]). Reprenant les notations de la figure 1.1 étendues
au cas multidimensionnel, on considère une source Y = [Y1, . . . , YN ]T , vec-
teur aléatoire à réalisations dans YN . L’opération de transformation est une
opération sans perte, inversible, définie comme suit.

Définition 7 Une transformation est une opération

t :

{
YN → X N ,
y 7→ x = t(y),

(1.33)

de l’ensemble YN vers l’ensemble X N .

Le plus souvent, on parlera de transformations linéaires, de sorte que
t(y) = Ty, où T est appelée matrice ou base de transformation.

Le but de la transformation est de représenter le vecteur signal y,
réalisation du vecteur aléatoire Y, avec un petit nombre de coefficients
décorrélés, réalisations xi de variables aléatoires Xi. Ayant ainsi concentré l’in-
formation, on espère quantifier et coder ces coefficients plus efficacement.

Pourtant, il n’existe pas de résultat théorique établissant l’intérêt de la
décorrélation : même si les variables Xi sont indépendantes (par exemple,
décorrélées et gaussiennes), la théorie de l’information montre que la
quantification vectorielle sera toujours meilleure en terme de performance
débit-distorsion que la quantification scalaire. En pratique cependant, on
a pu constater que plus les variables Xi sont indépendantes ou du moins
décorrélées, plus la quantification scalaire est efficace et moins il y a à gagner
à utiliser une quantification vectorielle, complexe à mettre en oeuvre.

Deux autres arguments, l’un intuitif, l’autre subjectif, peuvent également
renforcer cette observation. L’argument intuitif tient dans l’idée que le codage
par transformation opère comme un simple quantificateur vectoriel : il prend
avantage de la redondance présente dans le vecteur d’entrée pour mieux co-
der le vecteur entier, il le fait alors d’une façon simple et ad hoc qui permet
ensuite de réaliser la quantification par des quantificateurs scalaires. Enfin,
on a pu montrer que certains systèmes biologiques comme l’oreille ou l’oeil
qui nous intéresse ici semblent opérer dans le domaine transformé : l’oeil, par
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exemple, est peu sensible aux variations rapides (correspondant aux hautes
fréquences dans le domaine fréquentiel).

On peut donner une intuition mathématique de l’intérêt de la transforma-
tion en considérant un codage sans perte constitué des seules deux opérations
de transformation et codage entropique. Dans la suite de cette section, nous
assimilerons donc le vecteur aléatoire X résultant de la transformation du vec-
teur Y au vecteur aléatoire X̃ “entrant” dans le codeur entropique. On com-
prend alors que la transformation aura pour objectif de minimiser le débit at-
teignable par le codeur entropique et ainsi de s’approcher de l’entropie jointe
H(Y).

La meilleure performance en débit que peut atteindre un schéma de com-
pression est l’entropie jointe de la source H(Y). Or, puisque la transformation
est une opération inversible, on a

H(Y) = H(X), (1.34)

et la règle de chaı̂ne établit que

H(X) = H(X1) +
N

∑
i=2

H(Xi|Xi−1, . . . , X1) ≤
N

∑
i=1

H(Xi). (1.35)

Si le codage utilisé est un codage entropique par symbole de type Huffman
ou arithmétique, nous avons vu dans la sous-section 1.2.3 que l’optimalité est
obtenue pour un débit égal à la somme des entropies ∑i H(Xi). Une façon
d’atteindre l’entropie jointe de la source H(Y) est alors de rendre les coeffi-
cients Xi indépendants. C’est l’objet de la transformation. Plus précisément, la
transformation cherche à décorréler les coefficients Xi afin de s’approcher de
leur indépendance. On a alors

H(Y) = H(X) '
N

∑
i=1

H(Xi). (1.36)

Pour un signal quelconque, il est très difficile de calculer la base de trans-
formation “optimale”, i.e., résultant en des coefficients de transformation
indépendants. Mais si le signal Y est un vecteur aléatoire gaussien, les co-
efficients de transformation Xi sont des variables gaussiennes dans n’importe
quelle base de transformation, et dans ce cas, on montre que la base de trans-
formation optimale est la base de Karhunen-Loève (KLT pour Karhunen-
Loève Transform en anglais). Cette base diagonalise la matrice de cova-
riance du vecteur X, résultant en une décorrélation complète des coeffi-
cients Xi. Les coefficients étant gaussiens, leur décorrélation entraı̂ne leur



24 Chapitre 1. Compression d’image

indépendance. Dans le cas général (non-gaussien), la base de Karhunen-Loève
ne sera pas optimale car les coefficients de transformation obtenus ne seront
pas indépendants, mais du moins seront-ils décorrélés, améliorant ainsi les
performances d’un codage entropique par symbole.
Si elle constitue ainsi la solution la plus adaptée pour la décorrélation des
coefficients Xi, la KLT présente l’inconvénient d’être complexe en calcul
(elle repose sur une analyse en composantes principales) et dépendante des
données. On la remplace en pratique par la transformée en cosinus discret
(DCT pour Discrete Cosine Transform en anglais), introduite en 1974 dans [2].
Shanmugam montre en effet dans [98] que cette transformée et la KLT sont
proches (elles sont ainsi asymptotiquement équivalentes si la matrice de co-
variance du signal Y est une matrice de Toeplitz). La DCT est très populaire
et fréquemment utilisée dans les schémas de compression par transformation.
Le format de compression JPEG, décrit dans la sous-section 1.3.3, en est un
exemple.

D’autres codages, comme le codage par plages de zéros, seront d’autant
plus efficaces que la transformation favorisera une “parcimonie structurée”
des coefficients, i.e., avec beaucoup de zéros successifs et très peu de coeffi-
cients non nuls. Le codage EZW introduit par Shapiro dans [100], par exemple,
utilise les dépendances interéchelles entre les coefficients issus d’une trans-
formation en ondelettes. Dans ce cas, ce sont les entropies conditionnelles
H(Xi|Xi−1, . . . , X1) que l’on cherche à approcher au mieux afin, in fine, d’at-
teindre l’entropie jointe H(Y).

1.3.2 Etat de l’art

Les recherches menées dernièrement en compression par transformation
tendent à montrer que l’adaptation de la transformée aux caractéristiques lo-
cales de l’image permet une amélioration notable des performances. En pra-
tique, l’optimisation de la transformée peut être réalisée à deux niveaux :

� dans le domaine spatial, en adaptant le support de la transformée,

� dans le domaine transformé, en adaptant les atomes de la base de projec-
tion aux caractéristiques du signal que l’on cherche à décrire.

Plusieurs contributions considérant ces approches peuvent être trouvées
dans la littérature.

L’adaptation du support de la transformée exploite l’idée d’appliquer la
transformation sur des blocs de l’image plutôt que sur l’image en entier. Cette
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approche peut en effet non seulement avoir un intérêt en terme de coût de cal-
cul, mais également en terme de performance débit-distorsion. Plusieurs tech-
niques peuvent être considérées. La plus simple est le découpage de l’image
en blocs de taille fixe, par exemple de taille 8× 8 pixels comme dans le for-
mat de compression JPEG. Mais on trouve, par exemple dans [13], l’utilisation
d’une DCT sur des blocs de tailles différentes via un quadtree [45, 104, 102].
Version anisotropique du quadtree, le bintree [97] permet une segmentation
en blocs rectangulaires (nous y reviendrons dans la sous-section 3.2.3). Plus
récemment, des arbres plus complexes ont été proposés, comme un bintree
adaptatif [52] ou des arbres segmentant l’image en polygones [116]. Enfin dans
[78], ce sont des méthodes de chevauchement de blocs qui sont considérées et
comparées.

Parallèlement, de nouvelles transformées ont émergées, tendant vers une
meilleure prise en compte des caractéristiques de l’image. Dans [50], les au-
teurs remplacent la DCT utilisée dans un schéma de codage de type JPEG
par d’autres transformées, mieux adaptées aux statistiques locales des blocs.
Dans la même idée, Sezer et al. ([96]) optimisent un ensemble de bases sur un
ensemble d’entraı̂nement pour maximiser la parcimonie des vecteurs trans-
formés ; nous y ferons plus largement référence dans le chapitre 3. On peut
également citer les DCT directionnelles ([122]), ondelettes ([67]), ondelettes
orientées ([12]), curvelettes ([10]), contourlettes ([26]) et bandelettes ([61]), très
efficaces pour décrire les contours d’une image.

On trouve enfin des contributions considérant des approches hybrides,
adaptant la transformation dans les domaines spatial et transformé. Ainsi,
dans [61], les auteurs optimisent la taille des blocs et la direction de bases de
bandelettes simultanément.

1.3.3 Formats de compression : JPEG et JPEG2000

Le formats de compression JPEG et JPEG2000 ont été proposés respective-
ment en 1992 et 2000 par l’organisme de standardisation Joint Photographic
Experts Group. Ils constituent les deux formats de compression avec perte
d’image fixe les plus populaires et sont basés tous deux sur un schéma de
codage par transformation.

JPEG
Comme nous l’avons évoqué dans la sous-section 1.3.2, le format JPEG
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procède par découpage de l’image en blocs de taille 8 × 8 pixels. Les blocs
sont alors traités successivement, d’abord transformés indépendemment via
l’utilisation d’une DCT, puis quantifiés selon une matrice de quantification de
taille 8× 8.

Le premier coefficient quantifié, appelé DC, représente la valeur moyenne
du bloc considéré et est prédit à partir du bloc encodé précédemment. Ainsi,
seule la différence entre la valeur du coefficient DC courant et celle du coef-
ficient DC précédant est encodé, typiquement beaucoup plus petite en valeur
absolue. Ce type de codage différentiel est appelé DPCM, pour Differential
Pulse Code Modulation en anglais. Les 63 autres coefficients, appelés AC, sont
encodés en utilisant directement les valeurs des coefficients du bloc courant.

Figure 1.5 Ordre de scanning des coefficients de transformation utilisé dans le format de compression JPEG

JPEG utilise un codeur entropique bidimensionnel. Les coefficients AC
sont traités selon un scanning en zigzag qui ordonnancent les coefficients
approximativement de la fréquence la plus basse vers la fréquence la plus
haute (cf. illustration de la figure 1.5). Les coefficients successifs quantifiés à 0
forment des plages de zéros interrompues par des coefficients quantifiés non
nuls. Le codage considère alors des couples (longueur,valeur), où “longueur”
représente le nombre de coefficients AC consécutifs nuls entre le coefficient
non nul courant et le coefficient non nul le précédant, et “valeur” correspond
à la valeur (non nulle) du coefficient courant. Un symbole spécial “fin de
bloc” (EOB pour End of Block en anglais) est utilisé pour signaler la fin
des coefficients non nuls dans le bloc considéré. La séquence de couples
(longueur,valeur) est alors compressée en utilisant des codes de Huffman ou
arithmétique.

JPEG2000
Nous présentons ici les principes fondamentaux du format de compression
JPEG2000. Une description plus détaillée peut être trouvée dans [72].

Le format JPEG2000 est né de l’idée de résoudre certains problèmes liés au



1.4 Codage par prédiction 27

format JPEG.

Le plus connu est l’effet de mosaı̈que, du au découpage en blocs de
l’image, qui apparait sur les images lorsque le taux de compression de-
vient important. Pour résoudre ce problème, le codage JPEG2000 procède sur
l’image en entier (cependant un découpage en “tuiles” est également pos-
sible).

L’image est d’abord décomposée en sous-bandes par une transformation
en ondelettes ([67]) sur plusieurs niveaux. Les coefficients issus de la trans-
formée sont ensuite quantifiés scalairement par sous-bande, puis encodés par
un codeur arithmétique complexe appelé EBCOT (pour “embedded block co-
ding with optimized truncation” en anglais). Nous ne décrivons pas ici son
fonctionnement mais renvoyons le lecteur à l’article de Taubman [106]. Cet en-
codage génère un train (i.e., séquence) binaire imbriqué et organisé de façon
progressive. Il est dit scalable, i.e., le fichier compressé de l’image peut être
tronqué à n’importe quel endroit et permettre cependant un décodage perti-
nent de l’image, résultant en une compression flexible et adaptative.

Enfin, JPEG2000 donne la possibilité de définir des régions d’intérêt i.e.,
de spécifier à l’encodeur des zones de l’image que l’on souhaite de meilleure
qualité et transmises en priorité. Cette possibilité constitue un avantage
supplémentaire non négligeable par rapport au format de compression JPEG.

1.4 Codage par prédiction

La prédiction constitue la deuxième méthode permettant de structurer
la redondance présente dans une image. Nous en présentons ici le principe
général. Nous exposons ensuite l’exemple pratique de la prédiction dite intra
utilisée dans le format de compression vidéo H.264 puis terminons cette sec-
tion par un bref état de l’art des méthodes de prédiction développées dans la
littérature.

1.4.1 Principe général

Jusqu’à présent, nous n’avons considéré que des codages sans mémoire,
où l’information est codée indépendamment des actions passées à l’encodeur
et au décodeur. Cependant, la prédictabilité d’un signal peut constituer un
intérêt non négligeable : mieux on peut prédire un signal à partir du passé,
moins on aura besoin d’envoyer de nouvelles informations.
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La prédictabilité d’un signal est intimement liée à l’idée de redondance.
Dans un codage vidéo, il pourra s’agir de redondance temporelle, entre
deux ou plusieurs images successives, et, si les images sont codées via un
découpage en blocs, de redondance entre les blocs constituant une image.
Chacune de ces redondances donne lieu à un type de prédiction particulier :
prédiction “inter”, exploitant la redondance temporelle, et prédiction “intra”,
basée sur la redondance entre blocs d’une même image.

La prédiction intra peut être similairement utilisée dans le codage d’image
fixe basé sur un découpage en blocs. C’est donc elle qui nous intéresse parti-
culièrement ici. La prédiction peut être considérée seule (suivie par exemple
d’une quantification vectorielle) ou associée à une transformation. Il y a en
effet complémentarité entre les deux méthodes : la transformation structure
la redondance entre les pixels d’un bloc, tandis que la prédiction exploite la
redondance entre blocs.

Bloc courant

Zone causale (exemple)

Bloc codé par prédiction, connu du décodeur

Bloc non prédit, codé par un codage sans mémoire

Figure 1.6 Schéma de codage prédictif standard

Un schéma de codage prédictif standard est illustré sur la figure 1.6.
Les blocs situés le long du bord gauche et en haut de l’image constituent
la “base causale” du codage prédictif. Ils ne sont pas prédits mais encodés
indépendamment via par exemple un codage par transformation. Les autres
blocs sont ensuite codés par prédiction successivement de la gauche vers la
droite et de haut en bas sur la base des blocs précédemment encodés et re-
construits - formant la zone causale de la prédiction. La zone causale peut va-
rier selon les schémas proposés (en terme de taille et de position). Par exemple,
dans la prédiction utilisée dans le format de compression vidéo H.264 détaillée
dans la sous-section 1.4.2, la zone causale est constituée des pixels adjacents
au bloc que l’on souhaite prédire. Le bloc prédit est ensuite soustrait au bloc
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courant connu de l’encodeur, résultant en une information résiduelle qui de-
vra être transmise au décodeur. Cette information résiduelle peut alors être
codée par transformation par exemple.

1.4.2 Méthode de prédiction intra utilisée dans H.264

La prédiction intra utilisée dans le format de compression H.264 repose
sur une division de l’image en macroblocs de taille 16× 16 pixels et en blocs
de taille 4× 4 pixels et 8× 8 pixels. Nous focalisons ici sur la prédiction intra
réalisée sur des blocs de taille 4× 4 pixels mais référons au livre de Richardson
([91]) pour une présentation complète du format de compression H.264.
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Figure 3 4x4 luma prediction modes 
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Figure 1.7 Illustration de la prédiction intra de type H.264 (a) et notations des pixels (b)

Il y a 9 modes de prédiction pour les blocs de taille 4× 4 pixels. L’enco-
deur sélectionne le mode de prédiction qui minimise la différence entre le bloc
prédit P et le bloc original que l’on cherche à encoder. La figure 1.7 montre un
bloc de taille 4 × 4 pixels que l’on souhaite prédire et sa zone causale. Les
pixels au dessus et sur la gauche (indicés de A, . . . , O) ont été précédemment
encodés et reconstruits et sont donc disponibles à l’encodeur et au décodeur.
Les pixels a, b, . . . , p du bloc prédit sont calculés sur la base des pixels A, . . . , O
comme illustré sur la figure 1.8.

Les flêches de la figure 1.8 indiquent la direction de prédiction de
chaque mode. Pour les modes 3−8, les pixels prédits sont formés à partir
d’une moyenne pondérée des pixels A, . . . , O. Par exemple, si le mode 4 est
sélectionné, le pixel en haut à droite du bloc considéré (indicé par d dans la
figure 1.7(b)) est prédit par [[ B

4 + C
2 + D

4 ]], où [[]] signifie ici “arrondi” à l’entier
le plus proche.

Notons que le mode 8 ne peut être utilisé que si le bloc situé en diagonal



30 Chapitre 1. Compression d’image

A B C D E F G H

N

I

J

K

L

M

A B C D E F G H

N

I

J

K

L

M

A B C D E F G H

N

I

J

K

L

M

A B C D E F G H

N

I

J

K

L

M

A B C D E F G H

N

I

J

K

L

M

A B C D E F G H

N

I

J

K

L

M

A B C D E F G H

N

I

J

K

L

M

A B C D E F G H

N

I

J

K

L

M

A B C D E F G H

N

I

J

K

L

M

O O O OO

O O O O

0. Vertical 1. Horizontal 2. DC 3. Diagonal down-left 4. Diagonal down-right

5. Vertical right 6. Horizontal down 7. Vertical left 8. Horizontal up

Figure 1.8 Illustration des différents modes de prédiction définis dans la prédiction intra H.264

à gauche du bloc traité est connu du décodeur. Dans le cas contraire, le mode
est dit non-causal et n’est pas considéré pendant la prédiction.

Le bloc résiduel issu de la différence entre le bloc original et sa prédiction
est ensuite codé par une transformation DCT suivie d’une quantification sca-
laire uniforme, puis transmis au décodeur.

1.4.3 État de l’art

La plupart des contributions de la littérature concernant la prédiction spa-
tiale partent de la méthode utilisée dans la compression vidéo H.264 et en
proposent des améliorations ou extensions.

Un premier axe de recherche est constitué par le partionnement des blocs
considérés lors de la prédiction. Dans [112], l’auteur emprunte les blocs de
taille rectangulaire à la prédiction inter de H.264 [91] (16 × 8, 8 × 16, 8 × 4
et 4 × 8 pixels) et les ajoute aux blocs carrés classiquement utilisés dans la
prédiction intra de H.264. On trouve également dans des articles plus récents
(cf. par exemple [21]) des partitionnements plus complexes, reposant par
exemple sur un modèle paramétrique linéaire.

D’autres travaux se sont plus particulièrement intéressés aux prédicteurs
en eux-mêmes. Certains proposent de simplement enrichir la méthode de
prédiction intra de H.264 en ajoutant des lignes de pixels supplémentaires aux
pixels de référence [75], ou des modes bidirectionnels, issus de la combinaison
de deux modes de prédiction utilisés dans H.264, aux 9 modes déjà existants
[117]. D’autres envisagent de tout autres prédicteurs. Conservant l’idée de ba-
ser la prédiction sur les pixels causaux entourant le bloc à prédire, la méthode
dite de “Template Matching” [105] propose de rechercher dans un voisinage
causal des pixels de même configuration spatiale et de caractéristiques simi-
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laires. Le bloc à prédire est alors approximé par le bloc entouré des pixels les
plus “ressemblants”. Pour une meilleure adéquation, le template matching est
réalisé sur des sous-blocs de taille 2× 2 pixels issus de la division en 4 du bloc
à prédire. Enfin, citons encore les travaux [23] proposant des manipulations
géométriques de blocs de référence, pris dans un voisinage causal, et codant
ensuite les caractéristiques de la transformation résultant en la meilleure ap-
proximation du bloc considéré.

Un dernier axe de recherche exploré dans la littérature est constitué par
le codage des résidus de prédiction. Dans [117], parallèlement à leur propo-
sition de modes bidirectionnels, les auteurs élaborent des transformées di-
rectionnelles séparables dérivées de la KLT (qui, elle, est généralement non-
séparable). On peut également citer la méthode de transformation introduite
dans [93] qui s’appuie sur une permutation des coefficients du bloc résiduel et
permet ainsi une meilleure prise en compte, par la DCT, des directionnalités
persistantes.

1.5 Optimisation débit-distorsion

Lorsqu’on ne connait pas précisément la distribution de la source, la re-
cherche de la limite de performance débit-distorsion est particularisée à un
type de source et un type de codage. La fonction débit-distorsion limite qui
en découle n’est donc plus théorique et générale, comme celle définie par le
théorème débit-distorsion (Théorème 2), mais opérationnelle et propre à la
source et au schéma de codage étudiés. Les grandeurs optimisées ne sont plus
les débit et distorsion moyens mais les débit et distorsion réels, calculés selon
les expressions (1.4) et (1.10).

L’approche “optimisation débit-distorsion” restreint la recherche du
schéma de codage optimal à un sous-ensemble Sr de S . De façon analogue
à l’optimisation (1.17), on cherche alors à déterminer le schéma de codage
s?

r ∈ Sr qui minimise le débit réel sous contrainte d’une distorsion donnée
i.e.,

s?
r = argmin

s∈Sr

Ry,s soumis à Dy,s ≤ Dc, (1.37)

où Sr est l’ensemble des schémas de codage fixés par les hypothèses et Dc est
une distorsion cible fixée. Ou bien, inversement, le schéma de codage s?

r ∈ Sr
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qui minimise la distorsion réelle sous contrainte d’un débit donné i.e.,

s?
r = argmin

s∈Sr

Dy,s soumis à Ry,s ≤ Rc, (1.38)

où Rc est un débit cible fixé.
Ce dernier cas est le plus courant : les applications multimédia imposent plus
souvent une contrainte sur le débit que sur la distorsion. C’est donc l’optimisa-
tion (1.38) que nous considérons dans la suite de cette section, mais l’analogie
peut être faite immédiatement pour l’optimisation du débit (1.37).

Dans la plupart des cas pratiques étudiés, Sr est fini, i.e., s?
r est choisi parmi

un nombre fini de schémas de codage. On peut alors tracer les points de fonc-
tionnement débit-distorsion de tous les schémas de codage inclus dans Sr.
Ainsi que le montre la figure 1.9, la frontière entre les performances attei-
gnables et non-atteignables par les schémas de codage de Sr est définie par
l’enveloppe convexe de l’ensemble des points de fonctionnement.

R

D

Points de fonctionnement

Figure 1.9 Ensemble des points de fonctionnement (R, D) définis par un ensemble de schémas de compres-
sion donnés et enveloppe convexe correspondante

La résolution du problème contraint (1.38) discret est basée sur la version
discrète de l’optimisation Lagrangienne introduite d’abord par Everett dans
[36], puis reprise dans le contexte de codage de source par Shoham et Gersho
dans [101]. Par la suite, cette approche a été utilisée très largement dans la
littérature.
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Théorème 5 Pour λ ≥ 0, la solution s?
r (λ) du problème non contraint

argmin
s∈Sr

Dy,s + λRy,s (1.39)

est également solution du problème contraint (1.38) de contrainte Rc = Ry,s?
r (λ), i.e.,

Ry,s ≤ Ry,s?
r (λ).

Ortega et Ramchandran spécifient dans [82], que les solutions du problème
non-contraint (1.39) sont les points de fonctionnement situés sur l’enveloppe
convexe définie comme sur la figure 1.9.

Le multiplicateur Lagrangien λ permet de sélectionner des points de com-
promis débit-distorsion spécifiques. Graphiquement, il représente la pente de
la tangente à l’enveloppe convexe au point débit-distorsion considéré. Mini-
miser la fonction de coût Lagrangienne (1.39) lorsque λ = 0 est équivalent
à minimiser la distorsion, i.e., à sélectionner le point de fonctionnement de
l’enveloppe convexe le plus proche de l’axe horizontal. Inversement, mini-
miser la fonction de coût Lagrangienne (1.39) lorsque λ est très grand, est
équivalent à minimiser le débit, et ainsi à trouver le point de fonctionnement
de l’enveloppe convexe le plus proche de l’axe vertical. Les valeurs de λ in-
termédiaires définissent les points de fonctionnement intermédiaires de l’en-
veloppe convexe.

Le théorème 5 définit une condition suffisante mais pas nécessaire de
l’égalité entre les problèmes contraint et non-contraint (1.38) et (1.39). La fi-
gure 1.10 en donne l’illustration.

Rc

D

R

(Ry,s?
r(λ), Dy,s?

r(λ))

(a)

Rc

D

R

(Ry,s?
r(λ), Dy,s?

r(λ))

(b)

Figure 1.10 Illustration de la non-nécessité de la condition définie par le théorème 5
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Sur le graphe 1.10(a), la solution Lagrangienne (Ry,s?
r (λ), Dy,s?

r (λ)) (en
rouge) donne les meilleures performances débit-distorsion sous la contrainte
de débit Rc (il n’y a pas d’autres points de fonctionnement dans l’espace
délimité par les trois contraintes D = Dy,s?

r (λ), R = Rc et l’enveloppe convexe)
sans valider la condition Rc = Ry,s?

r (λ). Mais ce n’est pas toujours le cas,
comme le montre le graphe 1.10(b) où Rc 6= Ry,s?

r (λ), et la solution Lagran-
gienne (Ry,s?

r (λ), Dy,s?
r (λ)) (en rouge) n’est pas solution de l’optimisation sous

contrainte (1.38) (en bleu).
Ceci tient au caractère discret de l’optimisation Lagrangienne. Dans les cas

où l’enveloppe convexe est décrite avec un nombre important de points, la
configuration 1.10(b) est plus rare et, si elle advient, l’écart entre la solution
Lagrangienne et la solution optimale sera négligeable. Par ailleurs, l’optimisa-
tion Lagrangienne présente une complexité calculatoire plus faible. Cet atout
en fait une approximation souvent en utilisée en pratique.



Décompositions

parcimonieuses 2
Dans le chapitre précédent, nous avons introduit quelques principes de

la compression d’image et évoqué l’intérêt de la description d’un signal par
un petit nombre de coefficients non nuls. Cet intérêt est intuitif en codage
par transformation notamment, où l’utilisation ultérieure d’un codage entro-
pique par plages de zéros sera d’autant plus valorisée. Il est un peu moins
évident en codage par prédiction ; nous verrons dans le chapitre 4 comment
cette idée peut être exploitée comme une information a priori sur le signal que
l’on cherche à prédire.

Dans ce chapitre, nous nous restreindrons à l’étude de signaux réels par
souci de simplicité, et parce que nous traiterons de signaux images réels par
la suite.

La description d’un signal par un petit nombre de coefficients non nuls est
appelée décomposition parcimonieuse. Formulation et résolution de recherche
de décompositions parcimonieuses, taille et propriétés du dictionnaire de
décomposition sont autant d’axes de recherche de ce domaine. Nous en
présentons ici les principaux résultats.

2.1 Problèmes d’optimisation

La décomposition parcimonieuse d’un signal y dans un dictionnaire D,
ensemble de vecteurs, peut être de deux types :

– elle peut être représentation, auquel cas le signal s’exprime exactement
sous la forme d’une combinaison d’un petit nombre de vecteurs du dic-
tionnaire, y = Dx,

– ou approximation, et dans ce cas, y est approché par la combinaison d’un
petit nombre de vecteurs du dictionnaire, y ≈ Dx.

35
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Le vecteur x est le vecteur de décomposition de y dans D. Il contient les co-
efficients de pondération de la combinaison de vecteurs représentant ou ap-
proximant y.

La parcimonie du vecteur x = [x1, . . . , xM]T est le nombre de coefficients
nuls dans x. Moins utilisée, la notion de diversité correspond, elle, au nombre
de coefficients non nuls. Si x est de dimension M, on a donc

diversité = M− parcimonie. (2.1)

On parle plus souvent de “parcimonie” que de “diversité” mais c’est bien
une mesure de diversité qui est prise en compte pour caractériser la parci-
monie d’un vecteur x. Cette mesure “idéale” (par opposition aux mesures “re-
lachées” qui feront l’objet de la sous-section 2.1.1), formalisée par la pseudo-
norme `0, compte le nombre de coefficients non nuls. Elle est notée ‖.‖0 :

‖x‖0 =
M

∑
i=1
|xi|0 = |I|, (2.2)

où I = {i|xi 6= 0}. Notons que cette mesure de parcimonie ne satisfait pas
l’une des trois propriétés des normes, la condition d’homogénéité (2.47) (cf.
annexe de ce chapitre), d’où son appellation de pseudo-norme. Les propriétés
des normes sont rappelées en annexe de ce chapitre.

Le problème de représentations parcimonieuses “standard” consiste à re-
chercher le vecteur de coefficients x le plus parcimonieux qui mène à la re-
construction exacte du vecteur y dans le dictionnaire D. On le formalise de la
façon suivante :

P0 : min
x
‖x‖0 soumis à Dx = y. (2.3)

Le dictionnaire D est en général redondant : l’ensemble de sélection des vec-
teurs est exprimé sous la forme d’une matrice D de M colonnes dk ∈ RN avec
M ≥ N, où chaque colonne représente un vecteur - ou atome.

Dans la suite de cette section, nous présentons d’abord les mesures re-
lachées de la parcimonie et leur intérêt dans la résolution des problèmes
inverses parcimonieux, puis étudions leur équivalence dans un deuxième
temps. La dernière sous-section est consacrée aux approximations parcimo-
nieuses.

2.1.1 Mesures relachées de parcimonie

Lorsque le dictionnaire D est redondant, le problème (P0) est NP-complet,
i.e., il ne peut être résolu qu’en considérant toutes les combinaisons possibles
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d’atomes, ce qui n’est pas envisageable en grande dimension. Pour remédier
à cette difficulté, des mesures “relachées” de la parcimonie ont été introduites,
correspondant à des (quasi-)normes `p de x :

‖x‖p = (
M

∑
i=1
|xi|p)

1
p , 0 < p < ∞. (2.4)

Pour 0 < p < 1, la condition d’inégalité triangulaire (2.48) (cf. annexe de
ce chapitre) des normes n’est pas validée, elle est remplacée par la condition
d’inégalité quasi-triangulaire

∀(x1, x2) ∈ (RM)2, ‖x1 + x2‖p
p ≤ ‖x1‖p

p + ‖x2‖p
p.

La mesure de parcimonie (2.4) constitue alors une quasi-norme. Pour p ≥ 1
par contre, les trois propriétés des normes sont vérifiées, la mesure de par-
cimonie (2.4) définit bien une norme. Dans le reste du manuscrit, nous use-
rons abusivement du même terme, norme, pour recouvrir les trois notions de
pseudo-norme, quasi-norme et norme.

Le recours à des mesures relachées de la parcimonie tient à la propriété
de convexité de certaines d’entre elles : pour p < 1, une norme `p présentera
des courbes de niveaux non-convexes (c’est également le cas pour la mesure
“idéale” en norme `0 de la parcimonie) mais pour p ≥ 1, elles seront convexes.
Or la convexité est souhaitable : elle permet la mise en oeuvre d’algorithmes
efficaces pour résoudre le problème (Pp), obtenu en substituant la norme `p à
la norme `0 dans (P0),

Pp : min
x
‖x‖p soumis à Dx = y. (2.5)

Cependant, toutes les normes `p n’apportent pas les mêmes résultats ni les
mêmes performances en terme de parcimonie. Ainsi, considérons un signal y
unidimensionnel et un dictionnaire D formé de deux atomes undimensionnels
(N = 1, M = 2). La représentation de y dans D sera le vecteur x = [x1, x2]
bidimensionnel. Une interprétation graphique du problème (Pp) est donnée
sur la figure 2.1 pour trois valeurs différentes de p : p < 1, p = 1, p > 1.
A chacune de ces catégories correspond un graphe (respectivement figures
2.1(a), (b) et (c)). Les courbes de niveaux des normes y sont représentées, ainsi
que la droite définie par y = Dx (en rouge). La solution au problème (2.5) est
le point x? = [x?

1 , x?
2 ], situé à l’intersection de la droite définie par y = Dx et

de la courbe de niveau de plus petite valeur. Elle est indiquée en bleu.
Pour p ≤ 1, la solution sera effectivement parcimonieuse (x1 = 0, x2 6= 1)

mais pour p > 1, elle sera de dimension supérieure au signal que l’on cherche
à représenter (xi 6= 0 ∀i ∈ {1, 2}).
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Figure 2.1 Illustration de la (non-)convexité des normes `p , pour (p < 1, figure (a)) p ≥ 1, figures (b) et (c)

En pratique, beaucoup de contributions proposent de remplacer la norme
`0 par la norme `1. Avantageuse de par son caractère convexe, elle présente en
outre l’intérêt d’être équivalente à la norme `0 sous certaines conditions (cf.
théorème 6, section suivante). Ce n’est pas le cas pour les normes de paramètre
p > 1, qui sont convexes mais n’encouragent pas la parcimonie. Dans la suite
de cette section, nous restreignons notre étude aux valeurs de p comprises
entre 0 et 1.

2.1.2 Equivalence et unicité des solutions de (Pp)

Plusieurs études menées ces dernières années ont permis de caractériser
les solutions admises par le problème (Pp) selon la valeur du paramètre p.
En particulier, les contributions de Donoho et Elad [28] parallèles à celles de
Gribonval et Nielsen [43] se sont penchées sur les conditions garantissant
l’unicité et l’équivalence des solutions aux problèmes (Pp), pour respective-
ment p ∈ {0, 1} et plus généralement p ∈ [0, 1]. Le théorème 6 résume leurs
résultats.

Théorème 6 Soit D un dictionnaire arbitraire dans un espace de Hilbert de dimen-
sion finie ou infinie et µ(D) , maxk 6=k′ |〈dk, dk′〉|. Si y = ∑i xidi avec

‖x‖0 <
1
2
(1 +

1
µ(D)

), (2.6)

alors x? = x est la solution unique des problèmes de minimisation (Pp), pour 0 ≤
p ≤ 1.

La grandeur µ(D) est appelée cohérence du dictionnaire D. Elle mesure la
proximité maximale entre les atomes d’un dictionnaire, sa valeur est comprise
entre 0 et 1 si les atomes de D sont normés à 1. Ainsi, si D est une base ortho-
normale, µ(D) = 0 et le théorème 6 affirme que tout vecteur x peut être re-
trouvé sans ambiguité quelle que soit sa parcimonie ; en revanche il suffit que
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deux atomes du dictionnaire soient colinéaires (identiques s’ils sont normés
à 1), pour que µ(D) = 1 et qu’aucun vecteur x ne puisse être retrouvé sans
ambiguité.

Les conséquences du théorème 6 sont très importantes : il autorise et jus-
tifie le recours à des mesures relachées de la parcimonie. En particulier, la
norme `1 permet l’utilisation de techniques de programmation linéaire pour
la résolution de (P1). C’est l’approche adoptée par Chen et al. dans [16] pour
l’algorithme de Basis Pursuit (BP).

2.1.3 Approximations parcimonieuses

L’approximation parcimonieuse autorise un écart par rapport à la
décomposition parcimonieuse. Elle repose sur les deux notions de qualité
d’approximation et de parcimonie du vecteur de décomposition. La qualité
d’approximation est en général mesurée par une erreur quadratique entre le
signal réel y et l’approximation parcimonieuse Dx : ‖y−Dx‖2

2. La parcimonie
est prise en compte selon les mesures présentées dans la sous-section 2.1.1.

Trois grands types de problèmes d’optimisation peuvent alors être
considérés.

Parcimonisation
Le premier est le pendant du problème (2.5). On souhaite trouver le vecteur
x le plus parcimonieux, i.e., contenant le moins de coefficients non nuls, sous
la contrainte que l’erreur d’approximation est inférieure à un seuil fixé ε ≥ 0.
Ce problème est formalisé de la façon suivante

PP
p : min

x
‖x‖p soumis à ‖y−Dx‖2

2 ≤ ε. (2.7)

Approximation
Inversement, on peut également rechercher le vecteur parcimonieux x qui
conduit à l’approximation parcimonieuse la plus proche de y au sens de l’er-
reur quadratique, sous la contrainte que x a une parcimonie supérieure à un
seuil fixé, i.e., la mesure de la parcimonie de x est inférieure à un certain seuil
L. Ce problème s’écrit comme suit

PA
p : min

x
‖y−Dx‖2

2 soumis à ‖x‖p ≤ L. (2.8)

Si la parcimonie de x est mesurée par la norme `0, le paramètre L correspon-
dra au nombre maximal de coefficients non nuls dans x.
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Régularisation
Enfin, le vecteur x peut être cherché comme la solution d’un compromis entre
qualité d’approximation et parcimonie. Le point de compromis est alors fixé
par un paramètre λ ≥ 0 et le problème peut être formulé de la façon suivante

PR
p : min

x
‖y−Dx‖2

2 + λ‖x‖p. (2.9)

Un facteur 1
2 est parfois ajouté en pondération de l’erreur d’approximation

‖y − Dx‖2
2 pour faciliter la dérivation d’algorithmes. On note que cette for-

malisation peut être vue comme une version Lagrangienne des problèmes de
parcimonisation et d’approximation (2.7)-(2.8).

Dans la suite de ce chapitre, nous nous focaliserons sur la recherche d’ap-
proximations parcimonieuses en remarquant que le problème (2.5) peut être
vu comme un cas particulier du problème (2.7) pour ε = 0.

2.2 Recherche d’approximations parcimonieuses

Chacune des formalisations (2.7) à (2.9) conduit à la conception d’un ou
plusieurs algorithmes différents. Dans cette section, nous passons en revue les
principaux algorithmes existants, en commençant par le cas particulier où le
dictionnaire D est une base orthonormée.

2.2.1 Cas particulier : base orthonormée

L’utilisation d’une base orthonormée (i.e., ‖dk‖2 = 1 ∀k ∈ {1, . . . , M},
〈dk, d′k〉 = 0 si k 6= k′, et N = M) comme dictionnaire d’approximation est
un cas simple permettant une résolution rapide des problèmes d’approxima-
tion (PP

0 ), (PA
0 ) et (PR

0 ) sous la contrainte “idéale” de parcimonie, p = 0.
La solution est immédiate pour les problèmes de parcimonisation et d’ap-

proximation en remarquant que

‖y−Dx‖2
2 = ‖x−DTy‖2

2 =
M

∑
i=1

(xi − dT
i y)2. (2.10)

On peut montrer que la solution x? à ces problèmes est obtenue en seuillant
les coefficients dT

i y.
Dans le cas de la parcimonisation (PP

0 ), la solution x? sera obtenue en met-
tant à zéro petit à petit, dans l’ordre croissant de leur valeur, les coefficients
du produit DTy jusqu’à ce que la contrainte ‖x?−DTy‖2

2 ≤ ε soit juste encore
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satisfaite. Dans le cas de l’approximation (PA
0 ), la solution x? sera obtenue en

ne retenant que les L plus grands coefficients du produit DTy.

La résolution du problème de régularisation (PR
0 ) est un peu moins

évidente mais se réduit là encore à une simple opération de seuillage ([96]) :

x?
i = T 0

λ (dT
i y) ,

{
dT

i y si |dT
i y| >

√
λ,

0 sinon.
(2.11)

Un résultat similaire a été obtenu par Donoho dans [27] pour la résolution
du problème de régularisation (PR

1 ). Dans le cas d’une base orthonormée, il a
montré que ce problème peut être résolu par un seuillage doux :

x?
i = T 1

λ (dT
i y) ,


dT

i y− λ/2 si dT
i y > λ/2,

0 si |dT
i y| ≤ λ/2,

dT
i y + λ/2 si dT

i y < −λ/2.

(2.12)

Le choix d’un seuillage dur ou doux (norme `0 ou norme `1) est motivé
par le contexte de calcul de l’approximation parcimonieuse. Dans le cas de
débruitage, par exemple, où l’on suppose le modèle

y = Dx + n (2.13)

avec n bruit, le paramètre λ est choisi de façon à seuiller, avec une grande
probabilité, juste au dessus de l’amplitude des coefficients de bruit ni. Un
seuillage doux permet alors de reconstruire le signal en évitant les transitions
brutales dues au bruit [68]. La figure 2.2 illustre les deux seuillages dur et doux
définis respectivement par (2.11) et (2.12).

2.2.2 Algorithmes de recherche

Le cas plus général où D est un dictionnaire redondant (M > N) peut
avoir un intérêt non négligeable dans la description de signaux complexes
comme les signaux audio ou les images. Considérons un signal y de dimen-
sion N et son approximation parcimonieuse résultant de la combinaison de
L < N atomes. Pour une parcimonie donnée (pour un L fixé), plus le dic-
tionnaire de représentation sera redondant, i.e., plus l’ensemble de sélection
des vecteurs contiendra de vecteurs différents, plus l’approximation parcimo-
nieuse aura de chance d’être proche du signal y. Réciproquement, pour une
erreur d’approximation donnée, un dictionnaire très redondant diminuera le
nombre d’atomes nécessaires pour approximer le signal y.
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√
λ

−
√
λ x

T 0
λ (x)

(a)

λ/2
−λ/2

x

T 1
λ (x)

(b)

Figure 2.2 Illustration des seuillages dur (a) et doux (b), définis respectivement par (2.11) et (2.12)

Cependant, lorsque le dictionnaire D est redondant, les problèmes
(PP

0 ), (PA
0 ) et (PR

0 ), qui utilisent la mesure “idéale” de parcimonie sont
NP-complets. On ne trouve alors dans la littérature que des algorithmes
sous-optimaux, cherchant à approcher au mieux la solution optimale.

Algorithmes de seuillage itératifs
Résolvant le problème de régularisation (PR

p ) avec p = 0 ou p = 1, les
algorithmes de seuillage itératifs sont une extension des algorithmes de
seuillage dur et doux présentés dans la sous-section précédente 2.2.1 au cas
général où D est un dictionnaire redondant quelconque.

On trouve dans la littérature différentes versions d’algorithmes de
seuillage itératifs. Les premiers travaux significatifs ont été réalisés par King-
sbury et Reeves. Dans [55], ils dérivent une méthode de seuillage itérative
permettant d’approcher la solution du problème (PR

0 ). Cependant, leur contri-
bution ne fait réellement aucune connexion avec la fonction objectif (PR

0 ). On
trouve une version plus explicite et légèrement différente de leur résultat dans
[8]. Blumensath et Davies montrent ainsi que le problème (PR

0 ) peut être résolu
par l’équation de mise à jour

x(n+1)
i = T 0

λ (x(n)
i + dT

i (y−Dx(n))), (2.14)

où T 0
λ est définie par l’équation (2.11).

Un résultat similaire peut être prouvé pour le problème (PR
1 ). Dans [24],

Daubechies et al. mettent ainsi en évidence qu’une solution peut être obtenue
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en itérant l’expression

x(n+1)
i = T 1

λ (x(n)
i + dT

i (y−Dx(n))), (2.15)

où T 1
λ est définie par l’équation (2.12). Dans la même idée, on peut également

citer les travaux de Combettes et Pesquet [18].

Algorithmes de poursuite
Les algorithmes de poursuite, ou algorithmes gloutons, cherchent à résoudre
les problèmes (PP

0 ) ou (PA
0 ). Leur procédure est itérative : à chaque itération,

un ou plusieurs (dans le cas des algorithmes stagewise, abordés en dernière
partie de ce paragraphe) atomes sont ajoutés à la décomposition selon des
considérations locales. La recherche se poursuit jusqu’à atteindre le critère
d’arrêt, qui peut être une erreur d’approximation maximale ε, ou un nombre
maximal d’atomes dans la décomposition L.

Les décisions étant prises localement à chaque itération, il n’y a aucune
garantie d’obtenir un optimum global pour un dictionnaire D quelconque.
Cependant, ces algorithmes sont en général simples et rapides, ils sont donc
très souvent utilisés.

Il existe de nombreux algorithmes de poursuite. Nous présentons les plus
populaires :

� Matching Pursuit (MP), introduit dans la communauté du traitement du
signal en 1993 par Mallat et Zhang [71],

� Orthogonal Matching Pursuit (OMP), évolution de MP proposée par Pati
et al. dans [84].

Par la suite, des variantes et extensions de ces deux algorithmes ont été
dérivées. Citons pour exemple les algorithmes Optimized Orthogonal Mat-
ching Pursuit (OOMP) [90], Complementary Matching Pursuit (CMP) [88] et
Complementary Orthogonal Matching Pursuit (COMP) [89].

La plupart des algorithmes gloutons estiment successivement le support
de la décomposition parcimonieuse et les valeurs des coefficients du vecteur
parcimonieux. Le support est défini comme un vecteur s = [s1, . . . , sM]T tel
que ∀i ∈ {1, . . . , M},

si =

{
1 si xi 6= 0,
0 sinon,

(2.18)

où x est le vecteur de décomposition parcimonieuse.
L’algorithme MP repose sur une sélection des atomes les plus corrélés avec

le signal. Son processus général est donné par l’Algorithme 1.
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Algorithme 1: Matching Pursuit

0. Initialisation : r(0) = y.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Mise à jour du support de la décomposition parcimonieuse (sélection de l’atome le plus

corrélé avec le résidu)

ŝ(n)
j =

{
1 si j = argmaxi〈r(n−1), di〉2,

ŝ(n−1)
j sinon.

(2.16)

2. Calcul du coefficient du vecteur x correspondant

x̂(n)
j =

 x̂(n−1)
j + 〈r(n−1), dj〉 si j = argmaxi〈r(n−1), di〉2,

x̂(n−1)
j sinon.

(2.17)

3. Mise à jour du résidu : r(n) = r(n−1) − 〈r(n−1), dj〉dj.

Algorithme 2: Orthogonal Matching Pursuit

0. Initialisation : r(0) = y.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Mise à jour du support de la décomposition parcimonieuse (sélection de l’atome le plus

corrélé avec le résidu)

ŝ(n)
j =

{
1 si j = argmaxi〈r(n−1), di〉2,

ŝ(n−1)
j sinon.

(2.19)

2. Calcul des coefficients du vecteur x correspondants

x̂ŝ(n) = D+
ŝ(n) y, (2.20)

où D+
ŝ(n) est la pseudo-inverse de Dŝ(n) , matrice formée des colonnes di telles que ŝ(n)

i 6= 0.

3. Mise à jour du résidu : r(n) = y−Dŝ(n) x̂ŝ(n) .

Remarquons que rien n’empêche un atome d’être sélectionné plusieurs
fois, de sorte qu’il faut parfois un nombre important d’itérations pour at-
teindre le critère d’arrêt. Cependant, l’algorithme est assuré de converger si
le signal y est contenu dans l’espace engendré par les atomes du dictionnaire
D (cf. [54]).

L’algorithme OMP réalise la même mise à jour du support que MP, mais
calcule les valeurs des coefficient non nuls du vecteur parcimonieux d’une
autre manière. Ainsi, au lieu de ne mettre à jour qu’un coefficient par itération
(à partir de la projection du résidu sur l’atome considéré), OMP réestime tous
les coefficients non nuls en projetant le signal y sur l’espace engendré par tous
les atomes sélectionnés. L’opération est réalisée par une orthogonalisation de
Gram-Schmidt. Ainsi, un atome déjà choisi ne peut l’être à nouveau et à la N-
ième itération, les N atomes sélectionnés et orthogonalisés forment une base
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orthogonale de RN capable de représenter sans erreur le signal y. OMP est
donc assuré de converger en un nombre fini d’itérations, au plus égal à la taille
du signal N. La description de l’algorithme OMP est donnée par l’Algorithme
2.

Plusieurs travaux se sont intéressés à la capacité de reconstruction des al-
gorithmes MP et OMP. Tropp [111], ainsi que Gribonval et Vandergheynst [44]
donnent des conditions pour que les algorithmes retrouvent la décomposition
exacte d’un signal y :

Théorème 7 Supposons que le signal y admet une décomposition y = ∑L
i=1 xidi

dans un dictionnaire D arbitraire. Pour I = {i|xi 6= 0}, on note ΦI l’opérateur tel
que ΦIz = ∑i∈I zidi. Si

sup
i/∈I
‖Φ+
I di‖1 < 1, (2.21)

où Φ+
I est la pseudo-inverse de ΦI , alors MP et OMP retrouvent la décomposition,

i.e., à chaque itération n, un atome “correct” dkn est choisi (kn ∈ I).

Comme nous l’avons vu, les algorithmes MP et OMP ne permettent de
sélectionner qu’un atome à chaque itération. Les algorithmes de poursuite par
étape (stagewise en anglais) remédient à cette limitation : à chaque itération,
plusieurs atomes peuvent être choisis, accélérant ainsi le processus global
d’optimisation. Parmi les plus connus, on trouve l’algorithme Stagewise OMP
(StOMP) [30], l’algorithme Subspace Pursuit (SP) [22], similaire à l’algorithme
Compressive Sampling Matching Pursuit (CoSaMP) [80] ou encore l’algo-
rithme d’analyse en composantes morphologiques (MCA pour Morphologi-
cal Component Analysis en anglais) [9]. Nous détaillons ici les algorithmes
StOMP et CoSaMP/SP.

L’algorithme StOMP peut être vu comme une variante de l’algorithme
OMP décrit dans le paragraphe précédent. Le calcul des coefficients du vec-
teur parcimonieux est identique, mais le choix des atomes ajoutés au support
de la décomposition parcimonieuse à chaque itération n est réalisé par un
seuillage de paramètre T(n) sur le produit au carré 〈r(n−1), di〉2. Donoho et
al. proposent dans [30] deux approches différentes pour fixer la valeur du
paramètre T(n) à chaque itération. L’Algorithme 3 présente les principales
opérations de StOMP.

L’algorithme CoSaMP/SP résoud exclusivement le problème (PA
0 ), mais

offre un degré de liberté supplémentaire pour la résolution : la désélection
d’atomes. Pour cela, CoSaMP/SP s’appuie sur la connaissance du nombre de
coefficients non nuls autorisés, L. Son principe est décrit dans l’Algorithme 4.
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Algorithme 3: Stagewise Orthogonal Matching Pursuit

0. Initialisation : r(0) = y.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Mise à jour du support de la décomposition parcimonieuse

ŝ(n)
j =

{
1 si 〈r(n−1), dj〉2 > T(n),

ŝ(n−1)
j sinon.

(2.22)

2. Calcul des coefficients du vecteur x correspondants

x̂ŝ(n) = D+
ŝ(n) y, (2.23)

où D+
ŝ(n) est la pseudo-inverse de Dŝ(n) , matrice formée des colonnes di telles que ŝ(n)

i 6= 0.

3. Mise à jour du résidu : r(n) = y−Dŝ(n) x̂ŝ(n) .

Les deux algorithmes CoSaMP et SP se distinguent par le choix du pa-
ramètre P. Dans SP, il est fixé à L, le nombre de coefficients non nuls autorisé.
Dans CoSaMP, il est égal à 2L.

Algorithmes d’optimisation convexe
Les algorithmes d’optimisation convexe s’intéressent au problème d’optimisa-
tion (PR

1 ). On trouve parmi eux les algorithmes basés sur une programmation
quadratique comme les algorithmes Basis Pursuit Denoising (BPD) [16]
et Global Matched Filter (GMF) [40]. Nous ne les détaillons pas ici, mais
quelques résultats importants méritent d’être mentionnés au regard des
algorithmes précédents.

De nombreuses simulations numériques tendent à montrer ([16]) que si
le signal y a une décomposition très parcimonieuse dans un dictionnaire D
bien structuré, la décomposition parcimonieuse est parfaitement retrouvée
par les algorithmes BPD et GMF. Cette observation a donné lieu à une série
de résultats théoriques sur des dictionnaires différents (cf. par exemple [43],
[111]). Un des résultats les plus généraux est celui obtenu par Fuchs dans [39].

Théorème 8 Supposons que le signal y admet une décomposition y = ∑L
i=1 xidi

dans un dictionnaire D arbitraire. Pour I = {i|xi 6= 0}, on note ΦI l’opérateur tel
que ΦIz = ∑i∈I zidi. Si λ est suffisamment petit et

|〈(Φ+
I )∗sign(x), di〉| < 1, ∀i /∈ I , (2.28)

où Φ+
I est la pseudo-inverse de ΦI et (Φ+

I )∗ est l’adjoint de Φ+
I , alors la résolution

du problème (PR
1 ) conduit à la “bonne” décomposition : chaque coefficient non nul de

x?, solution du problème (PR
1 ), correspond à un indice i ∈ I .

Les algorithmes d’optimisation convexe présentent en général de bonnes
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Algorithme 4: Subspace Pursuit/Compressive Sampling Matching Pursuit

0. Initialisation : r(0) = y et ŝ(0) = y.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Sélection des P atomes les plus corrélés avec le résidu

Soit I = {i ∈ {1, . . . , M}|ŝ(n−1)
i = 1}.

s̃(n) = argmax
s

∑
i

si〈r(n−1), di〉2 soumis à ‖s‖0 = P et ∀i ∈ I , si = 1, (2.24)

2. Calcul des coefficients du vecteur x correspondants

x̃s̃(n) = D+
s̃(n) y, (2.25)

où D+
s̃(n) est la pseudo-inverse de Ds̃(n) , matrice formée des colonnes di telles que s̃(n)

i 6= 0.

3. Sélection des L atomes correspondant aux L coefficients de x̃ les plus grands

ŝ(n) = argmax
s

∑
i

si |x̃(n)
j | soumis à ‖s‖0 = L, (2.26)

4. Mise à jour du vecteur x

x̂(n) = x̃ŝ(n) , (2.27)

5. Mise à jour du résidu : r(n) = y−Dŝ(n) x̂ŝ(n) .

performances en terme de qualité d’approximation vs parcimonie de la
décomposition, au regard des algorithmes gloutons. Mais c’est au prix d’une
complexité plus élevée. Ainsi, tandis que MP et OMP admettent respective-
ment une complexité O(M) et O(L3 + M) par itération, GMF nécessite près
de N3 opérations.

Algorithmes Bayésiens
Plus récemment, de nouvelles approches se plaçant dans un cadre Bayésien
ont été proposées. Ces approches supposent en général le modèle suivant :

y = Dx + n, (2.29)

où n est un bruit blanc gaussien de variance σ2
n .

On trouve dans la littérature différentes distributions de probabilité a
priori sur le vecteur aléatoire X à réalisations x ∈ RM (dans la suite, nous
assimilerons variable aléatoire et réalisation lorsque le contexte est univoque).
La plus intuitive est la distribution Laplacienne, qui permet une interprétation
probabiliste de la mesure en norme `1 de la parcimonie ([6]). Pour chaque
composante xi du vecteur x,

p(xi) ∝ exp(−λ|xi|), (2.30)

où ∝ signifie “proportionnel à”.
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Etant donnés le signal y et le dictionnaire D, on montre que le problème
(PR

1 ) correspond à un problème d’estimation au Maximum A Posteriori
(MAP) sur x utilisant la distribution a priori (2.30)

x?
MAP = argmax

x
log p(x|y, D), (2.31)

= argmax
x

log p(y, x, D),

= argmax
x

log p(y|x, D)p(x),

= argmin
x

1
2σ2

n
‖y−Dx‖2

2 + λ‖x‖1.

Cette interprétation Bayésienne du problème (PR
1 ) comme un problème d’es-

timation MAP ouvre des perspectives d’analyse intéressantes. Ainsi, comme
nous l’avons mentionné ci-dessus, d’autres distributions a priori sur x peuvent
être envisagées, possiblement plus complexes. On peut également considérer
d’autres approches d’estimation, en particulier, la minimisation de l’erreur
quadratique moyenne (MMSE pour Minimum Mean Square Error en anglais) :

x?
MMSE =

∫
x

x p(x|y, D)dx. (2.32)

Cette estimation nécessite en général l’évaluation de la probabilité a posteriori
p(x|y, D). Ce n’est pas le cas de l’estimation MAP qui peut s’évaluer à partir
de la distribution de la probabilité jointe p(y, x, D) (cf. équation (2.31)), en
général plus simple à calculer. Enfin, le cadre Bayésien permet le recours à des
méthodes probabilistes pour résoudre les problèmes d’estimation MAP (2.31)
et MMSE (2.32).

Nous présentons ici quelques méthodes Bayésiennes proposées dans la
littérature.

Dans [121], Zayyani et al. considèrent une approche MAP basée sur un
modèle Bernoulli-Gaussien. Les auteurs introduisent une factorisation des xi

telle que xi = qisi, ∀i ∈ {1, . . . , M}, et supposent que les variables qi suivent
des lois Gaussiennes de variance σ2

q et de moyenne nulle et les composantes
si sont des variables de Bernoulli. La distribution de probabilités de y, vecteur
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d’observation, dépend alors du modèle a priori tel que ∀i ∈ {1, . . . , M}

p(xi) =
∫

qi
∑
si

p(xi, qi, si)dqi, (2.33)

=
∫

qi
∑
si

p(xi|qi, si)p(qi)p(si)dqi,

=
∫

qi

δ0(xi)p(qi)p(si = 0)dqi +
∫

qi

δqi (xi)p(qi)p(si = 1)dqi,

= p(si = 0)δ0(xi) + p(si = 1)pQi (xi),

= p(si = 0)δ0(xi) + p(si = 1)N (0, σ2
q ).

La notation pQi (xi) est utilisée ici pour différencier la variable aléatoire Qi

de sa réalisation xi. Un algorithme itératif est ensuite proposé estimant suc-
cessivement les variables q = [q1, . . . , qM]T et s = [s1, . . . , sM]T au sens du
maximum a posteriori. L’estimation de q pour s fixé est relativement aisée
du fait de la Gaussianité de q. En revanche, l’estimation de s pour q fixé est
plus subtile. Les auteurs ont recours à une méthode du gradient. Pour cela, ils
“convertissent” chaque variable aléatoire discrète si en une variable continue
via un mélange de Gaussiennes centrées en 0 et 1 de faibles variances σ2

0 et σ2
1 :

p(si) = pN (0, σ2
0 ) + (1− p)N (0, σ2

1 ), (2.34)

où p est un paramètre compris entre 0 et 1 pondérant le mélange. En terme de
complexité, leur approche est beaucoup plus coûteuse que les algorithmes de
poursuite ou d’optimisation convexe, cependant elle atteint des performances
relativement bonnes en termes de PSNR vs parcimonie. Cette même distribu-
tion a priori (2.33) est utilisée dans d’autres articles signés des mêmes auteurs
([119, 120]). On la retrouve également dans un rapport technique de Soussen et
al. [103], s’appuyant sur l’algorithme Single Most Likely Replacement (SMLR).
Cet algorithme fut introduit en 1982 par Kormylo et Mendel [56, 77] pour la
déconvolution d’un signal issu d’un processus Bernoulli-Gaussien. Son ap-
proche repose sur la maximisation de fonctions de vraisemblance de la forme
S(s|y) (estimation MAP marginalisée) ou S(q, s|y) (estimation MAP jointe).
Nous reviendrons sur ce modèle Bernoulli-Gaussien en particulier dans le
chapitre 5 pour le développement de nouveaux algorithmes de recherche.

Un modèle Bernoulli-Gaussien différent est envisagé dans une estimation
MMSE par Baron et al. ([4]). Chaque composante xi est décrite selon une dis-
tribution Gaussienne dépendant d’une variable de Bernoulli si, résultant en
un mélange de Gausiennes :

p(xi) = p(si = 0)N (0, σ2(si = 0)) + p(si = 1)N (0, σ2(si = 1)), (2.35)
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Les auteurs utilisent un algorithme de propagation de croyance pour estimer
les distributions marginales a posteriori p(xi|y, D). Cette technique repose sur
des graphes factoriels qui permettent un calcul rapide des marginales en ex-
ploitant la factorisation de la distribution de probabilités jointe (ici, p(x|y, D)).
Dans [4], les auteurs montrent que, particularisé au modèle (2.35), l’algorithme
qui en résulte a une complexité O(M log2(M)), ce qui reste compétitif au re-
gard des algorithmes de poursuite ou d’optimisation convexe.

He et Carin considèrent dans [49] le cas limite σ2(si = 0) → 0 ∀i ∈
{1, . . . , M}. Le modèle sur x (2.35) évolue alors en un mélange de deux distri-
butions différentes :

p(xi) = p(si = 0)δ0(xi) + p(si = 1)N (0, σ2(si = 1)), (2.36)

l’une de Dirac (δ0), l’autre Gaussienne (N (0, σ2(si = 1))) de moyenne nulle et
de variance σ2(si = 1) (remarquons que nous retombons alors sur une distri-
bution de probabilités similaire à (2.33)). He et Carin supposent en outre que
les variables σ2(si = 1) et pi sont aléatoires et suivent respectivement une loi
Inverse-Gamma et une loi Beta. Une méthode MCMC (pour Monte Carlo Mar-
kov Chain en anglais, cf. [11]) est ensuite utilisée pour estimer la distribution
a posteriori p(x|y, D).

Enfin, on trouve dans la littérature le modèle suivant : pour chaque com-
posante xi,

p(xi|σ2
i ) = N (0, σ2

i ), (2.37)

où σ2
i est inconnu, ∀i ∈ {1, . . . , M}. C’est le modèle considéré dans l’algo-

rithme Sparse Bayesian Learning (SBL) introduit par Tipping dans [108]. Sup-
posant le vecteur de variances σ2 = [σ2

1 , . . . , σ2
M]T connu, la distribution a

posteriori de x peut être exprimée analytiquement comme une distribution
Gaussienne de moyenne µ et de variance Σ :

p(x|y, σ2) =
p(x, y|σ2)∫
p(x, y|σ2) dx

,

= N (µ, Σ), (2.38)

avec

µ = σ−2
n ΣDTy, (2.39)

Σ = (σ−2
n DTD + A)−1, (2.40)

où A = diag(σ−2
1 , . . . , σ−2

M ). Il s’agit alors d’estimer les variances σ2
i . Pour ce

faire, SBL réalise une estimation au Maximum de Vraisemblance (ML pour
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Maximum of Likelihood) de type II (ou maximisation d’évidence), i.e., une
maximisation de la vraisemblance marginale p(y|σ2) ([5][66]). En raison de
l’inversion matricielle (2.40), la complexité de l’algorithme est assez élevée,
O(N3) (cf. lemme d’inversion matricielle [115]). Ce défaut a motivé la concep-
tion d’un SBL rapide ([109]), de complexité inférieure,O(MN2). Notons enfin
que SBL a été dérivé à l’origine pour résoudre des problèmes de régression.
Lorsque D est carré et constitué de fonctions noyaux définies positives, on ob-
tient le Relevance Vector Machine (RVM), concurrent Bayésien du Support
Vector Machine (SVM) présentant de nombreux avantages [38]. Nous ren-
voyons le lecteur à la thèse de Wipf [113] pour une analyse détaillée de SBL et
des algorithmes Bayésiens basés sur des estimations MAP.

2.3 Dictionnaires

Comme nous l’avons vu, la ”qualité” de la décomposition parcimonieuse,
en terme de parcimonie et d’approximation, dépend de l’algorithme de
décomposition parcimonieuse utilisé. Elle est également liée au dictionnaire
dans lequel est réalisée la décomposition. Plus le dictionnaire est adapté
aux caractéristiques du signal et favorise la parcimonie de la décomposition,
“meilleure” est la décomposition parcimonieuse. La définition de diction-
naires constitue donc un enjeu important et fait l’objet d’un grand nombre
de contributions.

2.3.1 Introduction à l’apprentissage de dictionnaires

Deux types de dictionnaires peuvent être différenciés :

� les dictionnaires constitués d’un ensemble prédéfini de fonctions,

� les dictionnaires appris sur un ensemble de signaux.

Les dictionnaires prédéfinis présentent l’avantage d’être simples d’utilisa-
tion. Mais leur ”succès” dépend de leur bonne adaptation à une description
parcimonieuse des signaux considérés. Ainsi, un dictionnaire bien adapté à
des signaux images texturés ne favorisera vraisemblablement pas une bonne
décomposition parcimonieuse de signaux images homogènes ou contenant
des contours.

L’apprentissage permet de définir un dictionnaire propre à un type de si-
gnaux donnés (constituant l’ensemble d’entrainement du dictionnaire) sous
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des critères que l’on peut contrôler. Particularisé aux décompositions parcimo-
nieuses, le problème peut se formaliser de la façon suivante. Etant donné un
ensemble d’entrainement {yj}K

j=1, on recherche le dictionnaire D? qui conduit
au meilleur compromis distorsion-parcimonie :

D? = arg min
D

{
∑

j
min

xj
‖yj −Dxj‖2

2 + λ‖xj‖0

}
,

où xj est le vecteur de décomposition parcimonieuse du signal yj dans le dic-
tionnaire D.

Les approches d’apprentissage de dictionnaires adaptés aux
décompositions parcimonieuses proposées jusqu’ici présentent toutes un
processus itératif en deux étapes :

� pour un dictionnaire donné, recherche de la décomposition parcimo-
nieuse pour chaque signal de l’ensemble d’entrainement,

� pour des décompositions parcimonieuses données, recherche du diction-
naire.

Leurs différences reposent sur les méthodes utilisées pour estimer successive-
ment les vecteurs parcimonieux et le dictionnaire.

2.3.2 Algorithmes d’apprentissage

On trouve dans la littérature de nombreuses méthodes d’apprentissage
de dictionnaires adaptés aux représentations parcimonieuses. Nous en
présentons ici quelques unes, parmi les plus populaires.

Approches Bayésiennes
Les approches Bayésiennes traitent le problème d’optimisation de diction-
naire dans un cadre probabiliste. Chaque signal d’entrainement yj est vu
comme une combinaison bruitée d’atomes choisis dans un dictionnaires D,

yj = Dxj + n, (2.41)

où n est un bruit blanc gaussien.
Deux approches peuvent alors être envisagées.
La première considère le problème d’estimation au Maximum de Vraisem-

blance (ML pour Maximum of Likelihood en anglais) suivant :

D? = argmax
D

K

∑
j=1

log p(yj|D), (2.42)
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où

p(yj|D) =
∫
RM

p(yj, xj|D)dxj =
∫
RM

p(yj|xj, D)p(xj)dxj. (2.43)

Plusieurs distributions de probabilité différentes sont proposées dans la
littérature. On trouve ainsi des distributions de Cauchy et de Laplace ([81] et
[63]), censées favoriser la parcimonie (la distribution de Laplace correspond à
la mesure en norme `1).

La marginalisation (2.43) est très complexe à résoudre. Olshausen et Field
proposent dans [81] de la remplacer par une maximisation :

D? = argmax
D

K

∑
j=1

max
xj

log p(yj, xj|D). (2.44)

Une méthode du gradient est ensuite utilisée pour estimer les vecteurs parci-
monieux xj d’une part et le dictionnaire D d’autre part. Cette solution tendant
à augmenter les valeurs des atomes du dictionnaire, les auteurs proposent de
contraindre la norme `2 des atomes.

Confrontés à la même marginale (2.43), Lewicki et Sejnowski ([63]) choi-
sissent d’approximer la distribution de probabilité p(yj|D) plutôt que de
maximiser sur les variables xj. Ils ont recours pour cela à une approximation
de Laplace qui approche une distribution de probabilité complexe par une
Gaussienne. Cette technique permet de résoudre analytiquement l’intégration
(2.43) et ainsi de prendre en compte les incertitudes sur la distribution de
probabilité des xj. Elle présente de plus l’avantage d’éviter la définition de
contraintes sur les normes des atomes du dictionnaire. Une simple méthode
du gradient peut alors être utilisée pour l’estimation du dictionnaire, sans
autre considération.

La deuxième approche proposée dans la littérature considère le problème
d’estimation au Maximum A Posteriori (MAP) suivant :

(D?, {x?
j }) = argmax

D

K

∑
j=1

log p(yj, xj, D). (2.45)

C’est l’approche adoptée par Murray et Kreutz-Delgado dans [79] et Kreutz-
Delgado et Rao dans [58]. Une méthode du gradient est utilisée pour estimer
le dictionnaire. Confrontés au même problème d’augmentation des valeurs
des atomes que Olshausen et Field, les auteurs choisissent une distribu-
tion a priori qui contraint le dictionnaire à avoir une norme de Frobenius
unitaire. Mais l’apport fondamental de leur contribution est l’utilisation de
l’algorithme de recherche FOCUSS pour réaliser l’étape d’estimation des
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vecteurs parcimonieux. Ce choix améliore les performances de l’algorithme
d’apprentissage au regard des autres algorithmes Bayésiens précédents.

Méthode des directions optimales (MOD)
La méthode des directions optimales (MOD pour Method of Optimal Direc-
tions en anglais), introduite par Engan et al. dans [35], s’inspire explicitement
de l’algorithme de Lloyd-Max utilisé pour l’apprentissage de dictionnaires
de quantification ([41]). L’étape d’estimation des vecteurs parcimonieux
est réalisée, comme dans l’algorithme proposé par Kreutz-Delgado et Rao,
par un algorithme de recherche (cette fois-ci cependant, OMP est préféré à
une norme `1). L’étape d’estimation du dictionnaire constitue la principale
contribution de la méthode MOD et réside dans la minimisation de l’erreur
d’approximation totale ‖Y−DX‖2

F, où Y = [yT
1 , . . . , yT

K]T et X = [xT
1 , . . . , xT

K]T .
Cette approche conduit à de bonnes performances au regard des algorithmes
proposés jusqu’ici. Notons que dans cette méthode comme dans celle de Ol-
shausen et Field, une normalisation des atomes du dictionnaire est nécessaire.

Algorithme K-SVD
Proposée par Aharon et al. dans [1], cette méthode s’appuie sur une
décomposition en valeurs singulières (SVD pour Singular Value Decom-
position en anglais) pour estimer le dictionnaire D. Après une estimation
de vecteurs parcimonieux par un algorithme de recherche de type OMP,
les atomes du dictionnaire sont mis à jour successivement. L’algorithme
procède de la façon suivante. La contribution de l’atome considéré, noté
dk, dans la description des signaux est évaluée par une matrice d’erreur de
représentation correspondant à la différence entre les signaux yj “utilisant”
l’atome dk et leurs approximations parcimonieuses “tronquées”(i.e., dans
lesquelles on a retiré l’atome dk). Les vecteurs obtenus forment une matrice
dont on calcule ensuite la SVD. L’atome dk peut alors être estimé par le
premier vecteur propre ainsi calculé. L’algorithme K-SVD présente de très
bonnes performances en considération des autres algorithmes de la littérature.

Apprentissage de dictionnaires structurés : l’union de bases
Dans le cadre du codage par transformation, l’utilisation de dictionnaires
redondants peut avoir des répercussions importantes sur le coût de co-
dage des indices des atomes choisis pour la décomposition parcimonieuse
(nous y reviendrons dans le chapitre 3). Une façon de réduire ce coût est
d’introduire de la structure dans le dictionnaire, ce peut être simplement
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réalisé en considérant un ensemble de dictionnaires, voire de bases. Plusieurs
contributions se sont intéressées à l’apprentissage d’unions de bases. Nous
en présentons ici deux qui proposent des approches différentes quoique
basées sur les mêmes techniques : l’une optimise une union de bases dans son
ensemble, tandis que l’autre considère chaque base séparément.

Une première méthode a été introduite par Lesage et al. dans [62]. Basé sur
une SVD comme l’algorithme de Aharon et al., l’algorithme en propose cepen-
dant une autre utilisation. Il procède ainsi en estimant les atomes de chaque
base en même temps et non successivement comme dans l’algorithme K-SVD.
Les vecteurs parcimonieux sont également estimés de façon différente, via
la méthode BCR (pour Block Coordinate Relaxation) décrite dans [94]. Cette
méthode permet d’étendre le seuillage doux présenté dans la sous-section
2.2.1 à l’union de bases orthonormées.

Un autre algorithme a été proposé par Sezer et al. dans [96]. Au lieu de
considérer le dictionnaire dans son ensemble, les auteurs partent ici de l’hy-
pothèse que chaque signal admet une décomposition parcimonieuse dans une
unique base. L’algorithme présente donc une étape supplémentaire de clas-
sification, où chaque signal est classé en fonction de la base qui minimise
l’erreur d’approximation, résultant en plusieurs “sous-ensembles d’entraine-
ment”. L’algorithme poursuit ensuite de façon classique en estimant successi-
vement les vecteurs parcimonieux et les bases sur les sous-ensembles corres-
pondants. Les vecteurs parcimonieux sont calculés par un seuillage dur (cf.
(2.11)). Les bases sont mises en jour par une méthode basée sur une SVD si-
milaire à celle utilisée par Lesage et al. Cet algorithme fera l’objet d’une étude
plus approfondie dans la section 3.4 du chapitre 3.

2.4 Annexe : définition et propriétés des normes

On appelle norme sur un espace vectoriel E de K = R ou C toute applica-
tion G de E vers R+ vérifiant les propriétés suivantes :

� Positivité :

∀x ∈ E \ {0}, G(x) > 0, (2.46)

� Homogénéité :

∀x ∈ E, ∀λ ∈ K, G(λx) = |λ|G(x), (2.47)
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� Inégalité triangulaire :

∀(x1, x2) ∈ (E)2, G(x1 + x2) ≤ G(x1) + G(x2). (2.48)



Transformations

adaptatives 3
Dans ce chapitre, nous étudions un schéma de compression par transfor-

mation reposant sur des dictionnaires structurés.
Les deux premières sections motivent et explicitent l’approche proposée,

tandis que dans les suivantes, nous en exposons des implémentations pra-
tiques.

Ainsi, plusieurs contributions de cette thèse sont ici exposées : extension
des DCT directionnelles proposées par Zeng et Fu [122] à des supports rec-
tangulaires, étude et amélioration d’un algorithme d’apprentissage favori-
sant la parcimonie des décompositions, introduit par Sezer et al. [96], et enfin
élaboration d’un nouvel algorithme d’apprentissage de bases. Chacune de ces
contributions a fait l’objet d’un article de conférence [C][F][D].

3.1 Codage par transformation et parcimonie

Cette section formalise et justifie le schéma de compression proposé. Nous
étudions ainsi les expressions des débit et distorsion dans la compression par
transformation “classique” avant d’envisager l’utilisation d’un dictionnaire
redondant en terme de coût de codage.

3.1.1 Considérations débit-distorsion

Soit y ∈ RN une image vectorisée que l’on cherche à compresser.
Par la transformation, y est décomposé dans une base orthonormée D =
[d1, . . . , dN ] de la façon suivante :

y =
N

∑
k=1

xkdk. (3.1)

57
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Les coefficients de transformation xk sont ensuite quantifiés. Considérant
un quantificateur scalaire q, le signal y est alors approximé par ŷ tel que

ŷ =
N

∑
k=1

q(xk)dk, (3.2)

où q(xk) est possiblement nul pour k ∈ {1, . . . , N}. Rappelons que pour
x = [x1, . . . , xN ]T et q quantificateur scalaire, on utilise les notations
q(x) , [q(x1), . . . , q(xN)]T .

Limite de validité de l’hypothèse de haute résolution
Considérant la décomposition d’une image sur une base d’ondelettes, on
peut montrer de façon empirique que les histogrammes des coefficients
d’ondelettes sont fortement “piqués” et peuvent être modélisés dans une
première approximation par des distributions Laplaciennes. Cette obser-
vation est illustrée dans la figure 3.1 par l’histogramme des coefficients de
décomposition de l’image “Lena” sur une base d’ondelettes orthogonales,
emprunté à Mallat [68].

xk

Figure 3.1 Histogramme normalisé des coefficients d’ondelettes pour la décomposition de l’image “Lena”

Cette caractéristique est montrée également pour des bases DCT appliquées
sur des blocs d’image [69]. Elle est généralement admise.

Dans ces conditions, la densité de probabilité de la variable aléatoire X
correspondant aux réalisations xk est très mal approximée par une constante
dans la zone proche de 0. L’hypothèse de quantificateur de haute résolution
n’est pas vérifiée à bas débits (i.e., pour des grands pas de quantification),
on ne peut donc pas utiliser la formulation (1.32) (sous-section 1.2.3 chapitre
1) pour exprimer la distorsion en fonction du débit. Le paragraphe suivant
étudie et établit le lien entre distorsion et débit dans ce cas.

Etude débit-distorsion
Le débit binaire associé à la compression dépend de la base D et du
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quantificateur q utilisés. On le note R(D, q). R(D, q) est composé de deux
termes :

� Rv(D, q), le nombre de bits nécessaires à la transmission des valeurs
quantifiées non nulles,

� Ri(D, q), le coût de codage des indices des coefficients quantifiés non
nuls.

Mallat montre dans [68] que le nombre de bits Rv(D, q) obtenu par un codage
entropique à longueur variable est proportionnel au nombre de coefficients
non nuls de q(x), noté ‖q(x)‖0 = L,

Rv(D, q) ∝ L. (3.3)

Le débit binaire Ri(D, q) est constitué du coût de codage du nombre de coef-
ficients non nuls et du nombre de bits nécessaires pour spécifier le choix de la
combinaison de ‖q(x)‖0 = L vecteurs parmi N. Pour un codage à longueur
fixe, on obtient

Ri(D, q) = log2 N + log2 CL
N ∼ L(1 + log2

N
L

). (3.4)

Le coût de codage total est alors tel que

R(D, q) = Rv(D, q) + Ri(D, q) ∼ L(2 + log2
N
L

). (3.5)

Si L � N, le coût de codage des indices des coefficients non nuls domine le
débit binaire total, R(D, q) ∼ L log2

N
L .

Par ailleurs, la distorsion obtenue entre le signal y et son approximation ŷ
est explicitée par

D(D, q) , ‖y− ŷ‖2
2, (3.6)

= ‖x− q(x)‖2
2,

=
N

∑
k=1
|xk − q(xk)|2,

= ∑
k/∈I
|xk|2 + ∑

k∈I
|xk − q(xk)|2,

où I est l’ensemble des indices des coefficients non nuls de q(x). Restreignant
notre étude aux quantificateurs scalaires uniformes (avec éventuellement une
zone morte), l’erreur de quantification sur les coefficients xk non quantifiés à
0 est comprise entre 0 et ∆

2 , où ∆ est le pas de quantification. Ainsi,

∑
k/∈I
|xk|2 ≤ D(D, q) ≤ ∑

k/∈I
|xk|2 + L

∆2

4
. (3.7)
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Le terme ∑k/∈I |xk|2 constitue l’erreur d’approximation non linéaire, résultant
de la parcimonie de q(x).

Pour introduire le théorème 9 explicitant la distorsion en fonction du débit,
nous adoptons les notations suivantes. Les coefficients xk sont classés dans
l’ordre décroissant de leur valeur absolue ; on les note

|xik | ≥ |xik+1
| ∀k ∈ {1, . . . , N − 1}. (3.8)

On écrit alors |xik | ∼ C k−s s’il existe deux constantes A, B > 0 indépendantes
de C, k et N telles que

A C k−s ≤ |xik | ≤ B C k−s. (3.9)

Dans [69], Mallat et Falzon prouvent le résultat ci-dessous.

Théorème 9 Soit q un quantificateur scalaire uniforme. Il existe un code à longueur
variable tel que ∀s > 1

2 et c > 0, si |xik | ∼ C k−s alors

D(D, q) ∼ C2R(D, q)1−2s
(

1 + log2
N

R(D, q)

)2s−1
pour R(D, q) ≤ N (3.10)

La condition R(D, q) ≤ N impose que l’on se trouve à bas débits, i.e., à moins
de 1 bit par pixel (abrégé en bpp). On voit alors que pour de tels débits, la
distorsion est proportionnelle à R(D, q)1−2s au lieu de 2−2R(D,q) à hauts débits
(cf. équation (1.32) sous-section 1.2.3 chapitre 1).

Quantificateur optimal
Puisque l’hypothèse de haute résolution n’est plus valide, un quantificateur
scalaire uniforme ne minimise pas la fonction débit-distorsion. Reprenons
les histogrammes des coefficients de transformation (figure 3.1). Comme
nous l’avons mentionné, ces histogrammes peuvent être approximés par des
distributions Laplaciennes. Or, pour celles-ci, on peut montrer [83] que le
quantificateur optimal qui minimise la distorsion sous contrainte de débit
avec un codage entropique est uniforme de pas de quantification ∆ avec un
intervalle de quantification autour de 0 défini par [−∆, ∆], i.e., deux fois plus
large que les autres intervalles de quantification. Notons que la modification
de l’intervalle de quantification autour de 0 n’affecte pas la validité du
théorème 9.

Pour une base donnée D, on peut alors chercher à caractériser le pas de
quantification optimal au sens débit-distorsion i.e., à caractériser q∆? , quantifi-
cateur scalaire uniforme de pas de quantification ∆? et de zone morte T = 2∆?,
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tel que

q∆? = argmin
q∆

D(D, q∆) soumis à R(D, q∆) ≤ Rc, (3.11)

où Rc est un débit cible spécifié comme contrainte sur le débit R(D, q∆) ;
D(D, q∆) et R(D, q∆) sont définis respectivement par (3.6) et (3.5). Comme
on le montrera par la suite (cf. sous-sections 3.4.2 et 3.5.3), l’expression (2 +
log2

N
‖q(x)‖0

) dans (3.5) peut être approximée par une constante γ, dépendant
de la base D et du schéma de compression utilisé, de sorte que

R(D, q∆) ∼ γ‖q∆(x)‖0. (3.12)

Nous avons vu dans la section 1.5 du chapitre 1 que l’on peut exprimer,
sous certaines conditions, ce problème dans une forme Lagrangienne non
contrainte. Ainsi,

q∆?(µ) = argmin
q∆

D(D, q∆) + µR(D, q∆), (3.13)

où µ, multiplicateur Lagrangien, est lié implicitement à Rc et définit le point
de fonctionnement. Soit, en remplaçant par les expressions de D(D, q∆) et
R(D, q∆),

q∆?(µ) = argmin
q∆

‖x− q∆(x)‖2
2 + µγ‖q∆(x)‖0. (3.14)

On montre alors (cf. annexe 3.8.1 à la fin de ce chapitre) que le pas de quanti-
fication optimal, noté ∆?(µ) est lié à µ par la relation

∆?(µ) =

√
4γµ

3
. (3.15)

3.1.2 Redondance et coût de codage

L’approche parcimonieuse se propose de remplacer la base orthonormée
utilisée de façon classique dans le codage par transformation par un diction-
naire potentiellement redondant, noté D, de M colonnes dk ∈ RN . Des contri-
butions se sont intéressées à cette approche. Citons pour exemples les travaux
de Figueras i Ventura et al. [53] et Peotta et al. [86].

On formalise l’approche de la façon suivante. Si le dictionnaire est de rang
plein (ce que nous supposerons à chaque fois qu’il s’agira de dictionnaire re-
dondant), tout signal y est parfaitement représenté mais pas de façon unique.
On cherche la représentation la plus parcimonieuse,

y = ∑
k∈J

xkdk, (3.16)
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où J décrit l’ensemble des indices des vecteurs utilisés pour décrire y, avec
|J | ≤ N.

Nous avons évoqué dans le chapitre précédent l’intérêt intuitif de l’utili-
sation d’un dictionnaire redondant plutôt qu’une base dans l’approximation
parcimonieuse : plus le dictionnaire de décomposition est redondant, plus le
signal dont on cherche une approximation a de chances d’être bien décrit par
un petit nombre de vecteurs du dictionnaire. Transposée au codage par trans-
formation, la redondance permettrait donc, pour une parcimonie donnée, de
diminuer la distorsion, ou inversement de concentrer davantage l’énergie
du signal en un petit nombre de coefficients. Cependant, cet avantage est à
mettre en regard du coût de codage de la combinaison des vecteurs, i.e., de la
spécification des vecteurs et des coefficients de pondération correspondants
utilisés pour décrire le signal.

Après transformation, les coefficients du vecteur parcimonieux sont quan-
tifiés puis codés. On suppose un quantificateur scalaire q,

y = ∑
k∈I

q(xk)dk, (3.17)

où I est l’ensemble des indices des coefficients non nuls de q(x) ∈ RM,
avec |I| = L. Notons que la parcimonie de q(x) dans (3.17) dérive du quan-
tificateur qui peut être éventuellement à zone morte, mais également de la
décomposition parcimonieuse de y dans D, donc des algorithmes et du dic-
tionnaire utilisés (cf. section 2.2 chapitre 2).

Le calcul du coût de codage total RR(D, q) est similaire à celui attaché au
codage par transformation “classique” (3.5). Il est constitué de la même façon
de deux termes, correspondant au nombre de bits nécessaires pour coder les
valeurs et les indices des coefficients non nuls de q(x). Cependant, tandis que
le premier reste proportionnel à ‖q(x)‖0 = L, le deuxième est sensiblement
modifié :

Ri(D, q) = log2 M + log2 CL
M ∼ L(1 + log2

M
L

). (3.18)

Le coût de codage total est donc, dans le cas d’un dictionnaire redondant,

RR(D, q) = Rv(D, q) + Ri(D, q) (3.19)

∼ L(2 + log2
M
L

) ≥ L(2 + log2
N
L

).

Ainsi, si la redondance peut être intéressante du point de vue de l’approxi-
mation du signal y, son coût - et en particulier le coût de codage du support
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de l’approximation de y (i.e., les indices de coefficients non nuls de q(x)) - peut
être rédhibitoire. Une façon de réduire le coût de codage du support de l’ap-
proximation de y sans se priver d’une bonne description est d’introduire de la
structure dans le dictionnaire.

3.2 Structuration du dictionnaire

Dans cette section, nous proposons une structuration de dictionnaire
simple basée sur un ensemble de bases locales concaténées en bintree. La
première sous-section rappelle quelques contributions de la littérature allant
dans ce sens. La deuxième justifie en terme de coût de codage l’utilisation d’un
ensemble de bases plutôt qu’un dictionnaire redondant de mêmes dimensions
dans le schéma de compression par transformation. Enfin, dans la dernière
sous-section, nous complétons cette structuration par une concaténation en
arbre.

3.2.1 Motivations

Soit D un dictionnaire redondant de M colonnes dk ∈ RN et y un signal
que l’on cherche à compresser. Pour une parcimonie fixée, i.e., par exemple,
pour une approximation de y avec L atomes de D, il existe CL

M combinaisons
possibles d’atomes, soit encore CL

M sous-espaces de génération de ŷ possibles
de dimension L.

C’est ce grand nombre qui rend la spécification de la meilleure combinai-
son coûteuse. On peut dès lors s’interroger sur l’intérêt relatif d’un tel choix :
est-il nécessaire de se laisser autant de degrés de liberté ? Ne peut-on pas se
satisfaire, en terme de qualité d’approximation, d’un plus petit nombre de
sous-espaces ?

A travers l’idée de structuration du dictionnaire, on va donc chercher à
forcer le choix de groupes d’atomes, i.e., à réduire le nombre de combinaisons
d’atomes possibles en les liant les uns aux autres. On trouve dans la littérature
un grand nombre de contributions approchant cette idée. Les premières, les
plus connues, sont celles utilisant un “découpage” du domaine transformé ou
spatial. Par exemple, les paquets d’ondelettes introduits par Coifman, Meyer
et Wickerhauser [17] se construisent en divisant l’axe fréquentiel en intervalles
de taille variables. Ces transformées sont particulièrement bien adaptées à la
décomposition de signaux qui ont des comportements différents selon les in-
tervalles de fréquences. Si au contraire, le signal a des propriétés qui varient
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dans l’espace (ou le temps pour des signaux audio par exemple), il sera plus
judicieux de décomposer le signal en “arbre” qui segmente l’axe spatial (ou
temporel) en intervalles dont les tailles sont adaptées aux structures du si-
gnal. Nous y avons fait mention dans l’état de l’art consacré à la compression
par transformation (sous-section 1.3.2 chapitre 1).

Dans une approche propre aux décompositions parcimonieuses, Eldar et
al. ont proposé dans [34] et [33] un dictionnaire redondant sous contrainte de
parcimonie structurée en “blocs” ou “sous-espaces”. Le vecteur parcimonieux
qui en résulte présente de grandes plages de zéros correspondant aux zones
du dictionnaire non utilisées. On en trouve une généralisation dans [3] sous
forme de “modèles” de parcimonie. Enfin, dernièrement, Yu et al. ont proposé
dans [118] un algorithme de débruitage basé sur un ensemble de bases ap-
prises sur l’image bruitée par une analyse en composantes principales (PCA
pour principal component analysis en anglais). Notons que ces approches
“parcimonieuses” peuvent être vues comme autant de façons de structurer
le dictionnaire dans le domaine transformé - si tant est qu’une telle distinc-
tion “transformé-spatial” ait un sens puisque dans les deux cas, c’est bien le
dictionnaire résultant qui transpose le signal dans le domaine transformé.

3.2.2 Ensemble de bases

Sur la base des dernières contributions présentées dans la sous-section
précédente, nous proposons de considérer dans un premier temps un en-
semble de P bases orthonormées : on suppose que le signal y que l’on
cherche à compresser a une approximation parcimonieuse dans l’une d’entre
elles. La parcimonie de l’approximation dans cette base peut être totalement
indépendante de la quantification : les coefficients de la transformation sont
alors seuillés (selon un paramètre Lagrangien, un critère de distorsion ou un
nombre de coefficients non nuls maximum, cf. sous-section 2.2.1 du chapitre 2)
puis quantifiés. Elle peut au contraire être obtenue par la seule quantification.
C’est l’approche que nous traiterons dans la suite du manuscrit.

On note D = {D1, . . . , DP} l’ensemble des P bases orthonormées. Si Di =
[d1

i , . . . , dN
i ] est la base dans laquelle y a une approximation parcimonieuse, le

signal issu de la compression de y, noté ŷ, est tel que

ŷ =
N

∑
k=1

q(xk)dk
i , (3.20)

= ∑
k∈I

q(xk)dk
i ,
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où I est l’ensemble des indices des coefficients non nuls de q(x), avec |I| =
‖q(x)‖0 = L. On suppose pour simplifier que le quantificateur q utilisé est
indépendant de la base Di.

On note Rd(D) le coût de spécification de la base choisie pour l’approxi-
mation parcimonieuse du signal y. Rd(D) est égal à log2 |D| = log2 P avec un
codage à longueur fixe. Le débit binaire total dépend de l’ensemble D et du
quantificateur q, il est noté RE(D, q) et s’exprime d’après (3.5) comme

RE(D, q) = Rv(Di, q) + Ri(Di, q) + Rd(D), (3.21)

∼ L(2 + log2
N
L

) + log2 P.

Comparons ce résultat au débit atteint avec le dictionnaire correspondant
non structuré, i.e., fait de la concaténation des P dictionnaires. Ce dictionnaire,
noté D = [D1, . . . , DP] contient alors M = PN atomes. Le débit binaire total
RR(D, q) résultant est tel que

RR(D, q) = Rv(D, q) + Ri(D, q), (3.22)

∼ L(2 + log2
PN
L

),

∼ L(2 + log2
N
L

+ log2 P).

On a donc

RR(D, q) ≥ RE(D, q), (3.23)

avec égalité si et seulement si L = 1, i.e., un seul atome est utilisé pour décrire
le signal y.

3.2.3 Concaténations de bases locales

L’ensemble de bases permet de structurer le dictionnaire de décomposition
dans le domaine transformé. Dans cette sous-section, nous proposons de com-
biner cette approche avec une structuration spatiale, via l’utilisation d’un
arbre. Notre choix se porte sur une segmentation en bintree, qui exploite, de
façon simple, des supports de bases locales anisotropiques (rectangulaires).

On peut considérer la segmentation en bintree de deux manières
différentes. D’un côté, elle offre un degré de liberté supplémentaire par rap-
port à un traitement de l’image en blocs de taille fixée, permettant d’augmen-
ter le nombre de bases d’image possibles (et on peut intuitivement suppo-
ser que plus on a de bases à disposition, plus on a de chance de choisir une
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base qui décrira au mieux les propriétés de l’image avec peu de coefficients).
De l’autre, ce degré de liberté est limité puisque le bintree interdit de par sa
structure certaines combinaisons de bases locales. Il y a donc bien structura-
tion résultant en une réduction du coût de codage de la base d’image utilisée
par rapport à un ensemble non structuré de bases d’image.

Avec cette double structuration - concaténation de bases locales en arbre
et sélection des bases locales dans un ensemble - on espère obtenir une bonne
adaptabilité spatiale de la base de transformation aux géométries de l’image
et une bonne description des caractéristiques locales de l’image. Pour éviter
les confusions entre bases locales et globales, nous noterons, dans la suite
de ce chapitre, B une base d’image globale construite ainsi que nous ve-
nons de le voir et Di une base locale d’indice i choisie dans un ensemble
D = {D1, . . . , DP}.

Reprenons l’expression du débit (3.21). Elle est constituée des termes de
codages des coefficients de transformation quantifiés non nuls (valeurs et
indices) et de la spécification de la base de transformation choisie dans un
ensemble (Di est alors une base globale). Avec le niveau de structuration
supplémentaire apporté par la segmentation en bintree, ce dernier coût de-
vient celui de la spécification des bases choisies localement et il faut en outre
ajouter le coût de codage de la segmentation en bintree, spécifiant les supports
des bases locales.

Pour alléger les équations, nous adoptons les notations suivantes :

� Rx est le débit binaire attaché au codage des coefficients de transforma-
tion quantifiés non nuls (valeurs et indices),

� Rd est le coût de codage des indices des bases locales,

� Rs est le nombre de bits nécessaires pour coder la segmentation en bin-
tree.

Le débit binaire total qui dépend de la base d’image globale notée B et du
quantificateur global q (nous détaillons ce dernier dans la section suivante)
s’exprime donc comme

R(B, q) = Rx + Rd + Rs. (3.24)

Nous explicitons chacun de ses termes dans la section suivante.
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3.3 Optimisation débit-distorsion

Dans la section précédente, nous avons défini un ensemble de bases
d’image. Dans cette section, nous étudions le problème du choix de la
meilleure base parmi cet ensemble.

Comme nous l’avons évoqué plusieurs fois, deux paramètres du codage
par transformation peuvent affecter les performances débit-distorsion : la base
de transformation et le quantificateur des coefficients transformés. On note B?

la base d’image globale, optimale au sens débit-distorsion, recherchée (parmi
un ensemble structuré comme expliqué dans la section précédente), et q? le
quantificateur optimal recherché. Sous sa forme non contrainte, le problème
s’exprime de la façon suivante :

(B?(µ), q?(µ)) = argmin
B,q

D(B, q) + µR(B, q), (3.25)

avec µ multiplicateur Lagrangien.

Hypothèses de résolution
La solution de (3.25) peut être obtenue de façon efficace par programmation
dynamique [87] en s’assurant que :

1. l’ensemble des bases d’image est une concaténation en arbre de bases
locales,

2. la distorsion et le débit peuvent être décomposés en termes locaux as-
sociés à chaque base locale.

La première condition est satisfaite par notre schéma de compression (cf. sous-
section précédente). La segmentation en bintree permet une application lo-
cale de la quantification. Localement, dans le cas d’une quantification uni-
forme scalaire avec une zone morte, le pas de quantification dépend des ca-
ractéristiques de la base de transformation (cf. équation (3.15)). Nous faisons
ici l’hypothèse que ce pas de quantification est le même quelle que soit la base
locale choisie. Ainsi, la quantification réalisée sur l’image globale ne dépend
que du support de la base de transformation, i.e., de la segmentation en bin-
tree. Le pas de quantification est défini localement par ∆?(µ) = {∆?

j (µ)}j∈F
tel que

∀j ∈ F ∆?
j (µ) =

√
4γjµ

3
, (3.26)
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où F est l’ensemble des feuilles du bintree. Le problème (3.25) se simplifie
alors en :

B?(µ) = argmin
B

D(B, ∆?(µ)) + µR(B, ∆?(µ)). (3.27)

En revanche, la deuxième condition doit être vérifiée pour chacun des
termes Rx, Rd et Rs que nous avons définis plus haut.

Nous adoptons d’abord une simple implémentation du bintree en assi-
gnant “1” aux noeuds internes de l’arbre et “0” aux noeuds feuilles. Ainsi, Rs

peut être exprimé comme la somme des débits nécessaires pour coder chaque
feuille, notés {Rj

s}j∈F , i.e.,

Rs = ∑
j∈F

Rj
s. (3.28)

Nous supposons ensuite que les indices des bases locales sont encodés par
un code à longueur fixe. Ainsi, notant lFLC la longueur du code FLC, on a

Rd = ∑
j∈F

Rj
d, (3.29)

= |F |lFLC.

Notons que l’utilisation d’un FLC est en général sous-optimale (cf. sous-
section 1.2.2 chapitre 1). Ce choix est fait ici pour des raisons de complexité
puisqu’il permet de décomposer Rd en une somme de termes locaux. Dans
la sous-section suivante, nous décrivons une façon plus efficace de coder
les indices des bases locales. L’expression (3.29) constitue alors une borne
supérieure sur le débit atteignable par le schéma pratique.

Le débit nécessaire pour coder les coefficients quantifiés de transforma-
tion sur chaque base locale est proportionnel au nombre de coefficients non
nuls (cf. équation (3.12)). D’après l’hypothèse que nous avons posée sur
l’indépendance de la quantification par rapport aux indices des bases locales
utilisées,

Rx = ∑
j∈F

Rj
x, (3.30)

= ∑
j∈F

γj‖qj(xj)‖0,

où qj(xj) représente le vecteur de coefficients de transformation quantifiés sur
la j-ième feuille du bintree et γj est le facteur de proportionnalité entre le débit

local Rj
x et le nombre de coefficients ‖qj(xj)‖0. Par hypothèse, la quantification
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qj dépend uniquement du support de la transformée locale, i.e., de la taille du
j-ième bloc-feuille.

Résumant ces observations et hypothèses, on obtient finalement que le
débit total peut être décomposé comme une somme de termes locaux, i.e.,

R(B, ∆?(µ)) = ∑
j∈F

R(Dij , ∆?
j (µ)), (3.31)

avec R(Dij , ∆?
j (µ)) = Rj

s + Rj
d + Rj

x, où Dij est la base locale attachée à la j-
ième feuille et choisie dans un ensemble D, ij ∈ {1, . . . , P}. Le problème (3.25)
peut alors être considéré comme |F | problèmes d’optimisation indépendants,
tels que

B?(µ) = ∑
j∈F

argmin
Dij

D(Dij , ∆?
j (µ)) + µR(Dij , ∆?

j (µ)), (3.32)

et des méthodes de programmation dynamique standard (cf. [87]) peuvent
alors être appliquées.

3.4 Bases locales prédéfinies : les DCT directionnelles

Les DCT directionnelles (DDCT) ont été introduites dans [122] sur des sup-
ports carrés. Les auteurs montrent que ces bases donnent de bonnes perfor-
mances de codage pour des blocs d’image contenant des contours orientés.
Dans cette section, nous étendons ces bases à des supports rectangulaires de
taille variable afin de les exploiter dans un schéma de compression utilisant
une segmentation en bintree de l’image. Des résultats en termes de perfor-
mance débit-distorsion sont présentés et comparés aux standards de compres-
sion JPEG et JPEG2000. Ils ont été présentés lors de la conférence ICASSP 2010
[C].

3.4.1 Principe

L’idée principale des DDCT repose sur la propriété de séparabilité de la
transformée DCT bidimensionnelle standard, i.e., une DCT bidimensionnelle
peut être réalisée en calculant successivement une DCT unidimensionnelle sur
les colonnes du bloc-image considéré puis une DCT unidimensionnelle sur les
lignes du bloc issu de la première DCT. La construction d’une DDCT est basée
sur la modification de l’ordre de scanning des pixels du bloc pour créer des
bases avec des directions privilégiées.
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Pour des raisons de clarté, nous exposons la construction d’une trans-
formée DDCT sur un bloc y de taille 8× 4 pixels et le mode directionnel “dia-
gonal down-left” représenté sur la figure 3.2. L’extension aux autres modes
directionnels est directe.

A chaque mode directionnel, on associe un ordre de scanning défini par
un ensemble de vecteurs vk. Chaque vecteur vk contient un sous-ensemble de
pixels pris selon une direction donnée. Pour le mode “diagonal down-left”,
les vk sont constitués des pixels situés sur des flèches allant de haut en bas et
de droite à gauche comme illustré sur la figure 3.2. Ils ont ainsi des longueurs
différentes.

v1 v2 v3 v4

v5

v6

v7

v8

v9

v10

v11

v1 v2 v3 v4 v5 v6 v7 v8 v9 v10 v11

y =

Figure 3.2 Ordonnancement des pixels pour le mode “diagonal down-left” sur un bloc rectangulaire

Les pixels peuvent être ensuite réordonnancés, résultant en un tableau de
pixels “pyramidal”, dont les colonnes sont les vecteurs vk. Considérant ce ta-
bleau, le processus de construction de la DDCT est alors similaire à la DCT bi-
dimensionnelle standard. Une première DCT unidimensionnelle est d’abord
réalisée sur les colonnes vk ; une seconde ensuite sur les lignes de la matrice
pyramidale, comme illustré sur la figure 3.3.

DCT sur les colonnes DCT sur les lignes
x

Figure 3.3 Transformée DCT “diagonal down-left” sur un bloc rectangulaire

Le bloc de transformation x est enfin obtenu en réarrangeant les coeffi-
cients dans leurs positions initiales dans y.
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3.4.2 Implémentation

Dans cette section, nous détaillons l’implémentation du schéma de com-
pression que nous proposons et illustrons ses performances.

Dictionnaire
On considère un ensemble de bases d’image construites comme expliqué
dans la section 3.2. Les supports des bases locales ont des tailles qui varient
de 4× 4 pixels à 32× 32 pixels. Pour chaque taille de support, on considère 7
modes directionnels correspondant à 7 modes de prédiction intra du format
de compression vidéo H.264 (cf. sous-section 1.4.3 chapitre 1). Les modes
“vertical”, “horizontal” et “DC” de la prédiction H.264 sont regroupés sous
le mode directionnel “1”, résultant en la DCT bidimensionnelle “standard”.
Les modes suivants correspondent à des DCT orientées. La base de transfor-
mation est sélectionnée selon une procédure d’optimisation décrite dans la
section 3.3.

Ordre de scanning
De la même façon que dans le format de compression JPEG (cf. figure 1.5,
sous-section 1.3.3 chapitre 1) , les coefficients transformés et quantifiés sont
traités selon un ordre de scanning particulier favorisant un ordonnancement
de la fréquence la plus basse vers la fréquence la plus haute (cf. [122] pour
des blocs carrés). La figure 3.4 montre l’ordre de scanning choisi pour le mode
“diagonal down-left” sur un bloc de 8× 4 pixels.

Figure 3.4 Ordre de scanning des coefficients de transformation utilisé pour le mode “diagonal down -left”

Codage des coefficients quantifiés
Après ordonnancement, les coefficients quantifiés de la transformation sont
encodés par des codes de Huffman. Les tables de Huffman sont optimisées
selon la taille du support des transformées locales. Les indices des coefficients
non nuls sont encodés via un codage par plages de zéros (RLE, cf. sous-section
1.2.2 chapitre 1).

Codage des modes directionnels locaux
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L’encodage des modes directionnels est réalisé au moyen d’une procédure
quadtree comme illustré sur la figure 3.5.
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Figure 3.5 (a) Exemple d’une segmentation en bintree et (b) encodage en quadtree des modes directionnels
locaux correspondants

La figure 3.5(a) représente les supports des bases locales. Le numéro
à l’intérieur de chaque support correspond au mode directionnel choisi
localement. La figure 3.5(b) représente l’encodage en quadtree des indices
correspondants. On procède de la façon suivante. L’image est segmentée
en 4 blocs carrés de dimensions égales. Si toutes les bases locales dans un
bloc ont un mode directionnel identique, ce bloc correspond à une feuille du
quadtree et est “labellisé” par le mode directionnel commun ; sinon, le bloc
est sous-divisé en 4 blocs carrés etc.

Analyse des facteurs de proportionnalité γj

Les facteurs γj dépendent des bases de transformation et du schéma de
codage. Nous faisons ici l’hypothèse qu’ils ne dépendent pas des modes
directionnels des bases : seule la taille du support de la transformation
est importante. Les facteurs γj sont donc déterminés empiriquement par
taille de bloc, en considérant un schéma de codage identique à celui défini
précédemment mais pour une segmentation en blocs de même taille. Les
courbes 3.6(a) et 3.6(b) expriment le rapport Rx

L , où L est le nombre de
coefficients non nuls sur toute l’image, en fonction de log2

N
L , où N est la

dimension de l’image, pour respectivement une segmentation en blocs de
taille 8× 8 pixels et 16× 16 pixels. On observe que ce rapport évolue très peu,
dans un intervalle compris entre 6 et 8.5 pour les blocs de 8× 8 pixels et entre
5.5 et 8.5 pour des blocs de 16× 16 pixels. Le tableau 3.1 résume les valeurs
moyennes choisies pour les 7 tailles de blocs possibles de la segmentation en
bintree proposée.
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Figure 3.6 Valeurs des γj obtenues par compression des images “Barbara”, “Cameraman”, “Lena” et “Roofs”
sur une segmentation en blocs de 8× 8 pixels (a) et 16× 16 pixels (b).

Taille de bloc 32× 32 32× 16 16× 16 16× 8 8× 8 8× 4 4× 4

γj 6.80 6.90 6.90 7.0 7.40 7.20 7.10

Table 3.1 Valeurs moyennes de γj par taille de blocs pour les DCT directionnelles.

3.4.3 Evaluation des performances
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Figure 3.7 (a) Segmentation bintree et modes directionnels associés obtenus pour “Cameraman” (a) à R= 0.46
bpp et PSNR= 31.40 dB et “Lena” (b) à R= 0.08 bpp et PSNR= 28.30 dB.

La figure 3.7 représente les supports des bases locales composant la base
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d’image ainsi que leurs modes directionnels pour les images “Cameraman”
et “Lena”, à des points débit-distorsion particuliers. On remarque que la DCT
conventionnelle (mode “1”) est sélectionnée dans les régions homogènes de
l’image tandis que les transformées DDCT sont utilisées dans les régions où
la directionnalité est plus importante (par exemple, des contours orientés).
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Figure 3.8 Courbes débit-distorsion pour la compression de “Barbara” (a), “Cameraman” (b), “Lena” (c) et
“Roofs” (d) avec le schéma de codage proposé utilisant des DCT directionnelles et les standard JPEG2000 et
JPEG.

La figure 3.8 compare les performances débit-distorsion obtenues par notre
schéma de compression avec celles obtenues par les formats de compres-
sion JPEG et JPEG2000 sur quelques images. On remarque que le schéma
de compression proposé surpasse JPEG de plus d’1 dB pour l’ensemble des
images étudiées et JPEG2000 d’1 dB environ pour la plupart des images à bas
et moyens débits. L’image Lena est moins bien encodée avec le schéma de
compression proposé qu’avec le standard JPEG2000. Une explication possible
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réside dans les caractéristiques des atomes de transformée utilisés : les DCT
directionnelles semblent bien décrire les zones et contours orientés, mais pas
les textures sans orientation “simple”, comme peut l’être la plume du chapeau.
Remarque : les images sont rappelées en annexe 3.8.3 de ce chapitre.

3.5 Bases locales apprises : étude d’un algorithme de la

littérature

Les bonnes performances obtenues par le schéma de compression exploité
dans la section précédente sont encourageantes. Conservant la structuration
du dictionnaire détaillée dans la section 3.2, on peut espérer les améliorer en-
core en utilisant des bases locales apprises selon un critère favorisant la parci-
monie des décompositions. C’est l’objet de cette section et des deux suivantes.

Nous nous proposons dans un premier temps d’étudier un algorithme
d’apprentissage de bases adaptées aux décompositions parcimonieuses intro-
duit par Sezer et al. dans [96]. Cet algorithme, appelé algorithme de Sezer dans
la suite, servira d’algorithme de référence pour l’étude et la conception d’un
algorithme Bayésien que nous présenterons dans les deux sections 3.6 et 3.7.

Nous adopterons dans la suite de ce chapitre les notations suivantes. Soit
{yj}K

j=1 un ensemble d’entrainement pour l’optimisation d’un ensemble de P
bases. Nous noterons D cet ensemble de bases et le définissons de la façon
suivante,

D , [D1, . . . , Di, . . . , DP], DT
i Di = IN , (3.33)

où IN est la matrice identité de dimension N. Cette notation est abusive : D
n’est jamais considéré comme concaténation mais bien comme un ensemble
de P bases. Elle permet cependant une formulation simple des algorithmes.
De la même façon, on note xji le vecteur de décomposition de yj dans la base
Di et xj le vecteur tel que

xT
j , [xT

j1, . . . , xT
ji , . . . , xT

jP]T . (3.34)

Les résultats présentés dans cette section ont fait l’objet d’un article dans
les proceedings de la conférence SPIE 2010 [F].

3.5.1 Algorithme de Sezer

L’algorithme de Sezer est un algorithme itératif en deux étapes. Dans une
première étape, chaque signal d’entrainement est assigné à une famille Si, i ∈
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{1, . . . , P}. Puis, dans une seconde étape, chaque famille Si est utilisée pour
optimiser une base Di sous un critère parcimonie-distorsion.

Plus précisément, à la k-ième itération de l’algorithme, la première étape
associe à chaque signal d’entrainement yj, j ∈ {1, . . . , K}, un indice c(k)

j ∈
{1, . . . , P} correspondant à l’indice de la base qui minimise l’erreur d’approxi-
mation du signal sous contrainte de parcimonie. De façon formelle, on définit

∀ i ∈ {1, . . . , P}, S (k)
i =

{
j ∈ {1, . . . , K}

∣∣ c(k)
j = i

}
, (3.35)

où c(k)
j = argmin

i∈{1,...,P}

{
‖yj −D(k−1)

i x(k−1)
ji ‖2

2 + λ′‖x(k−1)
ji ‖0

}
. (3.36)

L’étape de mise à jour des bases, formant la deuxième étape de l’algo-
rithme de Sezer, se formalise de la façon suivante :

∀i ∈ {1, . . . , P}, ∀j ∈ {1, . . . , K}

D(k)
i = argmin

Di

{
∑

j∈S (k)
i

min
xji
{‖yj −Dixji‖2

2 + λ′‖xji‖0}
}

soumis à DT
i Di = IN . (3.37)

Elle est en pratique elle-même réalisée selon une procédure itérative, opti-
misant successivement pour chaque famille Si les représentations parcimo-
nieuses associées aux signaux de la famille considérée et la base Di. Les
représentations parcimonieuses sont calculées par une opération de seuillage
dur (cf. section 2.2.1 chapitre 2), selon la formalisation “standard”

∀i ∈ {1, . . . , P}, ∀j ∈ {1, . . . , K},
x(k,l)

ji = argmin
xji

{
‖yj −D(k,l−1)

i xji‖2
2 + λ′‖xji‖0

}
, (3.38)

où (l) est le numéro de l’itération dans l’étape de mise à jour des bases. No-
tons que le paramètre λ′ est défini par l’utilisateur et permet de fixer le com-
promis entre parcimonie et distorsion. Les bases Di sont ensuite estimées. Le
problème se formalise, à la l-ième itération de l’étape, de la façon suivante :

∀i ∈ {1, . . . , P}, (3.39)

D(k,l)
i = argmin

Di

{
∑

j∈S (k)
i

‖yj −Dix
(k,l)
ji ‖2

2}
}

soumis à DT
i Di = IN ,

et revient à calculer

∀i ∈ {1, . . . , P}, D(k,l)
i = VUT , (3.40)
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Algorithme 5: Algorithme de Sezer

0. Initialisation

– D(0) = [D(0)
1 , . . . , D(0)

i , . . . , D(0)
P ],

– ∀i ∈ {1, . . . , P}, ∀j ∈ {1, . . . , K}, x(0)
ji = argmin

xji

{
‖yj −D(0)

i xji‖2
2 + λ′‖xji‖0

}
.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Classification

∀ i ∈ {1, . . . , P}, S (k)
i =

{
j ∈ {1, . . . , K}

∣∣ c(k)
j = i

}
, (3.35)

où c(k)
j = argmin

i∈{1,...,P}

{
‖yj −D(k−1)

i x(k−1)
ji ‖2

2 + λ′‖x(k−1)
ji ‖0

}
. (3.36)

2. Mise à jour des bases

∀i ∈ {1, . . . , P},

D(k)
i = argmin

Di

{
∑

j∈S(k)
i

min
xji
{‖yj −Dixji‖2

2 + λ′‖xji‖0}
}

soumis à DT
i Di = IN . (3.37)

où UΛ1/2VT est la décomposition en valeurs singulières de ∑j∈Si
x(k,l)

ji yT
j .

La justification de ce calcul peut être trouvée dans [62, 96]. A l’issue de la
procédure itérative de l’étape, au bout de l f in itérations,

∀i ∈ {1, . . . , P}, D(k)
i = D

(k,l f in)
i . (3.41)

L’algorithme 5, dans l’encadré, résume les deux étapes de l’algorithme de Se-
zer.

3.5.2 Améliorations

Dans cette section, nous introduisons quelques modifications dans l’al-
gorithme de Sezer afin d’améliorer sa convergence et ses performances en
termes de distorsion vs débit. Pour étudier la pertinence de ces modifications,
nous appliquons les bases apprises sur des blocs de taille 8 × 8 pixels et
adoptons un schéma de codage simple, utilisant des codes de Huffman pour
encoder les coefficients quantifiés et un encodeur RLE pour coder les indices
des coefficients non nuls. Les performances débit-distorsion atteintes sont
alors comparées à celles obtenues par l’algorithme de Sezer original.

Initialisation
La fonction que l’on cherche à optimiser est multimodale : selon l’initialisa-
tion, l’algorithme converge vers un minimum local particulier, différentes
initialisations conduisent donc potentiellement à différents résultats. A
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l’étape d’initialisation, Sezer et al. réalisent une classification des blocs d’en-
trainement en K sous-ensembles au moyen de gradients d’image. Sur chaque
sous-ensemble, la base est ensuite initialisée par une transformée de Karhu-
nen Lòeve (KLT) en utilisant les signaux correspondants. Or, même si l’on
peut penser que des signaux de mêmes caractéristiques géométriques auront
des décompositions parcimonieuses dans une même base, il n’en existe pas
de preuve évidente. Il peut donc être intéressant de décorréler l’initialisation
des bases de l’ensemble des signaux d’entrainement. Nous procédons en
initialisant d’abord K bases indépendemment de l’ensemble d’entrainement
et en reliant ensuite par (3.35) les signaux d’entrainement à l’une d’entre elles.
Dans ce but, nous proposons d’utiliser les DDCT introduites par Zeng et al.
[122] décrites dans la section précédente. Etant indépendantes des signaux
d’entrainement, ces bases permettront une classification des signaux selon le
seul critère de parcimonie de leurs décompositions ; et si effectivement, il y
a bien lien entre parcimonie des décompositions et similarités géométriques
des signaux, ces bases n’y feront pas obstacle, présentant elles-mêmes des
caractéristiques géométriques fortes.
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Figure 3.9 Performances débit-distorsion obtenues par deux initialisations différentes : KLT and DDCT.

La figure 3.9 présente les performances débit-distorsion obtenues par
l’algorithme de Sezer initialisé par des KLT et par des DDCT sur l’image
Barbara. On observe que cette dernière initialisation améliore le PSNR par
plus d’1 dB à bas débits.

Critère de parcimonie
Autre enjeu important : le choix de la norme `p utilisée comme mesure de la
parcimonie dans (3.38), dont nous avons déjà eu l’occasion (cf. chapitre 2) de
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mentionner le rôle peut conduire à des performances différentes. Le cas p = 0
utilisé par Sezer implémente le “vrai” critère de parcimonie. Cependant,
d’autres choix de p peuvent potentiellement conduire à des points fixes
différents et par ailleurs, se montrer plus judicieux en terme de rapidité
d’exécution de l’algorithme. Nous nous sommes intéressés au cas p = 1. Dans
ce cas, la relation (3.38) est remplacée par

x(k)
ji = argmin

xji

{
‖yj −D(k)

i xji‖2
2 + λ′‖xji‖1

}
, (3.42)

et résolue par une opération de seuillage doux (cf. section 2.2.1 chapitre 2).

Pour ce choix de norme, nous avons pu constater de façon expérimentale
que l’algorithme résultant était plus rapide.
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Figure 3.10 Performances débit-distorsion obtenues par deux normes d’optimisation différentes : normes `0

and `1.

Les courbes comparatives débit-distorsion sont données dans la figure
3.10 sur l’image Roofs. Les deux algorithmes sont initialisés avec les DDCT.
On peut voir que le choix de la norme `1 conduit à une légère augmentation
du PSNR.

Prise en compte de la quantification
Enfin, puisque les bases apprises sont appliquées dans un contexte de
compression d’image, il semble intéressant d’intégrer la connaissance du
schéma de codage utilisé après l’étape de transformation. En pratique, cela
revient à prendre la quantification en compte et ainsi, à contraindre les xj à
prendre leurs valeurs dans un ensemble fini de points. En particulier, si on
considère une quantification scalaire uniforme à zone morte T = 2∆, où ∆ est
le pas de quantification, les coefficients des xj peuvent prendre leurs valeurs
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dans l’ensemble {0} ∪ {±( 3
2 ∆ + k∆)}k∈N. Cette restriction permet de lier

implicitement l’ensemble des bases optimisées au quantificateur utilisé dans
le schéma de codage considéré.
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Figure 3.11 Performances débit-distorsion obtenues avec et sans intégration de la quantification dans l’algo-
rithme d’apprentissage : (a) sur des blocs de taille 4× 4 pixels, (b) sur des blocs de taille 8× 8 pixels.

La figure 3.11 analyse la pertinence de l’intégration de la quantification
dans l’algorithme d’apprentissage sur l’image Peppers. Les algorithmes sont
initialisés avec des DDCT et utilisent la norme `1. Pour des blocs de taille 4× 4
pixels, la prise en compte de la quantification améliore les performances débit-
distorsion à hauts et moyens débits (cf. figure 3.11(a)). Cependant, ce n’est pas
le cas à bas débits ou pour des blocs de taille plus grande comme on peut le
voir sur la figure 3.11(b) pour des blocs de taille 8 × 8 pixels. Plusieurs rai-
sons peuvent expliquer ces résultats décevants. La plus probable réside dans
l’étape de classification rendue instable par la quantification. A bas débits, la
différence entre les valeurs réelles et quantifiées est grande (en raison de la
largeur des intervalles de quantification), de plus elles sont peu nombreuses.
La classification repose donc sur un petit nombre de coefficients qui, d’une
itération à l’autre, peuvent prendre des valeurs très différentes. Lorsque la
taille des blocs augmente, ce comportement est renforcé par la contrainte de
parcimonie (le rapport “nombre de coefficients non nuls sur nombre total de
coefficients” diminue). De par la structure de l’algorithme, la prise en compte
de la quantification ne semble donc pas pertinente. Nous ne considérerons
pas cette modification dans la version finale de l’algorithme d’apprentissage
utilisé dans le schéma de compression présenté dans la sous-section suivante.
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3.5.3 Implémentation

L’implémentation du schéma de compression utilisant les bases apprises
par l’algorithme de Sezer est similaire à celle détaillée dans la sous-section
3.4.2.

Apprentissage des bases
La base de transformation est choisie selon une procédure d’optimisation
décrite dans la section 3.3 parmi un ensemble fait de la concaténation de bases
locales en bintree.

Selon la taille du support (compris entre 4 × 4 pixels et 32 × 32 pixels),
on utilise entre 50000 et 400000 signaux d’entrainement pour optimiser un
ensemble de 6 bases avec la procédure et les améliorations décrites dans les
sous-sections précédentes 3.5.1 et 3.5.2. Les bases sont initialisées avec des
DDCT dont les modes directionnels correspondent aux modes de prédiction
intra du standard de compression vidéo H.264 (les modes “DC”, “vertical”
et “horizontal” ne sont pas considérés). L’apprentissage est ainsi réalisé pour
plusieurs valeurs de λ′ (λ′ ∈ {5, 16, 51, 161}). La base DCT est ajoutée aux
bases apprises, résultant pour une taille de bloc fixée en 4 ensembles de 7
bases. A chaque point de compression global, spécifié par le paramètre µ, la
valeur de λ′ correspondant à l’ensemble générant les meilleures performances
en débit-distorsion est codée et transmise (une même valeur de λ′ est ainsi
utilisée sur l’ensemble de la segmentation en bintree, i.e., pour toutes les
tailles de blocs).

Ordre de scanning
Contrairement aux DCT directionnelles, les ordres de scanning correspondant
aux bases de Sezer ne peuvent être déterminés de façon théorique, ils sont
appris sur un ensemble d’images transformées par les bases apprises puis
quantifiées. L’apprentissage résulte en 168 ordres de scanning différents
correspondant à chaque base, chaque λ′ et chaque taille de bloc. Pour la
base DCT, l’ordre de scanning “en zigzag” utilisé dans JPEG (cf. figure 1.5,
sous-section 1.3.3 chapitre 1) est conservé.

Codage
L’encodage des valeurs quantifiées des coefficients transformés et des indices
des coefficients non nuls est réalisé comme décrit dans la sous-section 3.4.2.
De même, l’encodage des indices des bases locales se fait au moyen d’un
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Taille de bloc 32× 32 32× 16 16× 16 16× 8 8× 8 8× 4 4× 4

λ′ = 5 6.90 7.0 7.10 7.30 7.50 7.20 7.30

λ′ = 16 6.80 6.90 7.0 7.30 7.50 7.20 7.20

λ′ = 51 6.90 7.0 7.10 7.20 7.40 7.20 7.20

λ′ = 161 6.80 6.80 6.80 7.10 7.30 7.10 7.30

Table 3.2 Valeurs moyennes de γj par taille de blocs et valeur de λ′ pour les bases apprises par l’algorithme
de Sezer.

quadtree.

Analyse des facteurs de proportionnalité {γj}
Nous reprenons l’hypothèse que les facteurs γj ne dépendent pas des indices
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Figure 3.12 Valeurs des γj obtenues par compression des images “Barbara”, “Cameraman”, “Lena” et “Roofs”
sur une segmentation en blocs de 8× 8 pixels (a) et 16× 16 pixels (b) pour λ′ = 16.

des bases mais uniquement de la taille du support de la transformée et, ici, du
paramètre λ′. Ils sont donc déterminés empiriquement par taille de blocs et
par valeur de λ′, en considérant un schéma de codage identique à celui défini
précédemment mais pour une segmentation en blocs de même taille. Les
figures 3.12(a) et 3.12(b) illustrent graphiquement les valeurs des γj obtenues
pour respectivement des blocs de taille 8 × 8 pixels et 16 × 16 pixels pour
λ′ = 16. Le tableau 3.2 résume les valeurs moyennes choisies pour les 7 tailles
de blocs possibles de la segmentation en bintree proposée et les 4 valeurs de
λ′ choisies.
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3.5.4 Evaluation des performances

Plusieurs analyses permettent de caractériser les performances atteintes
par le schéma de compression proposé.

Une première comparaison des performances obtenues par les DCT di-
rectionnelles d’une part et les bases apprises par l’algorithme de Sezer d’autre
part est réalisée en considérant une segmentation de l’image en blocs de même
taille.
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Figure 3.13 Performances parcimonie-distorsion atteintes par les deux ensembles de bases, DDCT et bases
apprises par l’algorithme de Sezer, pour une segmentation de l’image “Cameraman” en blocs de taille 8× 8
pixels (a) et 16× 16 pixels (b).

La figure 3.13 présente les performances parcimonie-distorsion atteintes
par les bases DDCT d’une part et les bases apprises par l’algorithme de Sezer
d’autre part, pour un découpage de l’image “Cameraman” en blocs de taille
8× 8 pixels (3.13(a)) et 16× 16 pixels (3.13(b)). On observe ainsi que pour un
PSNR donné, les blocs transformés par les bases de Sezer présentent une plus
grande parcimonie que ceux transformés par les DCT directionnelles. L’ap-
prentissage a donc bien favorisé la parcimonie des décompositions.

L’écart entre les deux courbes de performances parcimonie-distorsion se
retrouve quoique moins prononcé sur la figure 3.14 qui présente les perfor-
mances en débit-distorsion obtenues par chaque ensemble de bases.

Enfin, la figure 3.15 illustre et compare les performances débit-distorsion
atteintes par le schéma de compression basé sur une segmentation en bin-
tree et l’utilisation de bases apprises par l’algorithme de Sezer avec le même
schéma utilisant des DCT directionnelles et les standards de compression
JPEG et JPEG2000. Le gain apporté par l’apprentissage est dans l’ensemble
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Figure 3.14 Performances débit-distorsion atteintes par les deux ensembles de bases, DDCT et bases apprises
par l’algorithme de Sezer, pour une segmentation de l’image “Cameraman” en blocs de taille 8× 8 pixels (a) et
16× 16 pixels (b).

peu significatif, voire, dans le cas de l’image “Roofs”, inexistant. Cette dernière
image présente des zones fortement orientées (cf. annexe 3.8.3), déjà très bien
captées par les DCT directionnelles.

L’apprentissage de bases selon l’algorithme introduit par Sezer et al. a
permis d’augmenter la parcimonie des vecteurs de représentation mais cela
n’a pas suffi pour améliorer de façon significative les performances débit-
distorsion. Plusieurs raisons peuvent être avancées : une parcimonie encore
trop faible, un codage des coefficients de transformation quantifiés coûteux.
Pour cette dernière raison, il peut être intéressant de comparer les coûts de co-
dage des valeurs et indices des coefficients de transformation quantifiés pour
chaque ensemble de bases, DDCT et bases apprises par l’algorithme de Sezer.
La figure 3.16 représente graphiquement ces coûts en fonction de la parcimo-
nie des décompositions pour la compression des images “Barbara”, “Came-
raman”, “Lena” et “Roofs”. On peut ainsi observer que si le coût de codage
des valeurs est en général plus faible pour le schéma de compression utilisant
les bases apprises que celui utilisant les DDCT, c’est un comportement inverse
qui régit le coût de codage des indices. Malgré l’apprentissage des ordres de
scanning, le codage des indices des coefficients de transformation non nuls,
réalisé par plages de zéros, est moins efficace, donc plus coûteux, que celui
attaché au codage par DDCT. De par leurs constructions, les DCT direction-
nelles concentrent l’énergie du signal considéré sur les mêmes atomes en prio-
rité alors qu’aucune contrainte de ce type n’est imposée par l’algorithme de
Sezer aux bases optimisées. Les atomes utilisés dans les décompositions par-
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Figure 3.15 Performances débit-distorsion pour la compression de “Barbara” (a), “Cameraman” (b), “Lena”
(c) et “Roofs” (d) avec le schéma de codage proposé utilisant des bases apprises par l’algorithme de Sezer, des
DCT directionnelles et les standard JPEG2000 et JPEG.

cimonieuses sont alors choisis de façon “uniforme”, sans priorité. Ce handicap
peut expliquer en partie les performances relativement décevantes du schéma
de compression utilisant les bases apprises par l’algorithme de Sezer.

3.6 Vers une approche probabiliste

Une des raisons avancées pour expliquer les résultats peu satisfaisants de
la section précédente invoque la faible amélioration de la parcimonie intro-
duite par l’apprentissage de Sezer. Et en effet, nous avons eu l’occasion de
souligner certaines faiblesses de la structure de l’algorithme, en particulier
son étape de classification des signaux d’entrainement. Dans les sections 3.6
et 3.7 nous développons une nouvelle approche d’apprentissage susceptible
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Figure 3.16 Débits Ri et Rv obtenus pour la compression de “Barbara” (a), “Cameraman” (b), “Lena” (c) et
“Roofs” (d) en fonction de la parcimonie (nombre de coefficients non nuls rapporté au nombre de pixels, L/N)
avec le schéma de codage proposé utilisant des bases apprises par l’algorithme de Sezer et le même utilisant
des DCT directionnelles.

de résoudre les problèmes d’instabilités liés à cette opération.

La section 3.6 peut être vue comme une transition entre l’algorithme de Se-
zer présenté dans la section précédente et le nouvel algorithme. Nous y pro-
posons une interprétation probabiliste de l’algorithme de Sezer et posons les
bases de l’approche alternative qui fera l’objet de la section suivante.

3.6.1 Définition d’un cadre probabiliste

Dans cette section et la suivante, nous assimilerons variable aléatoire et
réalisation lorsque le contexte est univoque.

On considère le modèle suivant pour chaque signal d’entrainement yj, j ∈
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{1, . . . , K} :

p(yj|D) =
∫

RM

P

∑
cj=1

p(yj|xj, D, cj) p(xj|cj) p(cj) dxj, (3.43)

avec

p(yj|xj, D, cj = i) = N (Dixji, σ2IN) (3.44)

où N (m, Γ) est une distribution Gaussienne de moyenne m et de covariance
Γ, et

p(xj|cj = i) ∝ exp(−λ‖ xji‖0), (3.45)

où λ > 0 et ∝ signifie “proportionnel à” 1. Cette expression impose la parci-
monie de xji.

Le modèle (3.43)-(3.45) peut être interprété comme suit : chaque yj est
considéré comme une combinaison bruitée de vecteurs choisis dans une
unique base ; le choix de la base est indicé par cj. La parcimonie est encou-
ragée via la distribution a priori (3.45) qui pénalise les xji avec beaucoup
de coefficients non nuls. p(yj|D) peut alors être vue comme un mélange de
Gaussiennes N (Dixji, σ2IN) où chaque élément est pondéré par un facteur
dépendant de la parcimonie de xji et de la probabilité a priori p(cj = i).

3.6.2 L’algorithme de Sezer revisité

Dans cette sous-section, nous montrons que l’algorithme de Sezer peut être
considéré comme une implémentation particulière d’un problème au maxi-
mum a posteriori (MAP) dans le contexte probabiliste exposé dans la sous-
section précédente. Posons X = [x1, . . . , xj, . . . , xK] une matrice dont les co-
lonnes sont les vecteurs parcimonieux xj et c = [c1, . . . , cK]T un vecteur formé
des indices cj. Si on fait les deux hypothèses suivantes

∀i ∈ {1, . . . , P}, ∀j ∈ {1, . . . , K}, p(cj = i) =
1
P

et λ′ = 2λσ2, (3.46)

où P est le nombre de bases considérées et λ′ le facteur Lagrangien utilisé
dans l’algorithme de Sezer, alors les récursions (3.35)-(3.38) peuvent être re-

1. Remarque : (3.45) ne définit pas une distribution de probabilité “propre” puisque le facteur
de normalisation est ∞. Cependant cette “entorse” ne conduit à aucune difficulté dans la suite de
la dérivation de l’algorithme.



88 Chapitre 3. Transformations adaptatives

formulées comme suit :

c(k) = argmax
c

K

∑
j=1

log p(yj, x(k−1)
j , D(k−1), cj), (3.47)

(D(k), X(k)) = argmax
(D,X)

K

∑
j=1

log p(yj, xj, D, c(k)
j ). (3.48)

L’équivalence entre (3.47)-(3.48) et (3.35)-(3.38) est évidente en prenant le
modèle (3.43)-(3.45) en compte.

De (3.47)-(3.48), on déduit que l’algorithme de Sezer est équivalent à une
optimisation séquentielle du problème MAP suivant :

(D?, X?, c?) = argmax
(D,X,c)

K

∑
j=1

log p(yj, xj, D, cj). (3.49)

Remarquons que la formulation MAP de l’algorithme de Sezer donne une
connexion entre le paramètre utilisateur λ′ et les paramètres “physiques” du
modèle λ, σ2.

3.7 Bases locales apprises : un nouvel algorithme

Bayésien

Cette section explore une approche alternative au problème d’estimation
MAP (3.49).

La première sous-section explicite cette alternative qui est ensuite
développée dans la seconde sous-section. La qualité de l’algorithme proposé
est évaluée dans les dernières sous-sections à travers ses performances en re-
construction et en compromis débit-distorsion, comparées à celles obtenues
par l’algorithme de Sezer.

Cette contribution a fait l’objet d’un article dans les proceedings de la
conférence ICASSP 2010 [D].

3.7.1 Une approche alternative

Dans la dernière sous-section, nous avons mis en évidence le fait que l’al-
gorithme de Sezer peut être interprété comme un algorithme itératif pour
résoudre un problème d’estimation MAP joint (sur D, X et c). Cette formu-
lation suggère des approches alternatives pour l’optimisation du dictionnaire.



3.7 Bases locales apprises : un nouvel algorithme Bayésien 89

Ici, nous considérons le problème d’estimation MAP marginalisé suivant :

(D?, X?) = argmax
(D,X)

K

∑
j=1

log p(yj, xj, D), (3.50)

où

p(yj, xj, D) =
P

∑
cj=1

p(yj, xj, D, cj). (3.51)

Le problème (3.50) n’a pas de solution analytique simple. Néanmoins, il peut
être résolu de façon efficace au moyen d’un algorithme EM ([25]).

3.7.2 Un nouvel algorithme

L’algorithme EM ([25]) est une méthode itérative permettant de résoudre
des problèmes d’estimation au sens du maximum de vraisemblance impli-
quant des variables cachées. L’algorithme alterne entre deux étapes. Dans
l’étape E-step (pour “expectation step” en anglais), une borne inférieure sur
la fonction objectif que l’on cherche à maximiser (ici, ∑j log p(yj, xj, D), cf.
(3.50)) est calculée en utilisant la valeur courante des paramètres d’intérêt en
compte. La valeur des paramètres est ensuite mise à jour en maximisant la
borne inférieure (constituant ainsi l’étape M-step pour “maximization step”).
Dans notre cas, la variable c est considérée comme cachée. Appliquées au
problème (3.50), les étapes E-step et M-step peuvent être formalisées comme
suit : à la k-ième itération de l’algorithme,

E-step :

Q(D, X, D(k), X(k)) = Ec|Y,X(k),D(k) [log p(X, Y, c, D)], (3.52)

=
K

∑
j=1

P

∑
i=1

w(k)
ji log p(yj, xj, D, cj = i),

où w(k)
ji , p(cj = i|yj, x(k−1)

j , D(k−1)). Y = [y1, . . . , yK] est la matrice dont les
colonnes sont les signaux d’entrainement yj.

M-step :

(D(k+1), X(k+1)) = argmax
(D,X)

Q(D, X, D(k), X(k)). (3.53)

Les équations du E-step (3.52) et M-step (3.53) sont particularisées au modèle
(3.43)-(3.45) dans l’algorithme 6.



90 Chapitre 3. Transformations adaptatives

Il peut être intéressant de comparer les opérations réalisées par l’algo-
rithme proposé et l’algorithme de Sezer. En particulier, l’étape de E-step (3.58)
peut être vue comme une version “douce” de la classification effectuée par
l’algorithme de Sezer. Tandis qu’une décision dure c(k)

j est prise sur les va-
leurs des cj dans (3.36), l’algorithme EM calcule une probabilité a posteriori
de cj, probabilité que le vecteur yj ait une décomposition parcimonieuse dans

la i-ème base. Les probabilités w(k)
ji = p(cj = i|yj, x(k−1)

j , D(k−1)) sont calculées
de la façon suivante :

w(k)
ji ∝ p(cj = i, yj, x(k−1)

j , D(k−1)), (3.54)

∝ p(yj|cj = i, x(k−1)
j , D(k−1)) p(x(k−1)

j |cj = i, D(k−1)) p(cj = i),

∝ exp(− 1
2σ2 ‖yj −D(k−1)

i x(k−1)
ji ‖2

2 − λ‖x(k−1)
ji ‖0) p(cj = i).

Il est alors facile de voir, d’après (3.36), que, si p(cj = i) = 1
P , ∀i, ∀j,

c(k)
j = argmax

i
p(cj = i|yj, x(k−1)

j , D(k−1)). (3.55)

L’algorithme de Sezer peut être, dans ce cas, interprété comme une version
seuillée de l’approche que nous proposons, basée sur l’algorithme EM.

L’étape M-step est trop complexe à calculer. On la remplace par
une procédure itérative qui assure l’augmentation de la fonction
Q(D, X, D(k), X(k)), résultant en un algorithme EM généralisé (GEM pour
“generalized expectation-maximization”). En pratique, la procédure est
relativement similaire à la mise à jour des bases réalisée dans l’algorithme
de Sezer. Elle alterne entre deux étapes : elle calcule les représentations
parcimonieuses des signaux dans chaque base par une opération de seuillage
dur (cf. section 2.2.1 chapitre 2),

∀i ∈ {1, . . . , P}, ∀j ∈ {1, . . . , K}
x(k,l)

ji = argmin
xji

{
‖yj −D(k,l−1)

i xji‖2
2 + λ′‖xji‖0

}
, (3.56)

où (l) est le numéro de l’itération dans l’étape M-step et λ′ = 2λσ2, puis
met à jour les bases. C’est dans cette dernière opération que tient la différence
principale entre les deux algorithmes. Tandis que dans l’algorithme de Sezer,
chaque base Di est optimisée en n’utilisant que les vecteurs contenus dans
le sous-ensemble Si (cf. équation (3.40)), ici l’ensemble d’entrainement entier
{yj}K

j=1 est utilisé en pondérant chaque contribution des yj par wji, i.e., la pro-
babilité de choisir la base Di sachant son approximation parcimonieuse dans
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Algorithme 6: Algorithme d’apprentissage basé EM

0. Initialisation

D(0) = [D(0)
1 , . . . , D(0)

i , . . . , D(0)
P ],

∀i ∈ {1, . . . , P}, ∀j ∈ {1, . . . , K}, x(0)
ji = argmin

xji

{
‖yj −D(0)

i xji‖2
2 + λ′‖xji‖0

}
.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. E-step

∀i ∈ {1, . . . , P}, ∀j ∈ {1, . . . , K},

w(k)
ji ∝ exp(− 1

2σ2 ‖yj −D(k−1)
i x(k−1)

ji ‖2
2 − λ‖x(k−1)

ji ‖0) p(cj = i). (3.58)

2. M-step

∀i ∈ {1, . . . , P},

D(k)
i = argmin

Di

{ K

∑
j=1

w(k)
ji min

xji
{‖yj −Dixji‖2

2 + λ′‖xji‖0}
}

soumis à DT
i Di = IN . (3.59)

cette base. Les bases sont donc calculées selon

∀i ∈ {1, . . . , P}, D(k,l)
i = VUT , (3.57)

où UΛ1/2VT est la décomposition en valeurs singulières de ∑K
j=1 w(k)

ji x(k,l)
ji yT

j
et (l) est le numéro de l’itération dans l’étape de mise à jour des bases. Les
complexités de l’approche basée EM et de l’algorithme de Sezer sont donc
similaires.

3.7.3 Estimation de la variance de bruit

Le cadre probabiliste que nous avons défini présente l’avantage
supplémentaire de permettre l’estimation des paramètres du modèle. Parmi
ceux-ci, la variance de bruit σ2 peut être vue comme une mesure de la
différence entre les signaux réels yj et leurs approximations parcimonieuses
dans les bases correspondantes. Puisque ces dernières sont réestimées à
chaque itération de l’algorithme, il peut être pertinent de répercuter la modifi-
cation sur la variance de bruit, i.e., de la mettre à jour également. L’estimation
de ce paramètre est réalisée en incluant σ2 comme nouvelle variable inconnue
dans le problème MAP (3.50), i.e.,

(D?, X?, (σ2)?) = argmax
(D,X,σ2)

K

∑
j=1

log p(yj, xj, D). (3.60)
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Les équations de l’algorithme EM sont adaptées à ce nouveau problème en
ajoutant l’expression de mise à jour suivante dans l’étape M-step :

(σ2)(k) =
1

NK

K

∑
j=1

P

∑
i=1

w(k)
ji ‖yj −D(k)

i x(k)
ji ‖2

2. (3.61)

Les détails de ce calcul sont donnés dans l’annexe 3.8.2 de ce chapitre.
Dans la section suivante, nous verrons que l’estimation de la variance de

bruit améliore de façon significative la convergence de l’algorithme d’appren-
tissage.

3.7.4 Evaluation des performances en reconstruction

Dans cette sous-section, on cherche à évaluer la capacité de l’algorithme
proposé à retrouver des bases utilisées lors de la génération des données d’en-
traı̂nement. Pour cela, on compare les performances de trois algorithmes :

� “Sezer” : algorithme d’apprentissage proposé dans [96] et défini dans
l’algorithme 5,

� “EM” : algorithme défini dans l’algorithme 6 où l’estimation de la va-
riance de bruit (3.61) est également implémentée,

� “EM-seuillé” : similaire à l’algorithme “EM” où l’étape E-step est rem-
placée par l’opération de seuillage (3.55).

Remarquons que “Sezer” et “EM-seuillé” sont similaires mais diffèrent par
l’estimation de la variance de bruit implémentée dans le dernier.

Génération des données d’entrainement
On utilise des signaux synthétiques pour tester la capacité des algorithmes
à retrouver les bases originales qui génèrent les données. 500 signaux
d’entrainement yj de dimension N = 16 sont générés selon le modèle
(3.43)-(3.45). On considère un ensemble de 6 matrices aléatoires orthonor-
males D = [D1, . . . , D6] générés selon une loi uniforme. Chaque base est
sélectionnée avec une probabilité p(cj) = 1/6. Les vecteurs xj contiennent
L = 4 coefficients non nuls à des positions aléatoires. Les amplitudes des
coefficients non nuls sont définies selon une distribution Gaussienne de
moyenne nulle et de variance σ2

x = 16.

Initialisation des algorithmes
L’ensemble de bases D(0) est initialisé à partir des bases originales comme
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suit :

∀i ∈ {1, . . . , P} D(0)
i = DiMT , (3.62)

où M = GS(I16 + N(a)), GS représente le processus de l’orthogonalisation
de Gram-Schmidt et N(a) représente une matrice de taille 16 × 16 dont
les éléments sont des réalisations i.i.d. d’une loi uniforme sur [−a, a]. Cette
formulation permet de contrôler l’écart de D(0) par rapport à D. On initialise
les x(0)

ji en résolvant le problème (3.56) avec D(0). La variance de bruit est

initialisée par (σ2)(0) = (L/N)σ2
x . Enfin, on pose λ = log N selon le résultat

établi par Donoho et Johnstone dans [29].

Evaluation des performances en reconstruction
Les performances des algorithmes sont évaluées via le taux de détections
manquées (MDR pour missed-detection rate en anglais) représentant le
nombre relatif d’atomes originaux qui ne correspondent à aucun atome
estimé. Puisque tous les atomes sont de normes unitaires, deux atomes d1 et
d̂1 sont considérés comme “correspondants” si et seulement si |dT

1 d̂1| ≥ ξ, où
ξ est fixé à 0.99. Le MDR est évalué en fonction du rapport signal-à-bruit (SNR
pour signal-to-noise ratio en anglais) défini par SNR, 10 log((L/N)σ2

x /σ2).
Les trois algorithmes sont initialisés de la même manière et appliqués sur

le même ensemble de données. Les algorithmes sont itérés 50 fois. L’étape de
M-step est implémenté en itérant 10 fois entre (3.59) et (3.56).
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Figure 3.17 Comparaison entre les algorithmes “Sezer”, “EM” et “EM-seuillé” pour différentes initialisations :
a=0.3 (a) et a=0.4 (b).

Les figures 3.17(a) et 3.17(b) montrent le MDR atteint par les différents al-
gorithmes pour a = 0.3 and a = 0.4. On peut remarquer que l’approche proba-
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biliste proposée conduit à une amélioration claire des performances. Pour des
hauts SNR, l’algorithme de Sezer présente des performances médiocres dues
à l’étape de classification : avec une petite covariance de bruit, la contrainte de
parcimonie est relachée et augmente les erreurs de classification potentielles.
Plus l’initialisation du dictionnaire est “grossière”, plus les approches “EM”
et “EM-seuillé” surpassent en performance de reconstruction l’algorithme de
Sezer. Ainsi, pour a = 0.4, l’algorithme de Sezer n’arrive pas à reconstruire les
bases originales, tandis que “EM” et “EM-seuillé” atteignent des MDR de res-
pectivement 20 % et 54 % à SNR=20 dB. Enfin, d’une façon générale, les perfor-
mances de l’algorithme “EM” sont supérieures à celles de l’algorithme “EM-
seuillé”, prouvant l’intérêt d’une classification “douce” des signaux d’entrai-
nement.

3.7.5 Evaluation des performances en compression

Dans cette sous-section, on s’intéresse à un schéma de compression uti-
lisant des bases apprises par l’algorithme proposé. On compare les perfor-
mances en termes de parcimonie vs distorsion et débit vs distorsion de deux
algorithmes :

� “Sezer” : algorithme d’apprentissage proposé dans [96] et défini dans
l’algorithme 5,

� “EM” : algorithme défini dans l’algorithme 6 où l’estimation de la
variance de bruit (3.61) est également implémentée.

Implémentation
Pour notre étude, nous adoptons un schéma de codage simple, basé sur une
segmentation de l’image en blocs de taille fixe. Nous considérons deux tailles
de blocs différentes : 8× 8 pixels et 16× 16 pixels. Les blocs sont transformés
par une base choisie dans un ensemble appris, puis les coefficients de transfor-
mation sont quantifiés par un quantificateur scalaire uniforme avec une zone
morte deux fois plus large que le pas de quantification.
Apprentissage des bases - Pour les deux tailles de support considérées, 6 bases
sont apprises avec les deux algorithmes “EM” et “Sezer”. L’apprentissage
s’appuie sur un ensemble de 15000 signaux d’entrainement pour la segmen-
tation en blocs de taille 16 × 16 pixels et 50000 signaux pour la segmenta-
tion en blocs de taille 8 × 8 pixels (notons que ces ensembles d’entraine-
ment ne contiennent pas les images qui sont utilisées pour évaluer les per-
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formances des algorithmes). Dans les deux algorithmes, les bases sont initia-
lisées avec des DDCT dont les modes directionnels correspondent aux modes
de prédiction intra du standard de compression vidéo H.264 (les modes “DC”,
“vertical” et “horizontal” ne sont pas considérés). La base DCT est ajoutée aux
bases apprises.

L’apprentissage est réalisé pour plusieurs valeurs de σ2. Comme nous
l’avons mentionné précédemment, σ2 peut être considérée comme une me-
sure de l’erreur d’approximation autorisée entre les signaux d’entrainement
et leurs approximations parcimonieuses. Comme les bases apprises seront
utilisées ensuite dans un schéma de compression, on peut interpréter cette
erreur comme celle dûe à la quantification des coefficients de transforma-
tion (puisque c’est la quantification qui génère la parcimonie). Dans l’algo-
rithme “EM”, la valeur de (σ2)(n), estimée à chaque itération par (3.61), di-
minue du fait de la mise à jour des bases et des vecteurs parcimonieux. On
peut alors poser σ2 comme une borne inférieure en deçà de laquelle une
amélioration de l’approximation parcimonieuse n’est pas pertinente, i.e., la
quantification détermine la qualité de l’approximation parcimonieuse. En pra-
tique, dès que (σ2)(n) atteint la valeur de σ2, on la fixe à cette valeur. Dans le
cas de l’algorithme de Sezer, cette erreur est fixée dès le début dans le pa-
ramètre λ′ = 2λσ2.

Si on suppose l’hypothèse de haute résolution valide (en réalité, elle ne
l’est pas, comme nous l’avons vu dans la section 3.1),

σ2 =
∆2

12
, (3.63)

où ∆ est le pas de quantification choisi. 4 valeurs arbitraires de pas de
quantification sont considérées : 4, 7, 13 et 23. Pour chacune de ces valeurs
deux ensembles de bases sont entrainés, avec les deux algorithmes “EM” et
“Sezer”. Enfin, on pose λ = log N (avec N = 64 ou N = 256) selon le résultat
établi par Donoho et Johnstone dans [29].
Ordre de scanning - Les coefficients transformés et quantifiés sont ordonnancés
selon un ordre particulier, favorisant un regroupement des coefficients
non nuls. Ces ordres sont appris pour chaque taille de support, chaque σ2

considéré et chaque base, de la même façon que dans les expérimentations
menées dans la sous-section 3.5.3 avec l’algorithme de Sezer “amélioré”.
Enfin, pour la DCT, l’ordre de scanning en “zigzag” classique est utilisé.
Codage - Après ordonnancement, les coefficients quantifiés de la transfor-
mation sont encodés par des codes de Huffman. Les indices des coefficients
non nuls sont traités par un codage par plages de zéros (RLE). Enfin, à
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chaque point de compression, la valeur de ∆ correspondant à l’ensemble de
bases générant les meilleures performances en débit-distorsion est codée et
transmise.

Evaluation des performances en termes de parcimonie vs distorsion
La figure 3.18 illustre les performances en termes de parcimonie vs distorsion
atteintes par les deux schémas de compression considérés (l’un utilisant les
bases apprises par l’algorithme “EM”, l’autre les bases apprises par l’algo-
rithme “Sezer”). Les graphes des figures 3.18 (a)-(c)-(e) sont obtenues pour
une segmentation de l’image à compresser en blocs de taille 8× 8 pixels ; ceux
des figures 3.18 (b)-(d)-(f) pour une segmentation en blocs de taille 16 × 16
pixels. 3 images sont considérées, “Cameraman”, “Peppers” et “Roofs”.

Les résultats observés sont assez décevants pour la segmentation en blocs
de taille 8 × 8 pixels. Les bases apprises par l’algorithme “EM” améliorent
certes les performances mais cette amélioration reste peu significative quelle
que soit l’image compressée. En revanche, sur une segmentation en blocs de
taille 16 × 16 pixels, le gain apporté par les bases apprises par l’algorithme
“EM” est très perceptible pour les images “Cameraman” et “Peppers”. Pour
certaines parcimonies, l’écart entre les deux courbes de performances dépasse
1 dB. Ce n’est pas le cas pour l’image “Roofs”, pour laquelle on observe des
performances similaires pour les deux schémas de compression.

Plusieurs raisons peuvent être avancées pour expliquer ces résultats.
Nous l’avons vu précédemment, l’une des faiblesses de l’algorithme de
Sezer réside dans son étape de classification. Pour un rapport L/N donné
(i.e., pour une parcimonie donnée), lorsque la dimension des signaux
d’entrainement augmente, le nombre de combinaisons d’atomes possibles
augmente et constitue une plus grande source d’erreurs pour la classification.
Le remplacement de cette étape par un calcul de probabilités a posteriori,
pondérant les contributions de chaque signal dans l’optimisation des bases,
permet de prendre en compte l’incertitude sur la classification des signaux
et justifie l’amélioration des performances observées sur les figures 3.18
(b)-(d). Par ailleurs, les images “Cameraman” et “Peppers” présentent
des caractéristiques similaires : contours orientés nets et contrastés, zones
homogènes, peu ou pas texturées. L’image “Roofs”, au contraire, contient
beaucoup de zones fortement texturées et des contours peu contrastés. On
peut imaginer améliorer ces résultats en augmentant le nombre de bases
apprises, ou en catégorisant les images et adaptant l’ensemble d’entrainement
à la catégorie considérée.
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Figure 3.18 Performances parcimonie-distorsion atteintes par les ensembles de bases apprises par les algo-
rithmes “Sezer” et “EM” pour différentes images, “Cameraman” (a)-(b), “Peppers” (c)-(d), “Roofs” (e)-(f), et
pour une segmentation en blocs de tailles différentes, 8× 8 pixels (a)-(c)-(e) et 16× 16 pixels (b)-(d)-(f).
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Evaluation des performances en termes de débit vs distorsion
La figure 3.19 compare les performances en termes de débit vs distorsion
atteintes par les deux schémas de compression sur des segmentations en
blocs de taille 8 × 8 pixels (figures 3.19 (a)-(c)-(e)) et 16 × 16 pixels (figures
3.19 (b)-(d)-(f)) et pour les 3 images “Cameraman”, “Peppers” et “Roofs”.

On observe que quelles que soient la taille des blocs et l’image compressée,
les deux schémas de compression présentent des performances relativement
similaires. Certes, la courbe rouge de l’algorithme “EM” est légèrement
supérieure à la courbe bleue de “Sezer”, mais la différence n’est pas signifi-
cative.

Pour expliquer ce résultat, une analyse des coûts de codage des indices
et des valeurs des coefficients quantifiés peut être intéressante. La figure 3.20
illustre ces coûts en fonction de la segmentation choisie et de l’image com-
pressée.

On constate d’abord que les coûts liés au codage des valeurs quantifiées
sont très proches d’un schéma de compression à l’autre. Les algorithmes “EM”
et “Sezer” reposent sur une optimisation des bases similaire, les distributions
des coefficients issus de la transformation par une base apprise selon l’un ou
l’autre algorithme sont donc très ressemblantes. Une plus grande différence
est observable entre les coûts de codage des indices des coefficients non nuls.
D’une façon générale, ce coût est toujours plus élevé pour les bases apprises
par l’algorithme “EM” que pour celles apprises par l’algorithme “Sezer”.
Cette augmentation est faible pour la segmentation en blocs de taille 8 × 8
pixels et pour l’image “Roofs” quelle que soit la segmentation considérée,
mais elle est plus élevée pour la compression des images “Cameraman” et
“Peppers” en blocs de taille 16 × 16 pixels. Ces observations expliquent les
courbes de la figure 3.19 : même lorsque les performances en termes de parci-
monie vs distorsion sont améliorées (comme “Cameraman” et “Peppers” pour
une segmentation en blocs de tailles 16× 16 pixels), elles sont compensées par
un plus grand coût de codage des indices.

Nous nous heurtons là encore au problème d’ordonnancement des atomes.
Si, dans certains cas, l’algorithme “EM” a permis d’augmenter la parcimonie
des vecteurs de transformation pour une distorsion donnée, il n’a pas résolu
le problème de sélection uniforme des atomes de la décomposition. Et en ef-
fet, aucune contrainte de ce type n’a été prise en compte. Nous verrons dans
le chapitre 5 qu’une réponse possible à ce problème peut être apportée par
l’utilisation d’un modèle Bernoulli-Gaussien.
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Figure 3.19 Performances débit-distorsion atteintes par les ensembles de bases apprises par les algorithmes
“Sezer” et “EM” pour différentes images, “Cameraman” (a)-(b), “Peppers” (c)-(d), “Roofs” (e)-(f), et pour une
segmentation en blocs de tailles différentes, 8× 8 pixels (a)-(c)-(e) et 16× 16 pixels (b)-(d)-(f).
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Figure 3.20 Coûts de codage des indices, Ri , et des valeurs des coefficients quantifiés, Rv , obtenus pour la
compression des images “Cameraman” (a)-(b), “Peppers” (c)-(d), “Roofs” (e)-(f), avec les ensembles de bases
apprises par les algorithmes “Sezer” et “EM” sur une segmentation en blocs de tailles différentes, 8× 8 pixels
(a)-(c)-(e) et 16× 16 pixels (b)-(d)-(f).
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3.8 Annexes

3.8.1 Calcul du pas de quantification optimal au sens débit-distorsion

(3.15)

Reprenons le problème d’optimisation (3.14) :

q∆?(µ) = argmin
q∆

‖x− q∆(x)‖2
2 + µγ‖q∆(x)‖0,

= argmin
q∆

N

∑
k=1

(|xk − q∆(xk)|2 + µγ‖q∆(xk)‖0). (3.64)

q∆ est supposé scalaire uniforme avec une zone morte T = 2∆ où ∆ est le pas
de quantification. Dans ce cas, optimiser q∆ revient à optimiser ∆ pour tout
k ∈ {1, . . . , N}.

On note Lk = |xk − q∆(xk)|2 + µγ‖q∆(xk)‖0, ∀k ∈ {1, . . . , N}, la fonction
objectif de (3.64).

Si q∆(xk) 6= 0 (i.e., q∆(xk) = (b xk−∆
∆ c+ 3

2 )∆), l’erreur de quantification est
telle que

|xk − q∆(xk)|2 ≤
∆2

4
, (3.65)

de sorte que, ∀k ∈ {1, . . . , N},

Lk ≤
∆2

4
+ µγ. (3.66)

On note L 6=0 ,
∆2

4 + µγ.
En revanche, si q∆(xk) = 0, la fonction objectif s’écrit, ∀k ∈ {1, . . . , N},

Lk = x2
k . (3.67)

Puisque ∆ doit être le même pour tout k ∈ {1, . . . , N}, la décision sur la
valeur de q∆(xk) est donc prise par la condition suivante :

si Lk ≤ L 6=0, alors q∆(xk) = 0, (3.68)

et définit la zone morte

T
2

= ∆ =

√
µγ +

∆2

4
(3.69)

⇒ ∆ =

√
4µγ

3
. (3.70)
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3.8.2 Calcul de l’équation de mise à jour de la variance de bruit (3.61)

A chaque itération k de l’algorithme d’apprentissage basé EM, la fonction
que l’on cherche à maximiser dans l’étape M-step s’écrit

Q(D, X, D(k), X(k)) =
K

∑
j=1

P

∑
i=1

w(k)
ji log p(yj, xj, D, cj), (3.71)

∝−K
2

log(2πσ2N)

+
K

∑
j=1

P

∑
i=1

w(k)
ji

(
− 1

2σ2 ‖yj −Dixji‖2
2 − λ‖xji‖0

)
+ log p(cj = i).

Dérivant l’expression par rapport à σ2 et égalisant le résultat obtenu à zéro
pour atteindre l’optimum, on obtient l’équation de mise à jour (3.61), i.e.,

(σ2)(k) =
1

NK

K

∑
j=1

P

∑
i=1

w(k)
ji ‖yj −D(k)

i x(k)
ji ‖2

2. (3.61)

3.8.3 Images utilisées
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(a) (b)

(c) (d)

(e)

Figure 3.21 Images utilisées pour tester les schémas de compression proposés : “Barbara” (a), “Cameraman”
(b), “Lena” (c), “Roofs” (d), “Peppers” (e).
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Prédiction et

parcimonie 4
Dans le chapitre précédent, nous avons approfondi l’idée de parcimonie

dans le codage par transformée et élaboré un schéma de compression exploi-
tant des bases locales favorisant la parcimonie des transformées concaténées
en bintree. Ainsi que nous l’avons introduit dans le chapitre 1, le codage par
transformée est à mettre en parallèle du codage par prédiction, qui permet
une prise en compte différente de la redondance présente dans une image.
De nombreux travaux (cf. section 1.4 chapitre 1) se sont intéressés à ce type
de compression, et parmi ceux-ci, certains se sont en particulier penchés sur
l’intérêt des approches parcimonieuses.

Comme nous l’avons mentionné dans l’introduction du chapitre 2, il
n’existe pas de lien évident entre parcimonie et codage par prédiction. A
notre connaissance, toutes les méthodes proposées font l’hypothèse d’une
décomposition parcimonieuse du signal constitué des données manquantes
et observées dans un dictionnaire donné. Ce postulat permet de lier les deux
types de données et ainsi de prédire les unes par rapport aux autres. Nous y
reviendrons dans la première section de ce chapitre.

Les performances atteintes par ces approches dépassent encore de peu
celles obtenues par l’algorithme de prédiction intra utilisé dans le format de
compression H.264 [91]. Dans les deuxième et troisième sections de ce cha-
pitre, nous tenterons d’améliorer ces résultats et proposerons une méthode ex-
ploitant un dictionnaire lui-même structuré en un ensemble de dictionnaires.
Cependant notre étude est prospective : il serait nécessaire d’intégrer l’algo-
rithme proposé dans un schéma de compression vidéo complet de type H.264
pour le valider.

Cette contribution fait l’objet d’un article qui sera publié dans les procee-
dings de la conférence MMSP en octobre de cette année [A].
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4.1 Introduction

Dans cette section, nous introduisons l’approche parcimonieuse dans le
problème de prédiction (ou d’inpainting, les deux problèmes se formalisant de
façon similaire) puis établissons un bref état de l’art des contributions utilisant
cette approche.

L’idée de prédiction basée sur des décompositions parcimonieuses repose
sur l’hypothèse que les données que l’on veut prédire et les données observées
ont une décomposition parcimonieuse dans un dictionnaire donné. Cette hy-
pothèse constitue une information a priori sur le signal fait de la concaténation
des données observées et manquantes. Intuitivement, elle permet de définir
un lien entre les deux types de données - la décomposition parcimonieuse des
données observées est également celle des données manquantes - et ainsi de
prédire les unes en fonction des autres.

L’approche “standard” est formalisée de la façon suivante. Soit y =
[yT

o , yT
m]T la concaténation de yo ∈ RNo , données observées, et ym ∈ RNm ,

données manquantes. On suppose que y a une décomposition parcimonieuse
dans le dictionnaire D ∈ RN×M et que l’on peut l’approcher en ne connais-
sant que yo. Le vecteur de décomposition parcimonieuse x? est calculé à partir
des données observées comme solution des problèmes (PP

p ), (PA
p ) ou (PR

p ) (cf.
sous-section 2.1.3 chapitre 2). Par exemple, pour le problème de régularisation
(PR

p ),

x? = argmin
x
‖yo −Dox‖2

2 + λ‖x‖0, (4.1)

avec λ multiplicateur Lagrangien et Do ∈ RNo×M le dictionnaire dont les
lignes correspondent aux coefficients de yo, comme illustré à la figure 4.1. Le
signal ym est alors prédit par ŷ?

m défini comme

ŷ?
m = Dmx?, (4.2)

où Dm ∈ RNm×M est le dictionnaire dont les lignes correspondent aux coeffi-
cients de ym (cf. illustration de la figure 4.1).

Avec un choix de dictionnaires pertinents, beaucoup de contributions
([46, 47, 31, 37, 73, 110]) montrent qu’une telle approche offre de bonnes per-
formances en prédiction et inpainting.

Dans [46, 47], Guleryuz considère un ensemble de bases orthonormales
et propose un algorithme d’inpainting itératif estimant le signal manquant
comme la moyenne des approximations parcimonieuses dans chaque base.
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'

y D x

ym

yo

Dm

Do

Figure 4.1 “Découpage” du dictionnaire et notations utilisées dans les méthodes de prédiction basées sur les
décompositions parcimonieuses.

Nous verrons que la méthode que nous développons dans ce chapitre re-
pose sur une idée similaire. Une autre approche est présentée par Elad et al.
dans [31]. L’implémentation proposée utilise un dictionnaire redondant fait
d’atomes bien adaptés à des zones “cartoon” et texturées. Elad et al. ajoutent
également un terme de pénalité de variation totale (TV) au problème de
décomposition parcimonieuse standard. Enfin, dans [37], Fadili et al. intro-
duisent une implémentation de (4.2)-(4.1) basée sur l’algorithme EM.

Plusieurs contributions s’intéressent plus spécifiquement au problème de
prédiction basée sur des décompositions parcimonieuses dans le contexte de
compression d’images fixes et vidéo (cf. [73, 110]). Ces contributions se dis-
tinguent principalement par le choix du dictionnaire utilisé pour approcher
de façon parcimonieuse le signal, et le choix des données utilisées comme base
de la prédiction. Dans [73], Martin et al. considèrent un dictionnaire redondant
fait de fonctions discrètes de Fourier réelles et de cosinus, tandis que Türkan
et al. [110] construisent un dictionnaire à partir de blocs d’image pris dans une
zone causale (i.e., déjà décodée, connue au décodeur) large et considèrent 7
voisinages causaux possibles.

C’est dans ce contexte particulier de compression d’image, que nous pro-
posons un nouvel algorithme de prédiction spatiale. Le but est d’améliorer
les performances obtenues par le schéma (4.2)-(4.1) (que nous qualifierons de
“standard” pour le différencier de notre approche) au sens débit-distorsion,
mesurées après prédiction et après codage. Pour ce faire, notre approche
sera donc comparée à la méthode “standard”, mais également au schéma de
prédiction intra utilisé dans le format de compression vidéo H.264 [91], dont
Martin et al. ont montré les bonnes performances dans [73].
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4.2 Prédiction basée sur un mélange de décompositions

parcimonieuses

Mise à part l’approche de Guleryuz dans [46, 47], la caractéristique com-
mune aux méthodes de prédiction mentionnées dans la section précédente
est l’utilisation d’un unique dictionnaire 1 dans le problème de décomposition
parcimonieuse (4.1). Ici, nous considérons un ensemble de dictionnaires : on
suppose que le vecteur recherché a une décomposition parcimonieuse dans
un dictionnaire choisi parmi P. Nous exposons d’abord un cadre probabiliste
adapté à la modélisation de telles situations puis proposons un algorithme
pratique de prédiction exploitant ce contexte. Enfin, nous montrons qu’une
prédiction basée sur ce modèle conduit à un mélange pondéré d’approxima-
tions parcimonieuses calculées dans chaque dictionnaire (se distinguant ainsi
de l’approche de Guleryuz qui propose un moyennage des approximations par-
cimonieuses).

4.2.1 Définition d’un cadre probabiliste

Rappelons le schéma de la figure 1.1 :

Y ∈ Y
t

X ∈ X
q

X̃ ∈ X̃
c

X̃c ∈ A
c−1

X̃ ∈ X̃
h

X̂ ∈ X̂
t−1

Ŷ ∈ Ŷ

Encodage Décodage

Dans ce chapitre comme dans le précédent, les étapes du schéma de com-
pression qui nous intéressent sont celles occupées par les opérateurs t et t−1,
i.e., celles de structuration de la redondance présente dans l’image considérée.

Le problème “standard” de prédiction basée sur des décompositions par-
cimonieuses tel que formalisé par (4.2)-(4.1) fait l’amalgame entre les données
observées au décodeur et les “vraies” données, constituées de blocs de l’image
originale. Pour être précis, on cherche à prédire une partie de l’image ori-
ginale - ym selon les notations de la section précédente - en fonction de
données disponibles au décodeur, donc après transmission et décodage. Ces
dernières données sont “bruitées” par rapport aux originales par les erreurs
de prédiction, appelées “résidus” de prédiction, et par les erreurs de quantifi-

1. Ce dictionnaire peut être par ailleurs choisi dans un ensemble de dictionnaires ou fait
d’atomes de natures différentes (par exemple, DCT, ondelettes, etc.).
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cation de ces résidus produites lors de leur encodage. Ce sont ces deux sources
d’incertitudes que nous tentons de prendre en compte à travers la définition
d’un cadre probabiliste.

Nous adoptons les notations suivantes. Soit y = [yT
o , yT

m]T le vecteur
constitué des données originales à l’encodeur, yo disponibles et ym que l’on
cherche à prédire. On pose z = [zT

o , zT
m]T le pendant de y au décodeur, i.e.,

après codage et transmission, constitué de zo données observées et zm données
manquantes.

On considère un ensemble de P dictionnaires D = {D1, . . . , DP} avec
Di ∈ RN×Mi , ∀i. Notons que nous nous plaçons ainsi dans un cadre plus
général que celui utilisé dans les sections 3.6 et 3.7 où l’on supposait des bases
orthonormées. On pose X l’ensemble des vecteurs de décompositions de y
dans chaque dictionnaire Di, i.e.,

X = {xi}P
1 . (4.3)

De même que dans les sections 3.6 et 3.7, nous assimilerons variable
aléatoire et réalisation lorsque le contexte est univoque.

Sur la base de ces définitions, on considère le modèle hiérarchique suivant :

p(z|y) = N (Hy, Γ), (4.4)

p(y|X , c = i) = p(y|xi) = N (Dixi, σ2 IN), (4.5)

p(X |c = i) = p(xi) ∝ exp(−λi‖ xi‖0), (4.6)

où 2 H ∈ RN×N , λi > 0 et N (µ, Σ) est une distribution Gaussienne de
moyenne µ et de covariance Σ. Γ est supposée diagonale avec

Γjj =

{
σ2

o si le j-ème coefficient de z est dans zo,
σ2

m si le j-ème coefficient de z est dans zm.
(4.7)

Le modèle (4.4)-(4.6) peut être interprété de la façon suivante. La distribu-
tion (4.4) définit le modèle d’observation, tandis que les définitions (4.5)-(4.6)
formalisent les informations a priori sur y. Ainsi, z est observé comme une
transformation linéaire bruitée de y, lui-même combinaison bruitée d’atomes
d’un unique dictionnaire choisi parmi P ; ce dictionnaire est indexé par c.
La parcimonie de la décomposition de y est encouragée par la distribution a
priori (4.6) pénalisant les décompositions xi qui ont beaucoup de coefficients
non nuls. La figure 4.2 représente un graphe factoriel [59] schématisant les
dépendances entre les variables considérées.

2. Remarque : ici encore, (4.6) ne définit pas une distribution de probabilité “propre” puisque
le facteur de normalisation est ∞. Cependant cette “entorse” ne conduit à aucune difficulté dans
la suite de la dérivation de l’algorithme.
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z y X c
p(z|y) p(y|X , c)

p(X |c) p(c)

Modèle
d’observation Modèle a priori

Figure 4.2 Illustration du modèle (4.4)-(4.6) et des relations entre les variables considérées.

Le modèle (4.4)-(4.6) est général. Le paramètre H définit un bruit multipli-
catif, par exemple dû aux appareils d’observation, et le paramètre Γ un bruit
additif, comme ici par exemple, un bruit de quantification. On peut donc ima-
giner appliquer ce modèle dans des contextes d’utilisation plus larges, comme
des problèmes d’amélioration de rendu, de débruitage - plus particulièrement
de deblurring si H modélise une convolution par un noyau par exemple Gaus-
sien [65] - ou de superrésolution si H est une matrice de sous-échantillonnage
[70], et à d’autres types de signaux.

Dans notre cas, le seul bruit envisagé est celui dû à la prédiction et au
codage des résidus de prédiction, il n’y a pas de bruit multiplicatif : H = IN .
Le contexte d’application est la prédiction spatiale du signal ym ; on pose donc
σ2

m → +∞ pour modéliser l’indisponibilité de zm au décodeur.

4.2.2 Développement d’un nouvel algorithme

Dans ce contexte probabiliste, nous nous intéressons au problème d’esti-
mation au sens de l’erreur quadratique moyenne minimale (MMSE pour mi-
nimum mean square error en anglais). Comme nous l’avons vu dans la section
2.2 du chapitre 2, l’estimation MMSE est une approche déjà exploitée dans la
recherche d’approximations parcimonieuses. Et en effet, dans ce contexte, de
récentes contributions [60, 95, 32] ont montré que l’estimation MMSE appor-
tait de meilleures performances en terme de reconstruction que l’estimation
MAP. Ces résultats encourageants motivent une utilisation plus générale de
l’estimation MMSE dans des problèmes reposant sur des décompositions par-
cimonieuses. On peut ainsi espérer améliorer les performances en prédiction
de la méthode “standard” (qui peut être interprétée, d’un point de vue
Bayésien, comme une estimation MAP).

Plus précisément, nous nous intéressons ici à un problème d’estimation
MMSE approché, exprimé de la façon suivante :

ŷ?
m = argmin

ŷm

∫
ym
‖ŷm − ym‖2

2 p(ym|X = X ?, z) dym, (4.8)
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où

X ? = argmax
X

log p(z, X ). (4.9)

Connaissant X ?, (4.8) est l’estimateur optimal au sens de l’erreur quadratique
moyenne de reconstruction. L’approximation de l’estimation MMSE réside
dans la maximisation sur X , préférée à la marginalisation 3.

La fonction objectif de (4.9) peut être réécrite comme

p(z, X ) = ∑
c

∫
y

p(z, y, X , c) dy,

= ∑
c

p(zo|X , c) p(zm|X , c) p(X |c) p(c), (4.10)

avec p(zo|X , c = i) = N (Do
i xi, (σ2 + σ2

o )INo ) et p(zm|X , c = i) =
N (Dm

i xi, (σ2 + σ2
m)INm) (ces résultats sont détaillés dans l’annexe de ce cha-

pitre). Considérant le modèle (4.4)-(4.6), le i-ème terme de la somme sur c
dépend seulement de xi. Ainsi, résoudre le problème d’optimisation joint (4.9)
revient à résoudre P problèmes indépendants d’optimisation sur xi. Puisque
nous avons posé l’hypothèse σ2

m → +∞, la solution de (4.9) s’exprime comme
X ? = {x?

i }P
i=1 où

∀i ∈ {1, . . . , P}, x?
i = argmin

xi

1
2(σ2 + σ2

o )
‖zo −Do

i xi‖2
2 + λi‖xi‖0, (4.11)

où Do
i ∈ RNo×Mi est la restriction de Di aux lignes correspondant aux coeffi-

cients de zo dans z.
Notons que l’expression (4.11) a la forme du problème de décomposition

parcimonieuse standard (PR
p ). Plus précisément, x?

i peut être vu comme le
vecteur de décomposition parcimonieuse de zo dans le dictionnaire Do

i .
Par ailleurs, la théorie de l’estimation indique que la solution de (4.8) peut

être réécrite comme

ŷ?
m =

∫
ym

ym p(ym|X = X ?, z) dym, (4.12)

où

p(ym|X =X ?, z) =
P

∑
i=1

p(ym, c = i|X =X ?, z), (4.13)

=
P

∑
i=1

p(c = i|X = X ?, z) p(ym|X =X ?, c = i, z), (4.14)

3. La marginalisation est ici tout à fait possible : si la distribution a priori p(X |c) est impropre,
la distribution a posteriori p(X |y, c) est, elle, bien définie. Mais par l’intégration, l’information
de parcimonie disparait, résultant en une approche peu intéressante.
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avec Dm
i ∈ RNm×Mi , restriction de Di aux lignes correspondant aux coeffi-

cients de zm dans z. Soit, en reprenant alors le modèle (4.4)-(4.6),

p(ym|X =X ?, z) =
P

∑
i=1

p(c = i|X =X ?, z)N (Dm
i x?

i , σ2 INm). (4.15)

p(ym|X = X ?, z) est donc un mélange de Gaussiennes et (4.12) se simplifie
en

ŷ?
m =

P

∑
i=1

p(c = i|X = X ?, z)
∫

ym
ym N (Dm

i x?
i , σ2 INm),

=
P

∑
i=1

p(c = i|X = X ?, z) Dm
i x?

i . (4.16)

Selon les équations (4.2)-(4.1), Dm
i x?

i est l’estimateur de ym dans le seul diction-
naire Di. Ainsi, ŷ?

m peut être interprété comme une combinaison pondérée des
estimateurs calculés dans chaque dictionnaire. Les coefficients de pondération
p(c = i|X = X ?, z) donnent la probabilité que le vecteur d’observation z ait
été généré à partir du i-ème dictionnaire. Ces probabilités a posteriori sont
calculées de la façon suivante :

p(c = i|X ?, z) ∝ p(c = i, X ?, z), (4.17)

∝
∫

y
p(z, y, X ?, c = i) dy, (4.18)

∝ p(zo|c = i, X ?) p(zm|c = i, X ?) p(X ?|c = i) p(c = i).
(4.19)

Soit, puisque σ2
m → +∞,

p(c = i|X ?, z) ∝ exp(− 1
2(σ2 + σ2

o )
‖zo −Do

i x?
i ‖2

2 − λi‖xi‖0) p(c = i).

Le passage de (4.18) à (4.19) est expliqué dans l’annexe de ce chapitre.
L’implémentation des équations (4.8)-(4.9) est résumée dans l’algorithme

7.
La complexité de l’algorithme proposé est dominée par les P opérations

(4.11). Elle est similaire à celle du problème de décompositions parcimo-
nieuses (PR

p ) utilisant un dictionnaire fait de la concaténation des P diction-
naires considérés.

Remarquons que si on fait l’hypothèse P = 1, l’équivalence entre (4.2)-
(4.1) et (4.20)-(4.21) est immédiate en considérant le modèle (4.4)-(4.6). La for-
mulation standard du problème de prédiction basé sur des décompositions
parcimonieuses peut être ainsi vue comme un cas particulier de la méthode
proposée ici.
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Algorithme 7: Algorithme de prédiction basée sur un mélange de décompositions

parcimonieuses

Etant donné Σ = σ2 + σ2
o :

1. Calcul des décompositions parcimonieuses dans chaque dictionnaire

∀i ∈ {1, . . . , P}, x?
i = argmin

xi

1
2Σ
‖zo −Do

i xi‖2
2 + λi‖xi‖0, (4.20)

2. Estimation du signal à prédire

ŷ?
m =

P

∑
i=1

p(c = i|X = X ?, z) Dm
i x?

i , (4.21)

avec p(c = i|X = X ?, z) ∝ exp(− 1
2Σ
‖zo −Do

i x?
i ‖2

2 − λi‖xi‖0) p(c = i). (4.22)

4.3 Evaluation des performances

Dans cette section, on applique l’algorithme proposé au problème de
prédiction intra d’image. On considère le contexte de prédiction illustré par
la figure 4.3 : pour une image donnée, chaque bloc de taille 8× 8 pixels (bloc
blanc dans la figure 4.3) est prédit à partir des 4 blocs déjà décodés les plus
proches (blocs gris dans la figure 4.3), formant le voisinage dit “causal” du
bloc à prédire. On compare les performances de l’approche proposée avec
deux autres algorithmes de prédiction : un schéma de prédiction similaire à
celui utilisé pour la prédiction intra du format de compression vidéo H.264
[91] et le schéma de prédiction standard basée sur des décompositions parci-
monieuses (4.2)-(4.1).

yo

ym

Figure 4.3 Illustration du contexte de prédiction spatiale utilisée : bloc à prédire ym et le voisinage causal
considéré, yo .

Dans le reste de cette section, nous détaillons d’abord le choix des pa-
ramètres du modèle et le schéma d’encodage utilisé (sous-sections 4.3.1-4.3.2),
puis illustrons les performances atteintes par les différents algorithmes (sous-
section 4.3.3).
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4.3.1 Paramètres du modèle

Les paramètres caractérisant le modèle (4.4)-(4.6) sont définis comme suit.
On suppose que la distribution de la variable c est uniforme :

∀i ∈ {1, . . . , P}, p(c = i) =
1
P

. (4.23)

Le calcul des probabilités a posteriori (4.17) se simplifie ainsi

p(c = i|X ?, z) ∝ exp(− 1
2Σ
‖zo −Do

i x?
i ‖2

2 − λi‖xi‖0). (4.24)

On utilise des DCT directionnelles introduites par Zeng et Fu dans [122]
pour représenter les données de façon parcimonieuse. 7 DCT directionnelles
sont générées selon les modes de prédiction H.264 (les modes “DC”, “verti-
cal” et “horizontal” sont réunis sous le mode “1”, correspondant à la DCT
conventionnelle). Rappelons que les DCT directionnelles sont des bases or-
thonormées.

On pose λi = log N, ∀i ∈ {1, . . . , P}, en faisant l’hypothèse que le résultat
établi par Donoho et Johnstone dans [29] est toujours valable lorsque l’on re-
tire des lignes d’une base orthonormée.

Le choix de la valeur de Σ est liée très étroitement à la parcimonie des
vecteurs x?

i . Or si la qualité d’approximation de yo par Do
i x?

i croit lorsque
la parcimonie de x?

i diminue, ce n’est pas le cas de la prédiction de ym par
Dm

i x?
i . Une information supplémentaire sur le “meilleur” niveau de parci-

monie au sens de la prédiction de ym doit donc être transmise au décodeur.
Dans les méthodes standard basées sur des décompositions parcimonieuses,
le problème (4.1) est souvent remplacé par le problème (PA

0 ) :

x? = argmin
x
‖yo −Dox‖2

2 soumis à ‖x‖0 ≤ L, (4.25)

qui peut être résolu de façon approchée par des algorithmes gloutons (cf. sec-
tion 2.2 chapitre 2). L’information envoyée correspond alors au paramètre L,
qui fixe le nombre de coefficients non nuls maximal de x. Dans notre cas, en-
voyer la “meilleure” valeur de Σ est très coûteux puisque cette variable prend
ses valeurs dans un ensemble continu. Par conséquent, on définit le paramètre
Σ de la façon suivante. Pour un nombre de coefficients non-nuls donnés L, les
vecteurs parcimonieux sont estimés en résolvant

∀i ∈ {1, . . . , P}, x?
i = argmin

xi

‖zo −Do
i xi‖2

2 soumis à ‖xi‖0 ≤ L, (4.26)



4.3 Evaluation des performances 115

puis Σ est calculé en fonction des x?
i comme

Σ =
1

No

P

∑
i=1

1
P
‖zo −Do

i x?
i ‖2

2, (4.27)

où No est le nombre de pixels dans zo.
Ainsi, définir Σ revient à connaı̂tre L, fixant le nombre de coefficients

non nuls des x?
i (notons que nous considérons ici un même L pour tous

les x?
i , i ∈ {1, . . . , P}). Dans le but de maximiser la qualité de reconstruc-

tion de ym, ce nombre d’itérations est ensuite optimisé sous un critère sur le
bloc à prédire. Nous précisons dans les sous-sections suivantes cet aspect de
l’implémentation (en particulier, deux types de critères sont considérés).

4.3.2 Schéma de prédiction et d’encodage

Pour initialiser la prédiction, la première rangée et la première colonne de
blocs de taille 8× 8 pixels sont encodées avec l’algorithme JPEG.

Remplaçant l’étape (4.20) par les deux étapes (4.26)-(4.27), on utilise l’al-
gorithme OMP pour calculer les décompositions parcimonieuses x?

i dans
l’approche proposée ; de même dans l’approche standard basée sur des
décompositions parcimonieuses pour résoudre (4.25). Le nombre d’itérations
de l’algorithme glouton est optimisé sur l’intervalle {1, . . . , Lmax} selon deux
critères différents :

1. Minimisation de l’erreur entre le bloc original et le bloc prédit corres-
pondant,

2. Minimisation de l’erreur entre le bloc original et le bloc prédit
incrémenté du résidu quantifié, codé puis transmis, sous contrainte de
débit.

Le premier critère se formalise de la façon suivante : soit L? le nombre opti-
mal de coefficients non nuls dans chaque x?

i ,

L? = argmin
L
‖ym − ŷ?

m(L)‖2
2, (4.28)

où ŷ?
m(L) est prédit selon (4.2)-(4.1) (approche “standard”) ou (4.20)-(4.22) (ap-

proche proposée), en fonction de L ∈ {1, . . . , Lmax}. Par simplicité, nous appe-
lerons ce critère “Minimisation MSE”. Notons que le calcul de l’erreur se fait
sur le bloc prédit.

Le deuxième nécessite l’introduction de nouvelles variables. On note
rm(L) = ym − ŷ?

m(L), le résidu entre le bloc original ym et le bloc prédit
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ŷ?
m(L), et r̂m(L) l’approximation (dûe à la quantification) de rm(L) transmise

au décodeur. Le bloc prédit incrémenté du résidu quantifié, codé puis transmis
correspond au signal zm non-disponible au décodeur. On note, en fonction de
L, zm(L) = ŷ?

m(L) + r̂m(L). On utilise pour l’estimation du débit le résultat de
Mallat [68], montrant la relation de proportionnalité entre le débit et le nombre
de coefficients de transformation quantifiés non nuls. Le deuxième critère se
formalise finalement en

L? = argmin
L
‖ym − zm(L)‖2

2 + λR(L), (4.29)

où R(L) est le coût de codage du résidu de prédiction rm(L). Le multiplicateur
Lagrangien λ fixant le compromis entre distorsion et débit est relié au pas
de quantification du résidu selon l’expression (3.15) explicitée dans la sous-
section 3.1.1 du chapitre 3. Par la suite, nous appelerons ce critère “Optimisa-
tion R-D”.

Le nombre L? est ensuite encodé par un code de Huffman.

Enfin, à chaque prédiction de bloc, le résidu rm(L?) entre le bloc original et
sa prédiction est d’abord transformé par une DCT conventionnelle puis quan-
tifié par une quantification scalaire uniforme. Notant t l’opérateur de trans-
formation par DCT et q le quantificateur scalaire uniforme, on peut approcher
[69] R(L) par

R(L) ∼ γ q(t(rm(L))), (4.30)

avec γ = 5.5.

4.3.3 Analyse des performances

Nous évaluons les performances de notre algorithme de prédiction pour
Lmax = 8. Pour ce faire, nous le comparons à trois autres algorithmes :

� “H.264” correspond à une méthode de prédiction spatiale similaire à
celle utilisée dans l’algorithme H.264 sur des blocs de 4 × 4 pixels (cf.
sous-section 1.4.3 chapitre 1), mais appliquée ici à des blocs de taille
unique, 8× 8 pixels ; les 8 premiers modes de prédiction sont considérés
ici (cf. sous-section 1.4.2 chapitre 1), le mode 8 étant dans notre cas “non-
causal”.

� “Standard Lmax = 8” qualifie la prédiction basée sur des décompositions
parcimonieuses (4.2)-(4.1) avec un dictionnaire D fait de la concaténation
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des 7 DDCT générées selon les modes de prédiction de H.264 (cf. sous-
section 4.3.1), i.e., D = [D1, . . . , D7] où Di est une DCT directionnelle,
et Lmax = 8. Le coût de codage du degré de parcimonie est, dans ce
cas, similaire à celui de l’algorithme que nous proposons. En revanche
l’approximation parcimonieuse est évaluée sur un ensemble de combi-
naisons d’atomes possibles plus petit de sorte que sa qualité peut en être
affectée.

� “Standard Lmax = 56” qualifie la prédiction basée sur des
décompositions parcimonieuses (4.2)-(4.1) avec un dictionnaire D fait de
la concaténation des 7 DDCT générées selon les modes de prédiction de
H.264 et Lmax = 56. Dans ce cas, la dimension maximale des sous-espaces
considérés dans le calcul de l’approximation parcimonieuse est identique
à celle utilisée dans l’algorithme proposé. Mais c’est aux dépens du coût
de codage du degré de parcimonie, possiblement supérieur.

On note “Mélange Lmax = 8” l’algorithme proposé avec Lmax = 8. La valeur
de Lmax est ici choisie de façon à s’approcher du coût de spécification des
modes de prédiction utilisés dans la méthode “H.264”.

Les deux critères d’optimisation de la parcimonie de la décomposition
de y, (4.28) et (4.29), sont analysés séparément. Pour chacun, les perfor-
mances des quatre algorithmes ci-dessus sont évaluées en termes d’erreur de
prédiction (i.e., ‖ym − ŷ?

m(L)‖2
2 avec les notations précédentes) vs débit, et en

termes de distorsion finale (i.e., ‖ym− zm(L)‖2
2 avec les notations précédentes)

vs débit.

Critère “Minimisation MSE”
On s’intéresse dans un premier temps aux performances en prédiction seule.
La figure 4.4 donne les courbes PSNR en prédiction vs débit pour chacun des
quatre algorithmes “H.264”, “Standard Lmax = 8”, “Standard Lmax = 56” et
“Mélange Lmax = 8”. Si la méthode proposée se montre toujours meilleure
que les deux méthodes “Standard” - jusqu’à un gain de 0.7 dB environ pour
“Cameraman” - la comparaison avec l’algorithme “H.264” est en revanche
moins tranchée. Pour certaines images comme “Barbara”, l’approche pro-
posée conduit à une meilleure prédiction - jusqu’à 0.4 dB à bas débits -
pour d’autres, comme “Cameraman” ou “Roofs”, la méthode “H.264” est la
meilleure - jusqu’à 1 dB environ à hauts débits. Ces deux dernières images
présentent en effet soit des zones homogènes (“Cameraman”) avec des
contours très contrastés et droits, soit des zones très texturées mais orientées
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Figure 4.4 PSNR de prédiction vs débit pour “Barbara” (a), “Cameraman” (b) et “Roofs” (c).

de façon uniforme, i.e., dans la même direction (les tuiles des toits de “Roof-
s”). Une prédiction basée sur les seuls pixels environnant le bloc à prédire,
telle que la réalise l’algorithme “H.264”, constitue alors une méthode de
prédiction efficace. Ce n’est pas le cas pour “Barbara” qui présente des zones
plus diversifiées, avec des textures plus complexes et orientées différemment
(les plis du foulard rayé, la nappe à carreaux, etc.).

Ces observations numériques sont également perceptibles visuellement
sur les images prédites. Sur l’exemple de “Cameraman” donné en figure 4.5,
on distingue ainsi une légère amélioration de la prédiction des structures
géométriques lorsque l’on passe de Lmax = 8 à Lmax = 56 avec l’algorithme
“Standard” : le pied de la caméra est mieux rendu. Toutefois cette amélioration
ne permet pas d’atteindre le résultat obtenu par l’algorithme proposé où le
pied de la caméra et le bras du “Cameraman” par exemple sont encore mieux
reconstruits. Cependant, la supériorité de l’algorithme “H.264” est indiscu-
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prediction reconstruction

(a)

prediction reconstruction

(b)prediction reconstruction

(c)

prediction reconstruction

(d)

Figure 4.5 Résultat de la prédiction spatiale sur “Cameraman” avec la méthode de prédiction de type H.264
(a), les méthodes de prédiction “Standard” basée sur des décompositions parcimonieuses avec L=8 (b) et L=56
(c), et la méthode proposée avec L=8 (d), à 1.6 bpp environ.

table : il conduit au rendu le plus fidèle, présentant des contours plus francs
et mieux dessinés.

La figure 4.6 présente sur trois images considérées les performances PSNR
final vs débit obtenues par les quatre algorithmes. Les performances sont
comparées sous la forme de graphes et par leurs métriques de Bjontegaard
calculées sur la référence de l’algorithme “H.264”. Ces métriques, proposées
par Bjontegaard en 2001 [7], permettent de calculer le gain moyen en PSNR
et le pourcentage moyen en débit “économisé” entre deux courbes débit-
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Figure 4.6 PSNR final vs débit pour “Barbara” (a), “Cameraman” (b) et “Roofs” (c) : courbes et gains de
Bjontegaard correspondants.

distorsion. Rappelons que pour les performances considérées, le PSNR est me-
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suré sur l’image finale, obtenue au décodeur après prédiction, puis codage et
transmission du résidu de prédiction.

D’une façon générale, la méthode proposée présente un bon comporte-
ment vis à vis des trois autres. On observe ainsi un gain de Bjontegaard de
près de 1, 23 dB (−10, 55 % en débit) par rapport à l’algorithme “H.264” pour
l’image “Roofs”, tandis que les algorithmes “Standard Lmax = 8” et “Stan-
dard Lmax = 56” présentent un gain moindre - quelques 0, 94 dB (−8, 09 %
en débit) apportés par l’algorithme “Standard Lmax = 8” pour “Roofs”. Pour
l’image “Cameraman” cependant, les courbes sont resserrées, avec des écarts
peu significatifs. Si on observe toujours un léger avantage pour la méthode
proposée - avec un gain de Bjontegaard de 0, 15 dB (−1, 60 % en débit), les
méthodes “Standard” se trouvent dominées (de peu) par la méthode “H.264”
- avec un déficit de près de −0, 21 dB (2, 08 % en débit) en métrique de Bjonte-
gaard pour la méthode “Standard Lmax = 56”. Enfin, remarquons que quelle
que soit l’image considérée, l’algorithme “Standard Lmax = 8” domine tou-
jours l’algorithme “Standard Lmax = 56”, mais de peu (quelques 0.2 dB à
moyens débits pour “Roofs”).

Ces observations soulignent la complexité des schémas de compres-
sion par prédiction. De bonnes performances en prédiction n’assurent pas
nécessairement de bonnes performances finales, en termes de PSNR sur
l’image décodée vs débit. L’algorithme “H.264” en est une illustration : sur
l’image “Roofs”, il offre de très bonnes performances en prédiction (cf. figure
4.4), qui ne se retrouvent pas sur les courbes PSNR final vs débit de la figure
4.6. De dominant sur la courbe de la figure 4.4, il se trouve dominé par les
deux méthodes “Standard” et “Mélange Lmax = 8”. Il en va de même pour
l’algorithme “Standard Lmax = 56” qui présente une courbe de performance
inférieure à celle de l’algorithme “Standard Lmax = 8” sur tous les graphes de
la figure 4.6 alors même que ses performances en prédiction sont meilleures
(cf. figure 4.4), et ce quelle que soit l’image considérée. Pour un débit donné, la
reconstruction du résidu de prédiction au décodeur est de moins bonne qua-
lité pour “Standard Lmax = 56” que pour “Standard Lmax = 8” : une plus
grande partie du débit est allouée à la prédiction (en raison de l’augmentation
du coût de codage de L?) et même si cela permet une meilleure prédiction, les
performances finales n’en sont pas améliorées.

Le deuxième critère d’optimisation de la parcimonie de la décomposition
de y, “Optimisation R-D”, permet une prise en compte du codage du résidu
lors de la prédiction et devrait donc apporter de meilleures performances
finales.
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Critère “Optimisation R-D”
Puisque le critère “Optimisation R-D” ne minimise pas l’erreur de prédiction,
les performances en prédiction des trois algorithmes seront moins bonnes,
d’une façon générale, que celles observées précédemment avec le critère
“Minimisation MSE”.
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Figure 4.7 PSNR de prédiction vs débit pour “Barbara” (a), “Cameraman” (b) et “Roofs” (c).

La figure 4.7 représente les courbes PSNR en prédiction vs débit pour
chaque algorithme et pour les images “Barbara”, “Cameraman” et “Roof-
s”. On constate d’abord que comme nous l’avons prévu, les PSNR atteints
ne dépassent pas 21 dB pour “Barbara” (contre 22.5 dB avec le critère “Mi-
nimisation MSE”, cf. figure 4.4), et 19.5 dB pour “Cameraman” et “Roofs”
(contre 21 dB avec le critère “Minimisation MSE”). L’allure des courbes est
ensuite beaucoup moins monotone et leurs positions les unes par rapport aux
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autres moins généralisables que celles de la figure 4.4. L’algorithme “Mélange
Lmax = 8” semble toujours apporter de meilleures performances que les algo-
rithmes “Standard”, et ce quelle que soit l’image considérée. En revanche, les
algorithmes “H.264” et “Standard” ont des comportements plus chaotiques :
pour “Barbara”, “Standard Lmax = 8” présente les plus mauvaises perfor-
mances, pour “Cameraman”, c’est “Standard Lmax = 56”, et pour “Roofs”,
“H.264”.
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Figure 4.8 Comparaison des deux critères en termes de PSNR final vs débit pour “Barbara” (a) et “Roofs” (b) :
courbes et gains de Bjontegaard.

Les figures 4.8 et 4.9 considèrent les performances PSNR final vs débit, me-
surées après codage et transmission des résidus de prédiction au décodeur.
Ainsi que nous l’attendions, le critère “Optimisation R-D” permet une
amélioration sensible des performances. Ceci est illustré sur la figure 4.8 pour
la compression des images “Barbara” et “Roofs” par la méthode proposée.
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Pour l’image “Barbara”, le critère “Optimisation R-D” permet d’obtenir un
gain de Bjontegaard de 0.8 dB (−5.09 % en débit) par rapport au critère “Mi-
nimisation MSE”.

Cependant l’amélioration apportée par le critère “Optimisation R-D”
concerne les trois algorithmes. Comme on peut le voir sur la figure 4.9, si
la méthode proposée surpasse toujours les autres algorithmes pour la com-
pression des images “Barbara” et “Roofs”, l’écart entre les courbes est moins
important que sur la figure 4.6 avec un gain de Bjontegaard de 0.71 dB (−7.19
% en débit), obtenu pour “Roofs”, par rapport à l’algorithme “H.264”. Les
deux méthodes “Standard” présentent des performances tout à fait similaires,
leurs courbes de performances sont pratiquement superposées, avec un léger
avantage cependant pour “Standard Lmax = 8”. Le débit total est la somme du
coût de codage de la prédiction et du coût de codage du résidu. Comme nous
l’avons pressenti déjà avec le critère “Minimisation MSE”, le premier est plus
important pour “Standard Lmax = 56” et n’est apparemment pas compensé
par une amélioration de la qualité de reconstruction “finale” (i.e., en prenant
en compte le résidu). De son côté, “Standard Lmax = 8” conduit à un coût
de codage de prédiction moindre et peut donc se permettre un plus grand
coût de codage du résidu, i.e., améliore la qualité de reconstruction du résidu
au décodeur. Pour la compression de “Cameraman”, la méthode proposée,
tout comme les méthodes “Standard”, présente des performances légèrement
inférieures à celles de l’algorithme “H.264” - quelques −0.04 dB (0.55 % en
débit) en métrique de Bjontegaard par rapport à l’algorithme “H.264”. Notons
toutefois, que vis à vis des deux méthodes “Standard”, la méthode “Mélange
Lmax = 8” maintient son bon comportement et atteint toujours de meilleures
performances.

4.3.4 Perspectives

Il est important de souligner que toutes les techniques tendant à adap-
ter le support de la prédiction (voisinage causal, en gris sur la figure
4.3) développées dans le cadre des méthodes de prédiction basées sur
des décompositions parcimonieuses (cf. par exemple [110]) peuvent être
également appliquées à l’algorithme proposé et conduire possiblement à des
améliorations des performances.

En outre, les DCT directionnelles choisies permettent ici une appréhension
“H.264” du problème de prédiction basée sur des décompositions parcimo-
nieuses, mais d’autres dictionnaires peuvent être également considérés. Par
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Figure 4.9 PSNR final vs débit pour “Barbara” (a), “Cameraman” (b) et “Roofs” (c) : courbes et gains de
Bjontegaard correspondants.

exemple, un ensemble de dictionnaires bien adaptés d’un côté aux conte-
nus texturés comme des transformées de Gabor ou des paquets d’onde-
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lettes [87], de l’autre aux contenus “cartoon” comme des curvelets [10] ou
des bandelettes [61] pourrait conduire à une meilleure représentation des ca-
ractéristiques locales de l’image et ainsi à une amélioration possible des per-
formances en prédiction (quoique nous ayons vu que le lien entre perfor-
mances en prédiction et performances en codage n’était pas évident).

Enfin, comme nous l’avons mentionné dans l’introduction, il serait
nécessaire, pour valider la pertinence de l’algorithme proposé, de l’intégrer
dans un codeur vidéo de type H.264. Cette intégration peut être envisagée par
exemple en remplacement d’un mode de prédiction intra de H.264 peu utilisé,
ainsi que Martin le propose dans [74].

4.4 Annexe : calcul de l’intrégale
∫

y p(z, y, X , c) dy

L’intrégale
∫

y p(z, y, X , c) dy peut s’écrire sous la forme∫
y

p(z, y, X , c) dy =
∫

y
p(z|y) p(y|X , c) p(X |c) p(c) dy, (4.31)

= p(X |c) p(c)∫
yo

p(zo|yo) p(yo|X , c) dyo

∫
ym

p(zm|ym) p(ym|X , c) dym.

Les calculs des intégrales
∫

yo
p(zo|yo) p(yo|X , c) dyo et∫

ym
p(zm|ym) p(ym|X , c) dym sont analogues. Nous détaillons ici le pre-

mier en notant que le résultat du second est obtenu en remplaçant l’indice
“o” par l’indice “m”.

D’après le modèle (4.4)-(4.6),

p(zo|yo)p(yo|X , c) =
1√

2πσ2
o

exp
(
− 1

2σ2
o
‖zo − yo‖2

2

)
1√

2πσ2
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2σ2 ‖yo −Do
i xi‖2

2

)
, (4.32)
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)
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)
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On note A = exp
(
− 1

2

(
σ2+σ2

o
σ2σ2

o

)
yT

o yo +
(

1
σ2 xT

i DoT
i + 1

σ2
o

zT
o

)
yo

)
. A peut être

identifiée à une distribution Gaussienne en yo de moyenne myo et de matrice
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de covariance Γyo INo telles que

Γyo =
σ2 + σ2

o
σ2σ2

o
, (4.34)

myo =
σ2

o
σ2 + σ2

o
Do

i xi +
σ2

σ2 + σ2
o

zo. (4.35)

On note B = exp
(
− 1

2 (yo −myo )TΓyo (yo −myo )
)

. Insérant B dans notre cal-
cul initial, on a

p(zo|yo)p(yo|X , c) = B
1√

2π(σ2 + σ2
o )

(4.36)

exp
(
− 1

2(σ2 + σ2
o )

(
zT

o zo − 2xT
i DoT

i zo + xT
i DoT

i Do
i xi

))
.

On reconnait alors une distribution Gaussienne en zo de moyenne mzo et de
variance Γzo INo telles que

Γzo = σ2 + σ2
o , (4.37)

mzo = Do
i xi. (4.38)

On note p(zo|X , c) cette distribution.
Finalement on a

p(zo|yo)p(yo|X , c) = Nyo (myo , Γyo INo )p(zo|X , c), (4.39)

et l’intégration sur yo donne∫
yo

p(zo|yo)p(yo|X , c) dyo = p(zo|X , c). (4.40)

L’intrégale
∫

y p(z, y, X , c) dy devient alors∫
y

p(z, y, X , c) dy = p(X |c) p(c)∫
yo

p(zo|yo) p(yo|X , c) dyo

∫
ym

p(zm|ym) p(ym|X , c) dym

= p(zo|X , c)p(zm|X , c)p(X |c) p(c),

avec p(zo|X , c) = N (Do
i xi, (σ2 + σ2

o )INo ) et p(zm|X , c) = N (Dm
i xi, (σ2 +

σ2
m)INm).
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Algorithmes gloutons

Bayésiens 5
Dans le chapitre 3, l’étude de l’algorithme d’apprentissage de bases pro-

posé par Sezer et al. dans [96] et en particulier des performances en codage at-
teintes par les bases apprises a mis en évidence l’intérêt d’une décomposition
parcimonieuse privilégiant un certain ordonnancement des atomes. Cet or-
donnancement doit permettre de regrouper les coefficients non nuls de façon
à diminuer le coût de codage par RLE des indices des atomes utilisés dans
les décompositions parcimonieuses. Or, dans le chapitre 3, les atomes appris
semblent être sélectionnés de façon uniforme : il n’existe pas d’ordonnance-
ment unique qui soit optimal pour tous les blocs.

Une solution envisageable réside dans l’utilisation d’un modèle proba-
biliste permettant de prendre en compte des probabilités d’occurence des
atomes différentes. Cette condition est par exemple satisfaite par les modèles
Bernoulli-Gaussiens reposant sur des variables Gaussiennes liées à des va-
riables de Bernoulli de paramètres différents.

Dans ce chapitre, nous étudions un modèle Bernoulli-Gaussien en particu-
lier, également utilisé dans [103, 119, 120, 121]. Nous justifions la pertinence
du choix d’un tel modèle dans le problème de recherche de décompositions
parcimonieuses et en dérivons de nouveaux algorithmes Bayésiens. Pour ce
faire, nous considérons un problème d’estimation au sens du maximum a pos-
teriori (MAP) et proposons pour le résoudre plusieurs approches basées sur
des maximisations séquentielles. Nous le verrons, ces approches rappellent
les processus itératifs des algorithmes gloutons de la littérature (cf. état de
l’art section 2.2 chapitre 2).

Ces algorithmes ont fait l’objet d’un article dans les proceedings de la
conférence EUSIPCO 2010 [B].

129
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5.1 Introduction

Dans la section 2.2 du chapitre 2, nous avons introduit quelques algo-
rithmes, dits de poursuite ou gloutons, de la littérature. Ces algorithmes re-
posent sur des procédures “forward” : partant d’un vecteur de support s nul,
les atomes de la décompositions parcimonieuses sont ajoutés petit à petit (un
à un [71, 84] ou plusieurs à la fois [30, 22, 80]). A l’inverse, Couvreur et Bresler
[19] ont proposé un algorithme “backward” annulant au fur et à mesure de la
procédure les coefficients du vecteur support s. Cet algorithme n’est toutefois
réservé qu’aux dictionnaires (sous-)complets. On trouve enfin des algorithmes
mêlant les deux approches, “forward” et “backward”, dans lesquels insertion
et retrait d’atomes sont rendus possibles. Les contributions [48, 123, 103] ont
montré l’intérêt de ces algorithmes, qui permettent la correction d’une “mau-
vaise” insertion par un retrait ultérieur.

Nous étudions ici la conception d’algorithmes de type “backward-
forward” dans un contexte Bayésien. Cette étude a été réalisée en parallèle
et indépendamment d’un travail de Soussen et al. sur une problématique si-
milaire [103]. Soussen et al. proposent une extension “backward-forward” de
l’algorithme Orthogonal Least Square (OLS) [14], tandis que selon une ap-
proche identique, nous introduisons quatre nouveaux algorithmes, pouvant
être interprétés comme des extensions des algorithmes MP, OMP, StOMP et
SP/CoSaMP. Dans l’approche suivie par Soussen et al. comme dans la nôtre,
le même modèle Bernoulli-Gaussien et le même problème d’estimation MAP
sont considérés.

Dans la suite de ce chapitre, nous adopterons les notations suivantes. On
s’intéresse à la décomposition parcimonieuse d’un signal y ∈ RN dans un dic-
tionnaire redondant D = [d1, . . . , dM] avec di ∈ RM, ∀i ∈ {1, . . . , M}, vecteur
normé à 1. On note x = [x1, . . . , xM]T le vecteur de décomposition parcimo-
nieuse et s = [s1, . . . , sM]T , avec si ∈ {0, 1}, ∀i ∈ {1, . . . , M}, le vecteur ca-
ractérisant le support de la décomposition parcimonieuse, i.e., le sous-ensemble
de colonnes de D utilisé pour générer le vecteur y. On rappelle la “conven-
tion” fixée dans le chapitre 2 : si si = 1 (respectivement si = 0), la i-ème co-
lonne di de D est (respectivement n’est pas) utilisé dans la décomposition de
y. Lorsque le contexte le permet, on assimilera variable aléatoire et réalisation.



5.2 Définition d’un cadre probabiliste 131

5.2 Définition d’un cadre probabiliste

On considère le modèle d’observation suivant :

y =
M

∑
i=1

sixidi + n, (5.1)

où n est un bruit Gaussien de moyenne nulle et de variance σ2. Les distribu-
tions sur x, s et n définissent la distribution sur y :

p(n) = p(y|x, s) = N (Dsxs, σ2IN), (5.2)

où Ds (respectivement xs) est une matrice (respectivement vecteur) faite des
di (respectivement xi) tels que si = 1. On suppose que x et s obéissent au
modèle probabiliste suivant :

p(x) =
M

∏
i=1

p(xi), p(s) =
M

∏
i=1

p(si), (5.3)

avec

p(xi) = N (0, σ2
x), (5.4)

p(si) = Ber(pi), (5.5)

et Ber(pi) correspond à une distribution de Bernoulli de paramètre pi. Rappe-
lons qu’une distribution de Bernoulli est telle que, en reprenant les notations
ci-dessus,

p(si = s) =

{
pi si s = 1,
1− pi si s = 0.

(5.6)

Cette distribution peut encore se formaliser de la façon suivante :

p(si) = (1− pi)1−‖si‖0 p‖si‖0
i , (5.7)

= exp ((1− ‖si‖0) log(1− pi) + ‖si‖0 log pi) ,

= exp
(

log(1− pi)− ‖si‖0 log
1− pi

pi

)
,

∝ exp(−λi‖si‖0), (5.8)

avec

λi = log
1− pi

pi
. (5.9)
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Dans la suite de cette section, c’est cette dernière notation que nous adopte-
rons préférentiellement.

Il est important de noter que les expressions (5.2)-(5.5) constituent un
modèle sur y et ne prétendent pas décrire sa distribution réelle. Cependant,
elles sont très bien adaptées à la modélisation de situations où y dérive d’un
processus parcimonieux. En effet, si pi � 1, ∀i ∈ {1, . . . , M}, les réalisations
de la variable aléatoire définie par p(s) auront une grande probabilité d’avoir
peu de coefficients non nuls et donc le vecteur d’observation y d’être généré à
partir d’un sous-ensemble des colonnes de D de petite dimension. En particu-
lier, si pi = p, ∀i ∈ {1, . . . , M}, et M est très grand, des réalisations typiques
de y seront des combinaisons de pM colonnes de D (par la loi des grands
nombres).

Notons enfin que des probabilités pi différentes selon leurs indices per-
mettent de pondérer la sélection des atomes et ainsi de privilégier certaines
formes de décompositions parcimonieuses.

La figure 5.1 schématise par un graphe factoriel [59] les dépendances entre
les variables considérées.

y x
p(y|x, s) p(x)

s

p(s)

Figure 5.1 Illustration du modèle (5.2)-(5.5) et des relations entre les variables considérées.

5.3 Formulation du problème

Le modèle (5.2)-(5.5) ou des variantes de ce modèle ont déjà été utilisés
dans de nombreux algorithmes Bayésiens de la littérature ([103, 119, 120, 121]).
Cependant, à notre connaissance, leur connexion avec les problèmes de re-
cherche d’approximations parcimonieuses (cf. sous-section 2.1.3, chapitre 2),
et en particulier le problème de régularisation (PR

0 ), n’a pas été prouvée.
Le résultat suivant 1 interprète le problème de régularisation (PR

0 ) comme
un cas limite d’un problème d’estimation au sens du maximum a posteriori
(MAP) s’appuyant sur le modèle Bernoulli-Gaussien (5.2)-(5.5). Corollaire de

1. Le même résultat a été obtenu parallèlement par Soussen et al. dans [103].
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ce résultat, les algorithmes proposés pour résoudre (approximativement) le
problème MAP considéré peuvent être vus comme des généralisations des al-
gorithmes de poursuite “standard”.

Théorème 10 Considérons le problème d’estimation au sens du maximum a poste-
riori suivant :

(x̂, ŝ) = argmax
x,s

log p(y, x, s), (5.10)

où p(y, x, s) = p(y|x, s)p(x)p(s) est défini par le modèle Bernoulli-Gaussien (5.2)-
(5.5). Si,

1. ‖D+
s y‖0 = ‖s‖0, ∀s ∈ {0, 1}M,

2. σ2
x → +∞, pi = p ∀i ∈ {1, . . . , M} et µ = 2σ2 log( 1−p

p ),

alors,

x? = x̂, (5.11)

où

x? = argmin
x
‖y−Dx‖2

2 + µ‖x‖0. (PR
0 )

Une preuve de ce résultat est donnée en annexe 5.6.1 de ce chapitre.

Le résultat établi dans le théorème 10 place le problème d’approximation
parcimonieuse (PR

0 ) dans un cadre Bayésien plus général. En particulier, il
révèle les hypothèses statistiques implicitement posées lorsqu’on considère le
problème (PR

0 ). Par exemple, toute information a priori sur les probabilités
d’occurrence des atomes (pi) ou sur l’amplitude des coefficients non nuls (σ2

x )
peuvent être explicitement prises en compte. Le cas particulier σ2

x = +∞ cor-
respond à une distribution a priori p(x) non-informative.

La première condition du théorème est purement “technique”. Elle est sa-
tisfaite dans la plupart des cas rencontrés dans la pratique. En particulier,
cette condition est satisfaite avec une probabilité 1 tant que y est une variable
aléatoire continue dans RN . En effet, l’ensemble des points ne satisfaisant pas
cette condition est égal à l’intersection d’un ensemble fini de sous-espaces de
RN . Cet ensemble est par conséquent de mesure nulle dans RN .

La formulation du problème (5.10) n’offre pas d’intérêt en termes de com-
plexité par rapport à la formulation (PR

0 ). Ainsi, le calcul pratique des solu-
tions de (5.10) requiert des approches sous-optimales, de la même façon que
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pour son homologue (PR
0 ). Dans la section suivante, nous explicitons plu-

sieurs procédures, qui, en raison de l’équivalence (5.11), auront quelques si-
milarités avec les algorithmes gloutons exposés dans la sous-section 2.2.2 du
chapitre 2.

5.4 Développement de nouveaux algorithmes

Dans cette section, nous nous appuyons sur le cadre probabiliste défini
dans la sous-section 5.2 pour dériver quatre algorithmes gloutons.

Ainsi que nous l’avons mentionné, nous verrons que ces algorithmes
peuvent être vus comme des extensions des algorithmes de poursuite “stan-
dard”, présentés dans le chapitre 2, section 2.2 de ce manuscrit. Ils offrent une
plus haute flexibilité et une plus grande précision dans le calcul du support et
des valeurs des vecteurs de décompositions parcimonieuses. En particulier,

� l’information a priori sur la fréquence d’apparition des atomes dans les
décompositions parcimonieuses, constituée par les valeurs des pi selon
les notations admises dans la sous-section 5.2, peut être explicitement
prise en compte dans le processus d’estimation,

� le problème de la désélection des atomes est résolu de façon “naturelle”,

� le cadre Bayésien permet une estimation des paramètres du modèle.
Nous verrons ainsi que l’estimation itération après itération de la va-
riance de bruit σ2 joue un rôle très important dans les performances des
algorithmes.

Les algorithmes proposés sont des procédures relativement simples maxi-
misant log p(y, x, s) de façon itérative.

5.4.1 Bayesian Matching Pursuit (BMP)

Comme nous l’avons vu dans la section 2.2 du chapitre 2, l’algorithme MP
met à jour à chaque itération le coefficient du vecteur de décomposition par-
cimonieuse qui conduit à la diminution maximale de la norme du résidu. Ici,
une séquence {(ŝ(n), x̂(n))} est construite de façon à augmenter la fonction
log p(y, x, s). Pour ce faire, une approche similaire à celle utilisée par MP peut
être suivie : l’algorithme Bayesian Matching Pursuit (BMP) que nous propo-
sons met à jour un unique couple (ŝ(n)

j , x̂(n)
j ) à chaque itération, les autres res-

tant fixés à leurs valeurs à l’itération précédente.
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Pour décrire formellement cette procédure, nous définissons ∀i ∈
{1, . . . , M}

F(si, xi) , log p(y, x̂(n−1)
i , ŝ(n−1)

i ), (5.12)

où x̂(n−1)
i (respectivement ŝ(n−1)

i ) est un vecteur égal à x̂(n−1) (respectivement
ŝ(n−1)) mais pour lequel le i-ème élément est libre de varier. Exploitant le
modèle Bernoulli-Gaussien (5.2)-(5.5), on obtient

F(si, xi) ∝ −1
2

(
si
σ2 +

1
σ2

x

)
x2

i +
1
σ2 si(x̂(n−1)

i + 〈r(n−1), di〉)xi − λi‖si‖0.

A la n-ième itération, le couple modifié (ŝ(n)
j , x̂(n)

j ) est celui pour lequel on
obtient la plus grande variation de la fonction objectif, i.e.,

j = argmax
i

max
(si ,xi)

F(si, xi). (5.13)

Il est calculé comme solution du problème d’estimation

(ŝ(n)
j , x̂(n)

j ) = argmax
(sj ,xj)

F(sj, xj). (5.14)

L’annexe 5.6.2 donne les expressions de ŝ(n)
j et x̂(n)

j résultantes.
En pratique, à chaque itération, on optimise tous les couples (si, xi), pour

i ∈ {1, . . . , M}, indépendamment des autres selon (5.14). Le couple (sj, xj)
qui sera effectivement modifié est choisi ensuite, par (5.13), les autres ne sont
pas modifiés par rapport à l’itération précédente. L’algorithme 8 résume et
formalise la procédure.

Plusieurs caractéristiques importantes de l’algorithme BMP méritent
d’être soulignées :

� s̃(n)
i est une décision sur si optimale localement, i.e., la décision maximi-

sant l’augmentation de la fonction objectif étant donné l’estimateur cou-
rant. L’estimation de s̃(n)

i repose sur la comparaison d’une énergie de si-
gnal résiduel dans la direction de di avec un seuil Ti (cf. équation (5.15)).
Ce seuil dépend de la probabilité d’apparition pi de chaque atome : plus
pi est grande (i.e., plus λi est petit), plus Ti est petit, et donc plus l’atome
di a de chances d’être sélectionné dans la décomposition parcimonieuse.
Notons que si s̃(n)

i = 0 alors que ŝ(n−1)
i = 1, la décision optimale lo-

calement consiste à retirer l’atome di du support de la décomposition
parcimonieuse. De cette façon, l’algorithme BMP implémente “naturelle-
ment” le processus de désélection d’atomes dans la décomposition cou-
rante.
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Algorithme 8: Bayesian Matching Pursuit

0. Initialisation : r(0) = y et x̂(0) = 0.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Calcul de (5.14) ∀i ∈ {1, . . . , M}

∀i ∈ {1, . . . , M} s̃(n)
i =

{
1 si 〈r(n−1) + x̂(n−1)

i di , di〉2 > Ti ,
0 sinon,

(5.15)

avec

Ti , 2 σ2 σ2 + σ2
x

σ2
x

λi , (5.16)

et

∀i ∈ {1, . . . , M} x̃(n)
i = s̃(n)

i

(
x̂(n−1)

i + 〈r(n−1), di〉
) σ2

x
σ2 + σ2

x
. (5.17)

2. Choix du couple modifié : j = argmaxi F(s̃(n)
i , x̃(n)

i ).

3. Mise à jour du support de la décomposition parcimonieuse

∀i ∈ {1, . . . , M} ŝ(n)
i =

{
s̃(n)

i si i = j,

ŝ(n−1)
i sinon.

(5.18)

4. Mise à jour du vecteur parcimonieux

∀i ∈ {1, . . . , M} x̂(n)
i =

{
x̃(n)

i si i = j,

x̂(n−1)
i sinon.

(5.19)

4. Mise à jour du résidu

r(n) = y−
M

∑
i=1

ŝ(n)
i x̂(n)

i di . (5.20)

� L’estimation de l’amplitude des coefficients (5.17) est réalisée en prenant
en compte une information a priori sur la distribution de x, i.e., σ2

x . No-
tons que si ŝ(n)

i = 1 et σ2
x → +∞, l’équation (5.17) devient

x̃(n)
i

σ2
x→+∞
= x̂(n−1)

i + 〈r(n−1), di〉, (5.21)

résultant en l’estimation réalisée dans l’algorithme MP (cf. équation
(2.17) dans l’algorithme 1, section 2.2, chapitre 2).

Dans la sous-section précédente, nous avons montré l’équivalence entre le
problème d’estimation au sens du maximum a posteriori (5.10) et le problème
de régularisation (PR

0 ) si σ2
x → +∞ et pi = p, ∀i ∈ {1, . . . , M}. Ces condi-

tions ne sont pas suffisantes pour assurer l’équivalence entre les algorithmes
BMP et MP en raison de la désélection des atomes, permise par BMP mais non
implémentée dans la procédure MP. Empêchant cette possibilité (en forçant
s̃(n)

i = 1, ∀i ∈ {1, . . . , M}), i.e., en ne considérant que l’ajout d’atomes dans
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le support, on retrouve l’implémentation de l’algorithme MP. Ce dernier peut
donc être considéré comme un cas particulier de son pendant Bayésien.

5.4.2 Bayesian Orthogonal Matching Pursuit (BOMP)

On considère maintenant l’implémentation d’un OMP Bayésien, que nous
noterons BOMP par simplicité. De la même façon que son homologue “stan-
dard” OMP, BOMP procède en modifiant (ajoutant ou, comme nous le ver-
rons dans la suite, retirant) un unique atome du support de la décomposition
parcimonieuse, mais en réestimant à chaque itération le vecteur complet de
pondération x. Les trois premières étapes sont réalisées à la manière de la
procédure BMP précédente. L’indice j de l’atome modifié est choisi selon
l’équation (5.13) et la valeur du ŝ(n)

j correspondant est calculée par (5.15) et
(5.18). L’étape de mise à jour du vecteur parcimonieux, en revanche, se forma-
lise différemment. Après la mise à jour du support de la décomposition, x̂(n)

est calculé comme

x̂(n) = argmax
x

log p(y, x, ŝ(n)), (5.22)

ayant pour solution x̂(n) défini par

x̂(n)
ŝ(n) =

(
DT

ŝ(n) Dŝ(n) +
σ2

σ2
x

I‖ŝ(n)‖0

)−1

DT
ŝ(n) y, (5.23)

et x̂(n)
j = 0 si ŝ(n)

j = 0. Rappelons que x̂(n)
ŝ(n) est constitué des éléments x̂(n)

i de

x̂(n) tels que ŝ(n)
i = 1. La procédure est résumée dans l’algorithme 9. Notons

que, similairement à BMP, BOMP met à jour les coefficients non nuls du vec-
teur de décomposition en prenant en compte l’information a priori sur l’am-
plitude des coefficients, σ2

x . Le détail du calcul de (5.23) est donné en annexe
5.6.3 de ce chapitre.

Comme nous l’avons dit, l’étape de mise à jour du support de la
décomposition parcimonieuse est inchangée par rapport à l’algorithme BMP.
Ainsi, comme BMP, BOMP autorise également la désélection d’atomes. Pour
cette raison, similaire à celle mentionnée précédemment pour l’équivalence
BMP/MP, BOMP ne s’identifie pas à OMP lorsque σ2

x → +∞ et pi = p,
∀i ∈ {1, . . . , M}.
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Algorithme 9: Bayesian Orthogonal Matching Pursuit

0. Initialisation : r(0) = y et x̂(0) = 0.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Calcul de (5.14) ∀i ∈ {1, . . . , M}

∀i ∈ {1, . . . , M} s̃(n)
i =

{
1 si 〈r(n−1) + x̂(n−1)

i di , di〉2 > Ti ,
0 sinon,

avec

Ti = 2 σ2 σ2 + σ2
x

σ2
x

λi ,

et

∀i ∈ {1, . . . , M} x̃(n)
i = s̃(n)

i

(
x̂(n−1)

i + 〈r(n−1), di〉
) σ2

x
σ2 + σ2

x
.

2. Choix du couple modifié : j = argmaxi F(s̃(n)
i , x̃(n)

i ).

3. Mise à jour du support de la décomposition parcimonieuse

∀i ∈ {1, . . . , M} ŝ(n)
i =

{
s̃(n)

i si i = j,

ŝ(n−1)
i sinon.

4. Mise à jour du vecteur parcimonieux

x̂(n)
ŝ(n) =

(
DT

ŝ(n) Dŝ(n) +
σ2

σ2
x

I‖ŝ(n)‖0

)−1

DT
ŝ(n) y, (5.23)

et

∀i ∈ {1, . . . , M} x̂(n)
i = 0 si ŝ(n)

i = 0. (5.24)

4. Mise à jour du résidu

r(n) = y−
M

∑
i=1

ŝ(n)
i x̂(n)

i di .

5.4.3 Bayesian Stagewise Orthogonal Matching Pursuit (BStOMP)

A la manière de StOMP, l’algorithme Bayesian Stagewise Orthogonal Mat-
ching Pursuit, noté BStOMP dans la suite, est une variante de BOMP où plu-
sieurs composantes du vecteur de support s peuvent être modifiées à chaque
itération. L’idée est donc de relacher la condition (5.18).

A la n-ième itération, les coefficients ŝ(n)
j du vecteur support sont calculés

comme

ŝ(n)
j =

{
1 si 〈r(n−1) + x̂(n−1)

j dj, dj〉2 > Tj,

0 sinon,
(5.25)

où Tj est défini par (5.16). La mise à jour des coefficients du vecteur
de décomposition parcimonieuse, reste, elle, inchangée par rapport à la
procédure BOMP et est exprimée par (5.23). L’algorithme 10 détaille les étapes
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Algorithme 10: Bayesian Stagewise Orthogonal Matching Pursuit

0. Initialisation : r(0) = y et x̂(0) = 0.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Mise à jour du support de la décomposition parcimonieuse

∀i ∈ {1, . . . , M} ŝ(n)
i =

{
1 si 〈r(n−1) + x̂(n−1)

i di , di〉2 > Ti ,
0 sinon,

avec

Ti = 2 σ2 σ2 + σ2
x

σ2
x

λi ,

1. Mise à jour du vecteur parcimonieux

x̂(n)
ŝ(n) =

(
DT

ŝ(n) Dŝ(n) +
σ2

σ2
x

I‖ŝ(n)‖0

)−1

DT
ŝ(n) y,

et

∀i ∈ {1, . . . , M} x̂(n)
i = 0 si ŝ(n)

i = 0.

3. Mise à jour du résidu

r(n) = y−
M

∑
i=1

ŝ(n)
i x̂(n)

i di .

de la procédure BStOMP proposée.
Remarquons que si le j-ème atome n’a pas été sélectionné à l’itération

précédente n− 1, i.e., (ŝ(n−1)
j , x̂(n−1)

j ) = (0, 0), la condition (5.25) devient simi-
laire à celle utilisée dans l’étape de mise à jour du support de décomposition
parcimonieuse de StOMP (cf. équation (2.22), algorithme 3, section 2.2, cha-
pitre 2) :

ŝ(n)
j =

{
1 si 〈r(n−1), dj〉2 > Tj,

ŝ(n−1)
j sinon.

(5.26)

Cependant, dans le cas général, les deux opérations ne sont pas équivalentes,
(5.25) permettant la désélection d’atomes interdite par (5.26).

Autre différence entre les deux algorithmes StOMP et BStOMP : le seuil Tj

est ici défini “naturellement” en fonction des paramètres du modèle. Ce n’est
pas le cas de la définition donnée par Donoho et al. dans [30], qui requiert des
hypothèses supplémentaires.

Enfin, notons que les performances de BStOMP peuvent être grandement
améliorées par l’ajout de l’estimation de la variance de bruit σ2 dans le proces-
sus itératif. Comme nous l’avons mentionné précédemment, l’estimation des
paramètres du modèle sont facilitées par le contexte Bayésien. En particulier,
l’estimateur au sens du maximum de vraisemblance de σ2 s’écrit, à l’itération
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n,

(σ2)(n) = argmax
σ2

log p(y, x̂(n−1), ŝ(n−1)),

=
1
N
‖y−Dx̂(n−1)‖2

2,

=
‖r(n−1)‖2

2
N

. (5.27)

Insérant cette expression dans la définition du seuil (5.16), on obtient

T(n)
j , 2

‖r(n−1)‖2
2

N
σ2

x + N−1‖r(n−1)‖2
2

σ2
x

λj. (5.28)

Ainsi, le seuil devient une fonction du numéro d’itération n. Notons que si
σ2

x → +∞,

T(n)
j

σ2
x→+∞
= 2

‖r(n−1)‖2
2

N
λj. (5.29)

T(n)
j est alors proportionnel à l’énergie du résidu r(n−1), avec un facteur de

proportionnalité dépendant de la probabilité d’apparition de chaque atome
(cf. équation (5.9)). Dans les premières itérations, la norme du résidu ‖r(n−1)‖2

est grande, le seuil T(n)
j est lui-même haut, de sorte que les atomes insérés sont

peu nombreux. L’insertion aura tendance à s’accélérer au fur et à mesure des
itérations lorsque ‖r(n−1)‖2 diminuant, le seuil T(n)

j sera plus bas.

5.4.4 Bayesian Subspace Pursuit (BSP)

Enfin, on peut proposer un algorithme de recherche “ressemblant” à l’algo-
rithme CoSaMP/SP ([80, 22]). Nous appelerons cet algorithme Bayesian Sub-
space Pursuit, et l’abrègerons par BSP. L’algorithme BSP présente une struc-
ture similaire à celle de son homologue “standard”. L’idée est de calculer la so-
lution optimale (s̃(n), x̃(n)) dans un sous-espace de dimension supérieure puis
de l’utiliser pour déterminer la solution optimale (ŝ(n), x̂(n)) dans un sous-
espace de dimension fixée, i.e., le nombre de coefficients non nuls du vecteur
de décomposition parcimonieuse est fixé. Nous notons L ce nombre de coeffi-
cients.

Ainsi, l’estimation du support à l’itération n est réalisée de la façon sui-
vante :

ŝ(n) = argmax
s

∑
i

max
xi

log p(y, x̃(n)
i , s̃(n)

i ) soumis à ‖s‖0 = L, (5.30)
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Algorithme 11: Bayesian Subspace Pursuit

0. Initialisation : r(0) = y et x̂(0) = 0.

Tant que le critère d’arrêt n’est pas atteint, répéter :

1. Calcul de (5.32)

∀i ∈ {1, . . . , M} s̃(n)
i =

{
1 si 〈r(n−1) + x̂(n−1)

i di , di〉2 > Ti ,
0 sinon,

avec

Ti = 2 σ2 σ2 + σ2
x

σ2
x

λi ,

2. Projection sur le sous-espace ainsi défini

x̃(n)
s̃(n) =

(
DT

s̃(n) Ds̃(n) +
σ2

σ2
x

I‖s̃(n)‖0

)−1

DT
s̃(n) y, (5.31)

et

∀i ∈ {1, . . . , M} x̃(n)
i = 0 si s̃(n)

i = 0.

3. Mise à jour du support de la décomposition parcimonieuse

ŝ(n) = argmax
s

∑
i

max
xi

log p(y, x̃(n)
i , s̃(n)

i ) soumis à ‖s‖0 = L. (5.30)

4. Mise à jour du vecteur parcimonieux

x̂(n)
ŝ(n) =

(
DT

ŝ(n) Dŝ(n) +
σ2

σ2
x

I‖ŝ(n)‖0

)−1

DT
ŝ(n) y, (5.33)

et

∀i ∈ {1, . . . , M} x̂(n)
i = 0 si ŝ(n)

i = 0.

5. Mise à jour du résidu

r(n) = y−
M

∑
i=1

ŝ(n)
i x̂(n)

i di .

s’appuyant sur l’estimation de x̃(n) telle que

x̃(n)
s̃(n) =

(
DT

s̃(n) Ds̃(n) +
σ2

σ2
x

I‖s̃(n)‖0

)−1

DT
s̃(n) y, (5.31)

avec

s̃(n) = argmax
s

∑
i

max
xi

log p(y, x̂(n−1)
i , ŝ(n−1)

i ). (5.32)

Le vecteur de décomposition parcimonieuse x̂(n) est finalement obtenu par

x̂(n)
ŝ(n) =

(
DT

ŝ(n) Dŝ(n) +
σ2

σ2
x

I‖ŝ(n)‖0

)−1

DT
ŝ(n) y. (5.33)

L’algorithme 11 résume la procédure BSP proposée.
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Il est intéressant de noter que, à l’inverse de CoSaMP/SP, l’algorithme que
nous proposons n’impose aucune contrainte sur le nombre d’éléments non
nuls de s̃(n). Ainsi, ‖s̃(n)‖0 peut être plus grand ou plus petit que L. s̃(n) est
calculé en prenant la meilleure décision locale pour chaque atome du diction-
naire. Cette règle est équivalente à l’opération (5.25) implémentée dans BS-
tOMP. En raison de cette similarité, nous implémentons également l’estima-
tion de la variance de bruit σ2 (5.27), permettant via l’expression du seuil Tj

un meilleur contrôle de l’insertion des atomes.

De même, l’estimation (5.30) est réalisée de la façon suivante. ∀i ∈
{1, . . . , M}, on effectue (5.25) avec x̃(n). Puis, si le nombre d’éléments mis à
1 est supérieur ou égal à L, les modifications ne sont conservées que pour K
indices menant aux plus grandes valeurs de max(xi ,si) log p(y, x̃(n)

i , s̃(n)
i ) et tels

que ‖s‖0 = L. Notons en effet que (5.25) permettant la désélection d’atomes,
K n’est pas nécessairement égal à L mais supérieur ou égal. Si par contre, le
nombre d’éléments mis à 1 est inférieur à L, les modifications sont conservées
pour tous les éléments mis à 1 et pour les indices menant aux plus petites va-
leurs de max(xi ,si) log p(y, x̃(n)

i , s̃(n)
i ) jusqu’à ce que ‖s‖0 = L. De cette façon,

on minimise l’impact de l’introduction d’éléments pénalisants.

5.5 Evaluation des performances

Dans cette section, nous étudions les performances des algorithmes pro-
posés. Nous suivons pour cela la même méthodologie que celle utilisée dans
[22] : la probabilité de reconstruction exacte du vecteur x est calculée en fonc-
tion du nombre de coefficients non nuls de x, L. Nous supposons que le vec-
teur x̂ a été correctement reconstruit si l’erreur de reconstruction sur chaque
coefficient non nul est inférieure à 10−4 (i.e., ∀i ∈ {1, . . . , M}, |xi − x̂i|2 <

10−4).

Les algorithmes proposés sont comparés à leurs homologues “standard”
et à l’algorithme Basis Pursuit Denoising (BPD) [16], qui implémente une so-
lution du problème (PR

1 ).

MP et OMP s’arrêtent lorsque la norme `2 du résidu atteint
√

Nσ2. Les
algorithmes Bayésiens itèrent tant que maxi ρ

(n)
i − log p(y, x̂(n−1), ŝ(n−1)) >

10−6, i.e., tant que la variation de la fonction objectif est suffisamment grande.
Pour StOMP, SP et BPD, les implémentations choisies sont celles dispo-
nibles respectivement sur les pages http ://sparselab.standford.edu/ (SparseLab),
http ://igorcarron.googlepages.com/cscodes et http ://www.acm.caltech.edu/l1magic/
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(`1-Magic). StOMP est utilisé avec le critère de seuillage CFDR ([30]), tandis
que pour les algorithmes BStOMP et BSP, le seuillage (5.28) est considéré.

De façon à tester le comportement des algorithmes dans divers scénarios,
les performances sont évaluées sur des signaux générés synthétiquement se-
lon des modèles différents.

5.5.1 Modèle Bernoulli-Gaussien, dictionnaire aléatoire

Le premier modèle considéré est celui utilisé dans les algorithmes
Bayésiens, comme produit bruité d’un vecteur parcimonieux avec un diction-
naire. Les positions des coefficients non nuls du vecteur parcimonieux sont
déterminées aléatoirement de façon uniforme. L’amplitude des coefficients
non nuls est construite à partir d’une distribution Gaussienne de moyenne
nulle et de variance σ2

x = 10. Pour les variables de Bernoulli si ∀i ∈ {1, . . . , M},
on choisit des paramètres pi identiques et égaux à pi = L/M. Les éléments du
dictionnaire sont des réalisations indépendantes et identiquement distribuées
selon une loi Gaussienne de variance N−1, où N est la dimension des données
fixée à chaque expérimentation (cf. ci-après). La taille du dictionnaire est prise
égale à M = 256 atomes. Enfin, un bruit Gaussien de variance σ2 = 10−5 est
ajouté.

A chaque point d’expérimentation, 500 simulations (i.e., décompositions
parcimonieuses) sont réalisées et moyennées. De façon à ne pas favoriser les
méthodes proposées par une quelconque information a priori, on utilise σ2

x =
1000 dans les algorithmes Bayésiens.

La figure 5.2 illustre les performances en reconstruction (probabilité de re-
construction exacte de x vs nombre de coefficients non nuls de x) obtenues
pour trois dimensions de signaux : N = 77, N = 128 et N = 180. En re-
gard des courbes de performances sont représentées les complexités corres-
pondantes, en temps de calcul moyen par simulation (i.e., par décomposition
parcimonieuse) et pour chaque algorithme.

Les positions des courbes de performance les unes par rapport aux autres
sont relativement insensibles à la redondance du dictionnaire utilisé : ainsi, les
algorithmes BOMP et BSP présentent les meilleures performances, et à l’in-
verse, l’algorithme MP les plus mauvaises, sur les trois figures (a), (c) et (e).
Notons toutefois que l’algorithme BStOMP réalise de bonnes performances
vis à vis de l’algorithme BPD (pour N = 77 et L = 25, on observe une pro-
babilité de reconstruction exacte de 0.3 pour BPD contre 0.65 pour BStOMP,
soit un gain de 35%) et des performances similaires à celles de l’algorithme SP
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Figure 5.2 Modèle Bernoulli-Gaussien, dictionnaire aléatoire - Performances en reconstruction obtenues par
différents algorithmes et complexités correspondantes, pour des dimensions de signaux différentes : N = 77
(a)-(b), N = 128 (c)-(d) et N = 180 (e)-(f).

avec des dictionnaires très redondants (N = 77, figure 5.2 (a)), mais est sup-
planté par ces deux derniers avec des dictionnaires peu redondants (N = 180,



5.5 Evaluation des performances 145

figure 5.2 (e)).

On observe par ailleurs que les algorithmes gloutons Bayésiens recons-
truisent les vecteurs parcimonieux utilisés pour la génération des données si-
non mieux du moins aussi bien que leurs homologues “standard”. Si BMP
et BOMP n’améliorent que peu (10% de plus environ avec une dimension
N = 128 pour BMP) ou pas du tout (pour BOMP) les performances atteintes
par respectivement MP et OMP, les performances obtenues avec les algo-
rithmes BStOMP et BSP sont nettement supérieures à celles de StOMP et SP
respectivement (jusqu’à 30% de gain pour BSP et 50% pour BStOMP avec une
dimension N = 128).

Avant de poursuivre par l’analyse des complexités, il peut être intéressant
de se pencher plus attentivement sur le couple BOMP/OMP et les raisons
pour lesquelles les deux algorithmes présentent exactement les mêmes per-
formances. Reprenant l’équation de mise à jour du vecteur parcimonieux x̂
dans BOMP (5.23), on peut voir que si σ2

x � σ2 alors σ2

σ2
x
→ 0 et (5.23) est

équivalente à l’équation de mise à jour du vecteur parcimonieux x̂ dans OMP
(2.20). D’autre part, cette équation montre que quel que soit le support de la
décomposition parcimonieuse obtenue, il suffit que les “bons” atomes (i.e.,
ceux qui ont été utilisés pour générer le vecteur d’observation y) aient été
sélectionnés pour retrouver le “bon” vecteur parcimonieux (i.e., celui qui a
été utilisé pour générer le vecteur d’observation y) : les valeurs des coeffi-
cients xi ne correspondant pas aux “bons” atomes seront mises à zéro ou à
des valeurs très proches de zéro (dû à la présence de bruit). Ainsi, une analyse
supplémentaire pourrait être de mesurer les performances en reconstruction
des supports des décompositions parcimonieuses, qui a priori, doivent, eux,
être différents selon l’algorithme utilisé, BOMP ou OMP.

Il est délicat de comparer les complexités de chacun des algorithmes
considérés. Comme l’illustrent les deux algorithmes BMP et MP, les critères
d’arrêt utilisés jouent un rôle très important : ainsi si BMP et MP présentent la
même complexité par itération (cf. sous-section précédente), le premier itère
plus longtemps que le dernier avant d’atteindre le critère d’arrêt, résultant
en une complexité d’exécutation globale plus élévée (et pouvant d’autre part
expliquer la légère amélioration des performances). Pour ce cas précis, une
modification du critère d’arrêt pourrait être intéressante.

Cependant, cette critique perd de sa pertinence pour les autres algorithmes
Bayésiens. On peut ainsi observer que BOMP présente une complexité très
inférieure à celle de son homologue “standard” OMP, pour, comme nous
l’avons vu, des performances en reconstruction équivalentes. Ce comporte-
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ment peut s’expliquer par la désélection d’atomes, autorisée dans BOMP et
interdite dans OMP, qui permet de réduire le coût de l’inversion matricielle
(5.23) sans pour autant perdre en qualité de reconstruction. On peut également
supposer que la désélection d’atomes a un effet positif sur la convergence
de l’algorithme, “accélérant” le processus de résolution. Un comportement
similaire régit l’algorithme BStOMP vis à vis de son homologue “standard”
StOMP.

L’algorithme BSP présente une complexité plus élevée que l’algorithme
SP, pour, rappelons-le, de meilleures performances en reconstruction. Cette
double observation peut s’expliquer par le relâchement de la contrainte sur la
dimension de l’espace de recherche lors de la première mise à jour du support
de la décomposition parcimonieuse (5.32) : ce degré de liberté supplémentaire
est susceptible d’améliorer les performances mais exige davantage de calculs
dans (5.31) (le vecteur support s peut avoir un nombre de coefficients non nuls
très élevé).

Notons enfin que l’algorithme BPD présente une complexité nettement
plus élevée que les autres algorithmes. Nous l’avions évoqué dans le chapitre
2, cet algorithme présente une complexité en O(N3) peu compétitive en com-
paraison des algorithmes de poursuite “standard”. Il en va de même avec les
algorithmes gloutons Bayésiens proposés.

5.5.2 Modèle 0− 1, dictionnaire aléatoire

Dans un deuxième temps, on étudie un autre modèle de génération
des données, ne respectant pas le modèle considéré dans les algorithmes
gloutons Bayésiens proposés. Cette fois, le vecteur parcimonieux n’est
autorisé à prendre ses valeurs que dans l’ensemble {0, 1}M, de sorte
que x = s. Les positions des coefficients non nuls restent déterminées
aléatoirement de façon uniforme. De même, la construction du dictionnaire
et les conditions d’exécution des algorithmes sont inchangées par rapport aux
expérimentations précédentes.

Ici encore, on étudie les performances obtenues pour trois dimensions de
signaux : N = 77, N = 128 et N = 180. La figure 5.3 montre les probabilités
de reconstruction atteintes en fonction du nombre de coefficients non nuls.

Une première observation met en évidence les bons comportements des
algorithmes “standard” : quelle que soit la redondance du dictionnaire
considérée, BPD présente toujours les meilleures performances en reconstruc-
tion, suivi par SP. Les algorithmes BMP et MP sont pour leur part toujours
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Figure 5.3 Modèle 0− 1, dictionnaire aléatoire - Performances en reconstruction obtenues par différents algo-
rithmes et pour des dimensions de signaux différentes : N = 77 (a), N = 128 (b) et N = 180 (c).

en queue de peloton, avec des comportements similaires à ceux observés lors
des expérimentations précédentes (BMP légèrement meilleur que MP). Cepen-
dant, il est intéressant de constater que lorsque la redondance diminue (i.e.,
pour des dimensions de signaux plus grandes), les performances atteintes par
les algorithmes gloutons Bayésiens s’améliorent (jusqu’à dépasser SP de 10%
à N = 180 pour BStOMP).

Comme nous l’avons mentionné pour le couple BMP/MP, les comporte-
ments des algorithmes Bayésiens vis à vis de leurs homologues “standard”
sont très similaires à ceux observés lors des expérimentations précédentes :
BOMP et OMP ont des courbes de performances confondues et BStOMP sur-
passe StOMP de près de 50% pour N = 128. Toutefois, le couple BSP/SP fait
entorse à la règle : alors que les performances atteintes par BSP présentaient
un gain de 30% environ par rapport à celles de SP lors des expérimentations
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précédentes, on observe ici l’inverse, SP domine BSP avec une différence de
près de 20% pour N = 128.

5.5.3 Modèle Bernoulli-Gaussien, dictionnaire en cosinus

Dans une troisième et dernière étude, la construction du dictionnaire
est modifiée : les atomes sont des fonctions en cosinus discrets. Posi-
tions et amplitudes des coefficients non nuls du vecteur parcimonieux sont
déterminées selon le permier modèle que nous avons considéré. Enfin, le
scénario d’expérimentation est inchangé.
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Figure 5.4 Modèle Bernoulli-Gaussien, dictionnaire en cosinus - Performances en reconstruction obtenues par
différents algorithmes et pour des dimensions de signaux différentes : N = 128 (a) et N = 180 (b).

La figure 5.4 illustrent les performances en reconstruction obtenues pour
deux dimensions de signaux : N = 128 et N = 180.

De même que lors des deuxièmes expérimentations, l’algorithme BPD
présente les meilleures performances en reconstruction. Il est cependant suivi
de près par l’algorithme BStOMP si le dictionnaire utilisé est très redondant
(N = 128, figure 5.4 (a)). Le couple BMP/MP atteint cette fois-ci encore de
faibles performances, mais il réussit à surpasser l’algorithme SP jusqu’à 25%
pour des dictionnaires peu redondants (N = 180, figure 5.4 (b)) et 5% pour
des dictionnaires plus redondants (N = 128, figure 5.4 (a)).

D’une façon générale, on observe une plus grande similarité entre les
performances atteintes par les algorithmes Bayésiens et celles obtenues par
leurs homologues “standard” lorsque la redondance du dictionnaire dimi-
nue. Ainsi, les courbes de performances de BMP et MP, BOMP et OMP, BS-
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tOMP et StOMP, sont presque confondues sur la figure 5.4 (b). Cette tendance
générale ne semble pas affecter l’algorithme BSP, qui reste bien meilleur que
SP, et ce, quelle que soit la redondance du dictionnaire (jusqu’à 25% de gain
pour N = 128 et 45% pour N = 180).

5.6 Annexes

5.6.1 Preuve du théorème (10)

Soit f (x) , ‖y−Dx‖2
2 + µ‖x‖0 et x?(s) la solution de

x?(s) = argmin
x

f (x) soumis à xi = 0 si si = 0, ∀i ∈ {1, . . . , M}. (5.34)

x?(s) est la solution du problème d’approximation parcimonieuse (PR
p ) si la

position des coefficients non nuls est forcée. Notons que si Ds n’est pas de
rang plein, la solution x?(s) du problème de minimisation n’est pas unique.
Dans la suite de la preuve, nous nous plaçons dans le cas où ‖s‖0 ≤ N et tout
sous-groupe de N colonnes de D forme une famille de vecteurs linéairement
indépendants. Ces deux conditions impliquent que Ds est de rang plein ∀s.
Le cas général, quoique plus complexe, se traite de façon similaire.

La solution du problème d’approximation parcimonieuse (PR
0 ) peut alors

être reformulée comme

x? = x?(s?) avec s? = argmin
s∈{0,1}M

f (x?(s)). (5.35)

De façon similaire, soit g(x) , − log p(y, x, s) et x̂(s) la solution de

x̂(s) = argmax
x

log p(y, x, s). (5.36)

Le problème d’estimation (5.10) peut être alors reformulé comme

x̂ = x̂(s) avec ŝ = argmin
s∈{0,1}M

g(x̂(s)). (5.37)

Le théorème 10 est prouvé en montrant que x̂(s) = x?(s) et g(x̂(s)) =
f (x?(s)), ∀s sous les hypothèses considérées.

Pour faciliter l’écriture, on suppose que les L premiers coefficients de
s sont non nuls (cette hypothèse ne limite pas le cadre de travail défini
précédemment). Si Ds est la matrice faite des L premières colonnes de D et
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D+
s est sa pseudo-inverse, on a

x?
i (s) =

{
(D+

s y)i si i ∈ {1, . . . , L},
0 sinon.

(5.38)

D’un autre côté, la solution de (5.37) s’écrit :

x̂i(s) =


(

DT
s Ds + σ2

σ2
x

IL

)−1
DT

s y)i si i ∈ {1, . . . , L},
0 sinon.

(5.39)

Il est clair que limσ2
x→+∞ x̂(s) = x?(s). Utilisant ce résultat et prenant en

compte le modèle (5.2)-(5.5), on obtient

lim
σ2

x→+∞
g(ŝ) =

‖y−Dx?(s)‖2
2

2σ2 + log p(s) + lim
σ2

x→+∞

∑M
i=1(x?

i (s))2

2σ2 . (5.40)

Le dernier terme tend vers 0 lorsque σ2
x tend vers +∞. De plus, si pi = p,

∀i ∈ {1, . . . , M}, alors λi = λ, ∀i ∈ {1, . . . , M} et p(s) ∝ exp(λ‖s‖0).
Enfin, nous avons posé par hypothèse que ‖x?(s)‖0 , ‖D+

s y‖0 = ‖s‖0,
∀s. Alors puisque µ = 2σ2λ, on a g(x̂(s)) = f (x?(s)), ∀s et nécessairement
x̂ = x?.

5.6.2 Calcul de l’expression du seuil (5.16) et de l’équation de mise à

jour des coefficients (5.17) dans BMP

Pour un j, solution de (5.13) à l’itération n, on cherche le couple (ŝ(n)
j , x̂(n)

j )
tel que

(ŝ(n)
j , x̂(n)

j ) = argmax
(sj ,xj)

log p(y, x̂(n−1)
j , ŝ(n−1)

j ). (5.14)

Soit F(sj, xj) , log p(y, x̂(n−1)
j , ŝ(n−1)

j ). Exploitant le modèle Bernoulli-
Gaussien (5.2)-(5.5), on obtient

F(sj, xj) ∝ −1
2

( sj

σ2 +
1
σ2

x

)
x2

j +
1
σ2 sj(x̂(n−1)

j + 〈r(n−1), dj〉)xj − λj‖sj‖0.

(5.41)

Supposons ŝ(n)
j = 0, alors

x̂(n)
j (0) = argmax

xj

F(0, xj), (5.42)

= argmax
xj

− 1
2σ2

x
x2

j ,

= 0,
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et

F(0, x̂(n)
j (0)) = 0. (5.43)

Supposons ŝ(n)
j = 1, alors

x̂(n)
j (1) = argmax

xj

F(1, xj),

= argmax
xj

−σ2 + σ2
x

2σ2σ2
x

x2
j +

1
σ2 (x̂(n−1)

j + 〈r(n−1), dj〉)xj. (5.44)

La fonction objectif étant strictement concave, l’optimum peut être obtenu en
dérivant par rapport à xj et égalisant l’expression obtenue à 0 :

−σ2 + σ2
x

σ2σ2
x

x̂(n)
j (1) +

1
σ2 (x̂(n−1)

j + 〈r(n−1), dj〉) = 0, (5.45)

soit

x̂(n)
j (1) =

σ2
x

σ2 + σ2
x
(x̂(n−1)

j + 〈r(n−1), dj〉). (5.46)

Pour (ŝ(n)
j , x̂(n)

j ) = (1, x̂(n)
j (1)),

F(1, x̂(n)
j (1)) =

1
2σ2

σ2
x

σ2 + σ2
x

(
x̂(n−1)

j + 〈r(n−1), dj〉
)2
− λj. (5.47)

Les deux expressions (5.42) et (5.46) peuvent s’écrire sous une forme unique
dépendant de ŝ(n)

j . On retrouve alors la formule (5.17) :

x̂(n)
j , ŝ(n)

j

(
x̂(n−1)

j + 〈r(n−1), dj〉
) σ2

x
σ2 + σ2

x
. (5.17)

Le seuil Tj est, quant à lui, défini par la condition d’activation de ŝ(n)
j : ŝ(n)

j sera
égal à 1 si

F(1, x̂(n)
j (1)) > F(0, x̂(n)

j (0)),

soit (
x̂(n−1)

j + 〈r(n−1), dj〉
)2

> 2σ2 σ2 + σ2
x

σ2
x

λj. (5.48)

On peut alors poser la définition (5.16) : Tj , 2σ2 σ2+σ2
x

σ2
x

λj.
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5.6.3 Calcul de l’équation de mise à jour des coefficients (5.23) dans

BOMP

Développons le problème d’estimation (5.22) :

x̂ = argmax
x

log p(y, x, ŝ(n)). (5.22)

= argmax
x
− 1

2σ2 ‖y−Dŝ(n) xŝ(n)‖2
2 −

1
2σ2

x
xT

ŝ(n) xŝ(n) ,

= argmax
x
−1

2
xT

ŝ(n)

(
DT

ŝ(n) Dŝ(n) +
σ2

σ2
x

I‖ŝ(n)‖0

)
xŝ(n) + xT

ŝ(n) D
T
ŝ(n) y.

La fonction objectif étant strictement concave, l’optimum peut être obtenu en
dérivant par rapport à xŝ(n) et égalisant l’expression obtenue à 0 :

−
(

DT
ŝ(n) Dŝ(n) +

σ2

σ2
x

I‖ŝ(n)‖0

)
x̂(n)

ŝ(n) + DT
ŝ(n) y = 0, (5.49)

soit l’expression (5.23),

x̂(n)
ŝ(n) =

(
DT

ŝ(n) Dŝ(n) +
σ2

σ2
x

I‖ŝ(n)‖0

)−1

DT
ŝ(n) y. (5.23)



Conclusion

Les travaux réalisés pendant cette thèse ont permis de creuser des voies et,
peut-être, d’en inspirer d’autres. Ce dernier chapitre synthétise les contribu-
tions de cette thèse, et pour chacune, définit quelques axes de recherche qu’il
semble pertinent d’explorer dans le cadre de travaux futurs.

Durant ces trois ans, nous nous sommes intéressés à l’utilisation de
décompositions parcimonieuses dans les schémas de compression. Notre
étude nous a amenés à considérer des modèles probabilistes, ces modèles per-
mettant l’emploi de méthodes d’estimation Bayésiennes.

Transformations adaptatives

Le chapitre 3 s’est penché plus particulièrement sur le lien entre parcimo-
nie et codage par transformation. Une étude des coûts de codage des coeffi-
cients transformés puis quantifiés montrent que si la redondance du diction-
naire utilisé dans la transformation peut être intéressante du point de vue de
l’approximation du signal à compresser, le coût de codage des coefficients cor-
respondant peut être rédhibitoire. L’idée de structuration du dictionnaire est
alors introduite et envisagée sous la forme d’un ensemble de bases. Dans ce
contexte, un schéma de compression est proposé, optimisant la transformée
appliquée sur l’image dans le domaine spatial, par une adaptation du sup-
port via un bintree, et dans le domaine transformé, par la sélection de bases
locales parmi des ensembles finis. Deux cas sont alors étudiés : dans l’un, les
ensembles de bases locales sont prédéfinis (nous considérons des DCT direc-
tionnelles de Zeng et Fu [122]), dans l’autre, il s’agit d’ensembles appris avec
l’algorithme de Sezer et al. [96]. Dans ces deux cas, des comparaisons de per-
formances en termes de débit vs distorsion sont réalisées entre les schémas
proposés et les standards de compression JPEG et JPEG2000.

Partant d’une analyse approfondie de l’algorithme de Sezer, une extension
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probabiliste est ensuite développée, sur la base d’un algorithme EM. Nous
montrons que les bases apprises avec ce nouvel algorithme améliorent la
parcimonie des décompositions par rapport à celles apprises par l’algo-
rithme de Sezer. En revanche, elles ne résolvent pas une faiblesse mise en
évidence déjà dans l’algorithme de Sezer : les atomes des décompositions
parcimonieuses sont choisis “uniformément” de sorte qu’un regroupement
des coefficients non nuls est difficile et inefficace dans le codage RLE des
indices des coefficients non nuls.

Perspectives
Dans de futurs travaux, il serait intéressant de s’interroger sur l’optimisation
du nombre de bases apprises. Ici, nous avons proposé des ensembles de 7
bases, en raison de l’initialisation de l’algorithme d’apprentissage par les
DCT directionnelles. Mais rien ne prouve que, dans le contexte des schémas
de compression considérés, ce nombre de bases conduise aux meilleures
performances en termes de débit vs distorsion.

Prédiction et parcimonie

Le chapitre 4 s’intéresse au codage prédictif, toujours d’un point de vue
parcimonieux. Un nouvel algorithme de prédiction est élaboré, reposant sur
un mélange de décompositions parcimonieuses. Pour ce faire, on considère
un modèle probabiliste similaire à celui utilisé dans le chapitre précédent,
pour le développement d’un nouvel algorithme d’apprentissage de bases.
L’algorithme considéré ici se propose alors de résoudre un problème d’es-
timation MMSE approché. Ses performances sont évaluées en termes de
débit vs distorsion sur un schéma de codage simple, reposant sur une seg-
mentation de l’image en blocs de taille fixe et utilisant un ensemble de DCT
directionnelles. Par ailleurs, on considére deux critères d’optimisation de la
prédiction différents. L’algorithme est comparé à des méthodes de prédiction
existantes, deux basées également sur des décompositions parcimonieuses et
une reprenant le principe de la prédiction intra utilisée dans le standard de
compression vidéo H.264. Nous montrons que l’algorithme proposé présente
un bon comportement général, dans la limite des images testées. Afin de
valider totalement la pertinence de notre algorithme, il serait intéressant,
dans des travaux futurs, d’envisager son intégration dans un codeur vidéo
complet de type H.264.
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Perspectives
Dans [118], Yu et al. proposent un algorithme de débruitage basé sur des
approximations parcimonieuses. Le débruitage est réalisé sur un découpage
de l’image en blocs de taille fixe et chaque bloc débruité est estimé par son
approximation parcimonieuse dans une base choisie dans un ensemble appris
sur l’image bruitée. L’apprentissage des bases est réalisé par des analyses
en composantes principales (PCA). S’inspirant de leurs travaux, nous pou-
vons envisager un nouvel algorithme de débruitage. Notre contribution
serait double. D’abord, il pourrait être intéressant de remplacer les PCA
par l’algorithme d’apprentissage proposé dans le chapitre précédent. En
effet, de même que dans l’algorithme proposé par Sezer et al. , les PCA sont
calculées sur des ensembles de blocs de l’image et non sur l’image entière ;
l’algorithme proposé dans le chapitre précédent permettrait une prise en
compte de l’ensemble de l’image dans l’apprentissage de toutes les bases, via
des calculs de probabilités a posteriori. Ensuite, l’algorithme de prédiction
proposé dans ce chapitre pourrait être utilisé en lieu et place de la sélection
d’une base d’approximation. L’estimation de chaque bloc ne serait alors plus
son approximation parcimonieuse dans une base parmi un ensemble possible,
mais la somme pondérée des approximations parcimonieuses dans toutes les
bases.

Algorithmes gloutons Bayésiens

Enfin, le dernier chapitre de contributions revient sur les observations
faites dans le chapitre 3 concernant l’“uniformisation” de la sélection des
atomes utilisés dans les décompositions parcimonieuses. Ici, on s’intéresse en
particulier à l’étude d’un modèle Bernoulli-Gaussien : celui-ci permet en effet,
via des paramètres de Bernoulli différents, la prise en compte d’une certaine
hiérarchisation des atomes. L’utilisation de ce modèle dans la dérivation
d’algorithmes de recherche de décompositions parcimonieuses est étudiée,
on montre ainsi l’équivalence d’un problème d’estimation MAP basé sur
ce modèle avec un des problèmes de décompositions parcimonieuses stan-
dard. Plusieurs algorithmes sont alors proposés, rappelant les algorithmes
de poursuite de la littérature. Leurs performances en reconstruction sont
comparées sur des données synthétiques générées selon différents modèles.
Pour simplifier, on ne considère ici que le cas où les paramètres de Bernoulli
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sont égaux. Les résultats obtenus, évalués en termes de taux de détection
manquée vs SNR, sont encourageants et montrent un bon comportement de
certains d’entre eux.

Perspectives
Compte tenu des motivations qui nous ont conduits à considérer un modèle
Bernoulli-Gaussien, une perspective de ce travail serait la conception d’un
algorithme d’apprentissage de dictionnaires basé sur ce même modèle.
Considérant d’abord des paramètres de Bernoulli égaux, il faudrait ensuite se
pencher sur une hiérarchisation des atomes. Il peut s’agir dans un premier
temps de paramètres de Bernoulli différents (on force a priori une certaine
sélection des atomes) ou suivant une certaine loi de probabilités (Zhou et
al. envisagent dans [124] une loi Beta permettant le recours à des méthodes
d’approximation variationnelles Bayésiennes). Dans un deuxième temps,
on peut envisager des modèles plus complexes, liant le choix d’un atome à
un autre par des probabilités conditionnelles. Ces travaux vont dans le sens
d’une parcimonie plus structurée. Et en effet, compte tenu des résultats de
cette thèse et de récentes contributions de la littérature ([118]), cet axe de
recherche semble particulièrement prometteur.
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Résumé Cette thèse s’intéresse à différentes techniques de compression d’image
combinant à la fois des aspects Bayésiens et des aspects ”décompositions par-
cimonieuses”.
Deux types de compression sont en particulier examinés. Le codage par trans-
formation, d’abord, est traité sous l’angle de l’optimisation de la transfor-
mation. L’étude de bases prédéfinies puis apprises par un algorithme de la
littérature constitue une introduction à la conception d’un nouvel algorithme
d’apprentissage Bayésien, favorisant la parcimonie de la décomposition. Le
codage prédictif ensuite est abordé. Inspiré de contributions récentes s’ap-
puyant sur des décompositions parcimonieuses, un nouvel algorithme de
prédiction Bayésien reposant sur un mélange de décompositions parcimo-
nieuses est proposé.
Enfin, ces travaux ont permis de mettre en évidence l’intérêt de structurer la
parcimonie des décompositions. Par exemple, une pondération des atomes de
la décomposition peut être envisagée via l’utilisation d’un modèle Bernoulli-
Gaussien de paramètres différents. Ce modèle est considéré dans une dernière
partie, pour le développement d’algorithmes de décompositions parcimo-
nieuses.

Abstract This thesis interests in different methods of image compression combining
both Bayesian aspects and “sparse decompositions” aspects.
Two compression methods are in particular investigated. Transform coding,
first, is addressed from a transform optimization point of view. The optimiza-
tion is considered at two levels : in the spatial domain by adapting the support
of the transform, and in the transform domain by selecting local bases among
finite sets. The study of bases learned with an algorithm from the literature
constitutes an introduction to a novel learning algorithm, which encourages
the sparsity of the decompositions. Predictive coding is then addressed. Moti-
vated by some recent contributions based on sparse decompositions, we pro-
pose a novel Bayesian prediction algorithm based on mixtures of sparse de-
compositions.
Finally, these works allowed to underline the interest of structuring the spar-
sity of the decompositions. For example, a weighting of the decomposition
atoms can be considered by the use of a Bernoulli-Gaussian model with dif-
ferent parameters. This model is studied in the last part of this thesis, for the
development of sparse decomposition algorithms.


